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RESUMO

Existe um grande volume de informacdo ndo estruturada (i.e., em formato textual) sendo
publicada cada vez mais em meios eletrénicos, particularmente em bibliotecas digitais.
Assim, com o passar do tempo, 0 ser humano fica cada vez mais restringido a uma limitada
quantidade de texto que é capaz de processar e assimilar. No sentido de identificar as
informacdes relevantes de um texto e com o objetivo de estruturar e armazenar essas
informacGes em um banco de dados, a fim de propiciar uma futura descoberta de
relacionamentos interessantes entre as informacGes extraidas, nesta dissertacdo é proposta
uma metodologia de pré-processamento textual para extracdo de informacgdo sobre efeitos de
doencas em artigos cientificos do dominio biomédico. A metodologia é composta por quatro
etapas: Entrada de Dados (Etapa 1), Classificacdo de Sentencas (Etapa 2), ldentificacéo de
Termos Relevantes (Etapa 3) e Gerenciamento de Termos (Etapa 4). Esta metodologia
utiliza trés abordagens de extracdo de informacdo encontradas na literatura: abordagem
baseada em aprendizado de maquina, abordagem baseada em dicionario e abordagem baseada
em regra. A primeira abordagem é desenvolvida na Etapa 2, na qual um algoritmo de
aprendizado de maquina supervisionado é responsavel em classificar as sentengas. A segunda
e a terceira abordagens sdo desenvolvidas na Etapa 3, na qual um dicionario de termos
validados pelo especialista e regras desenvolvidas por meio de expressdes regulares foram
utilizados para identificar termos relevantes nas sentencas. A validacdo da metodologia foi
realizada por meio de sua instanciagdo para uma area do dominio biomédico, mais
especificamente usando artigos sobre a doenca Anemia Falciforme. Nesse sentido, dois
estudos de caso foram realizados tanto na Etapa 2 quanto na Etapa 3. O valor da acurécia
obtida na classificacdo de sentencas foi acima de 60% e o valor da medida-F para a classe
efeito negativo foi acima de 70%. Estes valores correspondem aos resultados alcancados com
0 algoritmo de aprendizado de maquina Support Vector Machine juntamente com a aplicacéo
do filtro Remocdo de Ruido. A medida-F obtida com a identificacdo de termos relevantes foi
acima de 85% para a extracgdo ficticia (i.e., classificacdo manual realizada pelo especialista) e
acima de 80% para a extracao real (i.e., classificacdo automatica realizada pelo classificador).
O valor de medida-F acima de 70% do classificador e o valor de medida-F acima de 80% da
extracdo real mostra a relevancia da classificacdo de sentencas na metodologia proposta. E
importante ressaltar que sem a classificacdo de sentenca, muitos falsos positivos seriam
identificados nos artigos completos.

Palavras-chave: Pré-processamento Textual, Extracdo de Informacdo, Artigos Completos,
Dominio Biomédico.



ABSTRACT

There is a large volume of unstructured information (i.e., in text format) being published in
electronic media, in digital libraries particularly. Thus, the human being becomes restricted to
an amount of text that is able to process and to assimilate over time. In this dissertation is
proposed a methodology for textual preprocessing to extract information about disease effects
in the biomedical domain papers, in order to identify relevant information from a text, to
structure and to store this information in a database to provide a future discovery of
interesting relationships between the extracted information. The methodology consists of four
steps: Data Entrance (Step 1), Sentence Classification (Step 2), Identification of Relevant
Terms (Step 3) and Terms Management (Step 4). This methodology uses three information
extraction approaches from the literature: machine learning approach, dictionary-based
approach and rule-based approach. The first one is developed in Step 2, in which a supervised
machine learning algorithm is responsible for classify the sentences. The second and third
ones are developed in Step 3, in which a dictionary of terms validated by an expert and rules
developed through regular expressions were used to identify relevant terms in sentences. The
methodology validation was carried out through its instantiation to an area of the biomedical
domain, more specifically using papers on Sickle Cell Anemia. Accordingly, two case studies
were conducted in both Step 2 and in Step 3. The obtained accuracy in the sentence
classification was above of 60% and F-measure for the negative effect class was above of
70%. These values correspond to the results achieved with the Support Vector Machine
algorithm along with the use of the Noise Removal filter. The obtained F-measure with the
identification of relevant terms was above of 85% for the fictitious extraction (i.e., manual
classification performed by the expert) and above of 80% for the actual extraction (i.e.,
automatic classification performed by the classifier). The F-measure of the classifier above of
70% and F-measure of the actual extraction above 80% show the relevance of the sentence
classification in the proposed methodology. Importantly to say that many false positives
would be identified in full text papers without the sentence classification step.

Keywords: Textual preprocessing, Information Extraction, Full Papers, Biomedical Domain.
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1 INTRODUCAO

As informacdes relevantes estdo mais em formato textual do que em imagens,
graficos, arquivos de musica e video ou até mesmo em equac6es. Segundo Tan (1999) e Chen
(2001), 80% das informagBes das empresas e de conteddo on-line do mundo estdo em
documentos textuais. Estudos tém revelado que entre 80% e 98% de todos os dados
disponiveis nos computadores consistem em documentos ndo estruturados ou
semiestruturados, como e-mails, paginas HTML, arquivos PDF e muitos outros documentos
textuais (CHEUNG; LEE; WANG, 2005). Além disso, a quantidade de informagéo disponivel
eletronicamente estad aumentando consideravelmente nos ultimos anos (GANTZ et al., 2007).

No dominio biomédico, também existe uma grande quantidade de informacao
publicada por meio de artigos cientificos que impossibilita e inviabiliza a leitura de todos os
artigos por um ser humano. A titulo de exemplo, o PubMed, repositorio on-line gerenciado
pelo National Center for Biotechnology Information (NCBI) e pelo National Library of
Medicine, contém mais de 18 milhdes de publicagdes médicas, incluindo registros do
MEDLINE e outros jornais cientificos (NATIONAL CENTER FOR BIOTECHNOLOGY
INFORMATION, 2010). O MEDLINE (http://gateway.nlm.nih.gov), sistema on-line de

busca e analise de literatura médica, € um banco de dados que contém mais de 16 milhdes de

referéncias a artigos de revistas da area de ciéncias com uma maior concentracdo em
biomedicina (NATIONAL LIBRARY OF MEDICINE, 2008). Ja o Entrez € um sistema de
recuperacdo de banco de dados integrado do NCBI que fornece acesso a um conjunto de 35
bases que juntas contém mais de 350 milhdes de registros (SAYERS et al., 2009).

A grande quantidade de informacdo armazenada nesses bancos de dados e disponiveis
eletronicamente demonstra que existe um crescimento acelerado da producdo e
armazenamento das informacdes tanto em forma de resumos quanto de artigos cientificos
completos. Diante da imensa quantidade de informacdo disponivel em formato textual, os

seres humanos ndo sdo capazes de processar (i.e., ler e assimilar) toda essa informacéo.


http://gateway.nlm.nih.gov/
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Nesse contexto, abordagens de extracdo de informacdo vém sendo utilizadas como
solugdo para estruturar as principais informacfes do texto, a fim de propiciar uma futura
descoberta de relacionamentos interessantes entre as informac6es extraidas, sem a qual seria
humanamente inviavel devido ao grande volume de informacdo. No sentido de identificar as
informacdes relevantes do texto e com 0 objetivo de estruturar e de armazenar essas
informacdes em um banco de dados, nesta dissertacdo € proposta uma metodologia de preé-
processamento textual para extracdo de informagdo sobre efeitos de doengas em artigos
cientificos do dominio biomédico.

1.1 Motivagdo

Diversos trabalhos existentes na literatura extraem informacdo de proteina (MIKA,;
ROST, 2004b), interacbes de proteina (ONO et al., 2001) ou gene e proteina (LEONARD;
COLOMBE; LEVY, 2002). A maioria dessas informacgdes é selecionada de resumos (i.e.,
abstracts) do MEDLINE. Por mais bem resumido que seja o abstract ndo é possivel escrever
em poucas palavras todos os resultados obtidos com os experimentos. Muitas informacdes
importantes deixam de ser extraidas.

Corney et al. (2004) destacam o beneficio em extrair informacéo em artigos completos
— mais da metade da informacdo extraida € do corpo do artigo — apesar de algumas
dificuldades em converter artigos no formato PDF para formato de texto e do tempo extra
exigido para processamento do texto (a anélise realizada em resumo leva de 3 a 5 segundos e
em artigo completo de 6 a 10 minutos, segundo Corney et al. (2004)). Na Figura 1 é mostrada
a densidade de informacéo sobre nome de gene e proteina em um artigo completo, sendo a
localizagdo 0% e 100% o inicio e o fim do artigo, respectivamente. O pico de informacdo da
parte esquerda corresponde ao resumo e 0 pico no meio corresponde as se¢des de discussdo e

resultado do artigo.
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Figura 1 — Densidade de informacdo em um artigo completo.
Fonte: Adaptado de Corney et al. (2004).
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Ainda segundo Corney et al. (2004), a Figura 1 sugere que nao apenas algumas secoes
devam ser analisadas, mas sim o artigo completo. Schuemie et al. (2004) corroboram com a
importancia da extracdo em artigos completos: ha secdes que possuem mais informagdes do
que outras e quanto mais secGes pesquisadas mais informagdo serd extraida. Contudo,
Schuemie et al. (2004) ressalvam que leva-se mais tempo para processar e 0s artigos sdéo mais
dificeis de adquirir devido as prote¢des de copyright. Apesar dessas dificuldades, ha um senso
comum no que diz respeito a relevancia dessas informacdes.

Nesse contexto, este trabalho tem como desafio extrair as informagdes em artigos
completos sobre efeitos de doencas relacionados ao dominio biomédico.

1.2 Hipoteses e Objetivos

Os seres humanos tém a habilidade de distinguir padrdes linguisticos no texto e podem
superar obstaculos que os computadores ndo tém facilidade, como girias, variacdo de
ortografia e informagéo contextual. Entretanto, embora o ser humano tenha a capacidade de
compreensdo do idioma, os computadores tém a vantagem de possuir recursos como
processamento de texto em alta velocidade e em grande volume (GUPTA; LEHAL, 2009).
Assim, devido a dificuldade e a limitacdo do ser humano de processar textos a medida que as
informacGes crescem a um grande volume, esta dissertacdo se baseia na seguinte hipdtese:

Hipotese 1: E possivel usar abordagens de extracdo de informacdo para identificar
automaticamente termos relevantes do dominio biomédico. A aplicacdo destas abordagens em
um conjunto de textos podera ser realizada em um tempo aceitavel, ou seja, em poucos
segundos por artigo analisado. A aplicacdo destas abordagens também gera uma aceitavel taxa
de precisao e de revocacao que varia em torno de 70% a 90%. Por fim, com a aplicacdo destas
abordagens ocorrera uma reducdo da participacdo do especialista na identificacdo manual dos
termos.

A maioria dos trabalhos de extracdo de informacdo extrai informacdo somente da
secdo abstract dos artigos, devido a praticidade de obter os documentos textuais desta fonte.
Contudo, é sabido que em artigos completos existem uma maior quantidade de informacéo,
tendo algumas sec¢des que possuem mais informacdes do que em outras e quanto mais secoes
pesquisadas mais informacdo relevante podera ser identificada e extraida (CORNEY et al.,
2004; SCHUEMIE et al., 2004). Tem-se como segunda hipotese deste trabalho:

Hipotese 2: Extrair termos relacionados a efeitos de doengas no dominio biomédico de
outras secBes do artigo, além do seu resumo, permite obter uma maior quantidade de

informacdo relevante. Extrair estes termos de todas as se¢des do artigo, no entanto, aumenta
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consideravelmente a quantidade de falsos positivos e implica na anélise desnecessaria de
secOes que ndo discorrem sobre efeitos. Nesta dissertacdo, portanto, serd analisada as
seguintes se¢des: abstract, results e discussion.

Como terceira hipdtese tem-se:

Hipdtese 3: O uso de duas etapas separadas e consecutivas para primeiro classificar as
sentencas em classes de interesse e depois para identificar e extrair termos apenas nas
sentencas classificadas nestas classes de interesse possibilita um bom resultado no processo
de extracdo de informacdo de termos relacionados a efeitos de doencas no dominio
biomédico. O uso de dicionario, para identificar precisamente os termos conhecidos e curados
gue ocorrem nas sentencas e 0 de regras para identificar novos termos relevantes com o uso
de padrdes gera um bom desempenho em termos de precisdo, de revocacdo e de medida-F
para a classe efeito negativo, respectivamente, acima de 70%, acima de 85% e acima de 80%.

Portanto, o objetivo desta dissertacdo € propor uma metodologia de pré-processamento
textual para extracdo de informacdo sobre efeitos de doencas em artigos cientificos do
dominio biomédico. A metodologia proposta € composta por quatro etapas: Entrada de Dados
(Etapa 1), Classificacdo de Sentencas (Etapa 2), Identificacdo de Termos Relevantes (Etapa 3)
e Gerenciamento de Termos (Etapa 4). A partir dos documentos textuais fornecidos na Etapa
1, as sentencas sdo classificadas em suas respectivas classes (Etapa 2). A Etapa 2 objetiva
distinguir as informacdes de interesse das informacdes irrelevantes. Em seguida, na Etapa 3,
os termos relevantes sdo identificados e extraidos das sentencas de interesse. Por fim, na
Etapa 4, os termos sdo armazenados em um banco de dados, apos a validacao dos termos pelo
especialista. A metodologia proposta utiliza trés abordagens de extracdo de informacéo
encontradas na literatura, a saber: abordagem baseada em aprendizado de maquina,
abordagem baseada em dicionario e abordagem baseada em regra. A primeira abordagem é
desenvolvida na Etapa 2, na qual um algoritmo de aprendizado de maquina supervisionado é
responsavel em classificar as sentencas. Estas sentencas sao classificadas em uma das trés
classes: efeito positivo, efeito negativo e outros. A segunda e a terceira abordagens sao
desenvolvidas na Etapa 3, na qual um dicionario de termos validados pelo especialista e
regras desenvolvidas por meio de expressdes regulares foram utilizados para identificar
termos relevantes nas sentencas. Os termos extraidos na Etapa 3 sdo termos sobre a classe

efeito negativo.
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1.3 Organizagao do Trabalho

Esta dissertacdo est4 organizada em oito capitulos distribuidos na seguinte ordem.
Capitulo 1: é abordado o contexto onde este trabalho se encontra, a motivacdo para a
definicdo do tema, as hipoteses e 0s objetivos deste trabalho; Capitulo 2: sdo apresentadas as
areas de conhecimento da mineracdo de textos (MT), quais 0s tipos mais comumente
utilizados para descoberta de conhecimento textual e, por fim, as etapas do processo de MT;
Capitulo 3: é contextualizado o reconhecimento automatico de termo na &rea da terminologia
e quais as abordagens comumente utilizadas para extracdo de informacdo; Capitulo 4: sdo
discutidos trabalhos que extraem informacdes de textos ndo estruturados utilizando as
abordagens de dicionario, de regra e de aprendizado de maquina explicadas no Capitulo 3;
Capitulo 5: € descrito a metodologia proposta nesta dissertacdo para extrair informacéo no
dominio biomédico. Capitulo 6: € instanciada a metodologia proposta no Capitulo 5 com
exemplos de uma area do dominio biomédico; Capitulo 7: € realizado um estudo de caso nas
duas etapas da metodologia (i.e., classificagdo de sentencas e identificacdo de termos
relevantes); e Capitulo 8: é concluido o trabalho, destacando as contribui¢des alcancadas, o
quao adaptavel é a metodologia proposta, as sugestdes de trabalhos futuros, além das

producdes cientificas e técnicas desenvolvidas durante o mestrado.



2 MINERACAO DE TEXTOS

Mineracdo de Textos (MT) (TAN, 1999), também conhecida como Descoberta de
Conhecimento Textual (FELDMAN; DAGAN, 1995) ou Mineracdo de Dados Textuais
(HEARST, 1999), refere-se ao processo de extrair informagfes Uteis em documentos no
formato textual ndo estruturado por meio da identificacdo de conhecimento e exploracdo de
padrdes. A MT € vista como uma extensdo da Mineracdo de Dados (FAYYAD,;
PIATETSKY-SHAPIRO; SMYTH, 1996).

A Mineragdo de Dados procura desvendar conhecimento de bases de dados
estruturadas e extrair padrdes e tendéncias de grandes volumes de dados, normalmente, de um
dominio especifico. Diferentemente da MT que utiliza técnicas de pré-processamento para
identificar e extrair caracteristicas representativas de documentos em formato nao estruturado,
a MD aplica algoritmos de descoberta de padrGes em dados estruturados em um banco de
dados.

Na comunidade biomédica, a MT é considerada como um processo de destacar a
informacdo relevante (seja recuperando ou extraindo) de uma grande colecdo de dados
textuais; ajuda os especialistas do dominio a entender a grande quantidade de texto por meio
da extracdo de informacdo (Secdo 2.1.3), recuperacdo de informacdo (Secdo 2.1.4) e
descoberta de relacionamentos implicitos (Secéo 2.1.5) (SPASIC et al., 2005).

A MT surge como uma tecnologia para processar esses textos seja para sumarizar
(tornar um texto sucinto), categorizar (classificar em classes definidas), agrupar, obter
respostas relacionadas a perguntas (perguntas e respostas) ou simplesmente extrair
informacao que pode ser combinada com categorizagdo, por exemplo.

Este capitulo esta dividido da seguinte forma: na Secdo 2.1, sdo destacadas as areas de
conhecimento que estdo envolvidas com a Mineracao de Textos; em seguida, na Secdo 2.2 sdo
discutidos alguns tipos de descoberta de conhecimento em textos que podem ser utilizadas nas
areas de conhecimento citadas na Secdo 2.1; na Secdo 2.3 sdo apresentadas as etapas do

processo de mineracgéo; e, por fim, na Se¢éo 2.4, séo apresentadas as consideracgdes finais.
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2.1 Areas de Conhecimento relacionadas & Mineragéo de Textos

A Mineracdo de Textos € um campo de pesquisa interdisciplinar e segundo Hotho,
Nlrnberger e Paass (2005), estd relacionada a &reas como: extracdo de informacao,
recuperacdo de informacdo, aprendizado de maquina, estatistica, processamento de lingua
natural e mineracdo de dados. Esta ultima ¢ utilizada como area “fim” com o objetivo de
extrair padroes relevantes a partir do cruzamento de informagdes. As outras sdo utilizadas
como areas “meio”, auxiliando no processo de selecdo (recuperagdo de informagdo) e
extracdo de informacdo (aprendizado de maquina e processamento de lingua natural)
(HOTHO; NURNBERGER; PAASS, 2005).

A seguir é apresentado sucintamente cada uma dessas areas que contribui com a
mineragdo textual. Essas areas possuem técnicas que auxiliam em uma ou mais etapas do

processo de Mineracao de Textos explicado na Secéo 2.3.

2.1.1 Processamento de Lingua Natural

O termo Processamento de Lingua Natural (PLN) ou Linguistica Computacional &,
normalmente, usado para descrever a funcdo de um sistema de computador que analisa e
sintetiza a lingua falada ou escrita (JACKSON; MOULINIER, 2002). PLN tem como
propdsito ser apoiado por um sistema computadorizado que compreende a lingua natural
assim como um ser humano. A palavra “Natural” indica a distin¢do da escrita e fala humana
das linguas nao formais, mas artificiais como matematica ou logica.

Ha um grande interesse em PLN em encontrar informagdes relevantes e “escondidas”
nas diversas fontes que se encontram em formato textual ndo estruturado na Internet e nas
Intranets corporativas. PLN utiliza de técnicas estatisticas para interpretar e determinar o
significado de partes do texto (JACKSON; MOULINIER, 2002).

PLN tem o intuito de analisar e representar naturalmente a ocorréncia de textos em um
ou mais niveis de analise linguistica. Os niveis de analise linguistica sdo divididos em seis
categorias (JURAFSKY; MARTIN, 2000): Fonética e Fonoldgica: estudo dos sons
linguisticos; Morfoldgica: estudo das caracteristicas, formacdo e construcdo das palavras;
Sintética: estudo das relacdes entre as partes/palavras das sentencas. Analise das palavras em
uma sentenca, a fim de descobrir a estrutura gramatical da mesma; Semantica: estudo do
significado. Determinar os possiveis significados de uma sentenca, incluindo desambiguacao
das palavras no contexto; Pragmatica: estudo da compreensao do uso da lingua em situacoes
gue requerem conhecimentos do mundo; Discursiva: estudo das unidades linguisticas maiores

do que uma unica expressao (discurso), interpretando a estrutura e o significado do texto.
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Segundo Spasic et al. (2005), o primeiro passo para 0 processamento de texto
automatico é a tokenizacdo, a qual identifica as unidades basicas do texto conhecidas como
tokens, utilizando delimitadores explicitos como espaco em branco ou pontuacdo. Apds a
tokenizagdo pode ser realizado o processamento Iéxico ou sintatico, a saber:

— Léxico, inclui: lematizacéo, processo que substitui a palavra flexionada pela forma

basica sem nimero e género (cantaremos—cantar); stemming, processo que reduz
a palavra ao seu radical (cantaremos—-cant); etiquetador gramatical (Part-Of-
Speech - POS) identifica a categoria gramatical de cada palavra do texto utilizando
a marcacdo de etiquetas. Geralmente é morfologico (identifica substantivo,
adjetivo, artigo) ou morfossintatico (identifica as funcBes sintaticas como sujeito,
predicado, aposto).

— Sintatico envolve a analise da estrutura sintatica de uma sentenca, inclui: shallow

parser e deep parser. A primeira identifica 0s grupos nominais e verbais, como
sintagmas; enquanto que a segunda gera representacdo completa da estrutura

gramatical de uma sentenca.

2.1.2 Aprendizado de Maquina

Aprendizado de Maquina (AM) é uma area da Inteligéncia Artificial que lida com
problemas de aprendizado computacional a fim de adquirir conhecimento de forma
automatica. Um sistema de aprendizado tem a funcdo de analisar informacOes e generaliza-
las, para a extracdo de novos conhecimentos. Para isso usa-se um programa de computador
para automatizar o aprendizado (MONARD; BARANAUSKAS, 2003).

O aprendizado utiliza do principio da inducdo (inferéncia l6gica) com o intuito de
obter conclusbes genéricas a partir de um conjunto de exemplos. Um conceito € aprendido
efetuando-se inferéncia indutiva sobre os exemplos apresentados. As hipdteses geradas por
meio dessa inferéncia podem ou ndo preservar a verdade.

Para a inducdo derivar conhecimento novo representativo, os exemplos das classes tém
que estar bem definidos e ter uma quantidade suficiente de exemplos, obtendo assim hipdteses
Uteis para um determinado tipo de problema. Quanto mais exemplos relevantes selecionados
para treinamento no indutor, mais bem classificado serd o novo conjunto de dados. O objetivo
do algoritmo de inducdo é construir um classificador que possa determinar a classe a qual um
exemplo n3o rotulado pertence. E possivel rotular um novo exemplo devido a generalizac&o.

O aprendizado indutivo pode ser dividido em supervisionado (AS) e néo

supervisionado (ANS), como pode ser visto na Figura 2. O AS ¢é utilizado para classificacdo
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dos exemplos em classes predefinidas: resolve problemas preditivos. O ANS ¢ utilizado para
agrupamento, agrupando exemplos semelhantes: resolve problemas descritivos. Classificacdo
e agrupamento séo, respectivamente, exemplos desses dois tipos de aprendizado.

Aprendizado
Indutivo

— T

Aprendizado
Nio-
Supervisionado

‘%’rediﬁ'\'u\‘ Descritivo

Classificacio Regressio

Aprendizado
Supervisionado

Figura 2 — Hierarquia do aprendizado.
Fonte: Adaptado de Monard e Baranauskas (2003).

Como as classes ja estdo definidas, o interesse deste trabalho encontra-se no
aprendizado supervisionado, mais especificamente na classificacdo que trabalha com rotulos
de classes discretos (e.g., paciente normal, paciente com doenca A), diferentemente da
regressao que lida com valores continuos (e.g., pacientes maiores de 18 anos com altura de
1,8 metros).

Monard e Baranauskas (2003) classificam AM em alguns paradigmas, a saber:
Simbolico, representacdes simbdlicas de um problema por meio da andlise de exemplos e
contraexemplos como expressao logica, arvore de decisdo, regras ou rede semantica.
Exemplo: Algoritmos de arvore de decisdo como 1D3, C4.5; Estatistico, utiliza modelos
estatisticos para encontrar uma aproximacdo do conceito induzido. Exemplo: Support Vector
Machine (SVM) e aprendizado Bayesiano; Baseado em Exemplos, classifica um novo
exemplo com base em uma classificacdo similar conhecida. Exemplo: Raciocinio baseado em
caso e método do k-vizinhos mais proximos (k-nearest neighbor, kNN); Conexionista,
inspirada no modelo biolégico do sistema nervoso. Exemplo: Redes Neurais; e Evolutivo,

modelo biolégico de aprendizado. Exemplo: Analogia com a teoria de Darwin.

Medidas Utilizadas pelo Classificador

A taxa de erro (também conhecida como taxa de classificacdo incorreta) € uma medida
comumente utilizada para avaliar um classificador. Sendo n o numero de exemplos, o
erro(h), calculado pela Equacédo (1), compara a classe verdadeira de cada exemplo y; com o
rétulo atribuido pelo classificador induzido h(x;). A expressao ||ly; # h(x;)|| retorna 1 se a

condigdo for verdadeira e zero caso contrario.
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n
1
erro(h) = = lly; # h(xpl @
i=1
O complemento da taxa de erro é a precisdo do classificador, denotada por

precisdo(h), Equacdo (2).

precisio(h) = 1 — erro(h) (2)

H& um limiar (erro maximo) que € estabelecido para um classificador. O erro chamado
de erro majoritario é calculado em um conjunto de exemplos T a partir da distribuicdo das

classes, Equacéo (3).

erro-maj(T) = 1 — max;q ..., dist(C;) 3)

Matos et al. (2009a) apresentam mais detalhes das medidas de desempenho utilizadas
para avaliar um classificador, além de destacar algumas tecnicas de selecdo de caracteristicas
utilizadas com o objetivo de reduzir a dimensionalidade dos dados e os metodos de
particionamento dentre os quais destaca-se 0 k-Fold Cross-Validation (os exemplos séo
treinados em k-1 folds e testados com o fold restante. Este processo € repetido k vezes, cada

vez considerando um fold diferente para teste).

2.1.3 Extracéo de Informacéo

Extracdo de Informacdo (EI) preocupa-se em localizar partes especificas em
documentos em lingua natural, extraindo informacdes estruturadas a partir de textos nédo
estruturados. EI pode ser descrita como: Extracdo de fatos essenciais de tipos predefinidos de
um documento em lingua natural; Representacdo de cada fato como um modelo (template)
cujo slots sdo preenchidos com base no que é encontrado no texto (ANANIADOU;
MCNAUGHT, 2006).

Em geral, sistemas de El sdo Uteis: se a informacdo a ser extraida € encontrada de
forma explicita e nenhuma conclusao é necessaria; quando um pequeno nimero de modelos €
suficiente para resumir as partes relevantes do documento; e a informacéo desejada é expressa
localmente no texto (FELDMAN; SANGER, 2007).

Ainda segundo Feldman e Sanger (2007), técnicas de EI podem ser parte da tarefa de
Mineracao de Textos para facilitar a extracdo do conhecimento. Contudo, o dominio deve ter
um padrdo que se encaixa num modelo. Os resultados da El, informacbes estruturadas,
geralmente sdo armazenados em um banco de dados para, posteriormente, serem utilizados

em algoritmos de Mineracdo de Dados para identificar padrdes interessantes.
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Existem cinco tarefas de ElI como mostrados na Tabela 1. Todos os tipos sé&o
fracamente dependentes de dominio, como exemplificado por Cunningham (2006): mudar o
dominio a ser processado de noticias financeiras para outro tipo de noticias implica algumas
alteracbes no sistema; mudar o assunto de noticias para artigos cientificos envolve grandes

mudangas.

Tabela 1 — Cinco tarefas de extrag&o de informacao.
Fonte: McNaught e Black (2006).

Tarefa Descricdo

Entidade Nomeada | Extrai nome, lugares, etc.

Correferéncia Identifica relagfes entre entidades

Template Element | Extrai atributos descritivos de entidade nomeada

Template Relation | Extrai relacionamento especifico de entidade nomeada (simples fatos)

Extrai eventos. Um ou mais slots sdo preenchidos com template element ou

Scenario Template template relation para cada tipo de evento extraido

No dominio biomédico a tarefa mais utilizada é o Reconhecimento de Entidade
Nomeada (PARK; KIM, 2006). Reconhecimento de Entidade Nomeada (NER) identifica
referéncias para tipos de objetos particulares, como nome de pessoas, empresas e localizagdes.
NER é uma das areas de extracdo de informacdo mais estudadas, ndo apenas em biomedicina,
mas também em outras areas (ANANIADOU; MCNAUGHT, 2006).

2.1.4 Recuperacao de Informacao

Segundo Lancaster (1968 apud VAN RIJSBERGEN, 1979), um sistema de
Recuperacdo de Informacéo (RI) ndo informa ao usuario sobre o assunto que 0 mesmo deseja
encontrar, mas limita-se a localizar os documentos relativos a consulta do usuario e informar
sobre a existéncia ou ndo da informacao desejada.

RI ¢ diferente de EI. Esta Gltima extrai informacdes relevantes ndo estruturadas dos
documentos. Uma aplicacdo de EI analisa os textos ndo estruturados e apresenta as
informacGes especificas no formato estruturado predefinido como explicado na Secdo 2.1.3.
Um sistema de RI recupera documentos relevantes baseado em uma consulta do usuario e
baseia-se em busca por palavras-chave ou busca por similaridade.

O exemplo mais conhecido de um sistema de RI é o buscador Google que seleciona 0s
documentos disponiveis na Web de acordo com a consulta definida pelo usuario. Segundo
Jensen, Saric e Bork (2006), o PubMed € o sistema de RI mais conhecido no dominio
biomédico. Este dltimo é um sistema ad hoc que usa duas metodologias de RI: modelo

booleano e de vetor.
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Para processar grandes colecfes de documento, a Mineracdo de Textos exige um
grande poder computacional e tempo para analisar os textos. A RI pode contribuir
restringindo os documentos com base na informagéo desejada do usuério, reduzindo o nimero
de documentos que serdo analisados e, consequentemente, diminuindo o tempo de espera. Por
exemplo, Hu et al. (2005) extraem informagéo sobre fosforilacdo de resumos do MEDLINE.
Para isso, numa primeira fase utiliza-se do sistema de RI para selecionar somente artigos
relacionados a fosforilacdo, delimitando o dominio de extragéo.

No contexto deste trabalho, a Recuperacdo de Informacdo ndo é utilizada, pois os
artigos cientificos sdo pré-selecionados pelo especialista do dominio.

2.1.5 Mineracéo de Dados

Mineragdo de Dados (MD) (HAN; KAMBER, 2006) faz parte do processo de
Descoberta de Conhecimento em Banco de Dados (KDD) e, as vezes, 0s dois termos sdo
usados de maneira indistinta (LUO, 2008). O processo de KDD pode consistir dos seguintes
passos: selecdo dos dados, pre-processamento (limpeza dos dados), transformacdo dos dados,
busca por padrdo (mineracdo de dados) e interpretacdo e avaliacdo dos dados (FAYYAD;
PIATETSKY-SHAPIRO; SMYTH, 1996).

O objetivo do processo de KDD € a aplicagdo de métodos especificos de mineragéo de
dados para extracdo e descoberta de padrdo. Contudo, o KDD utiliza-se de técnicas de
aprendizado de maquina e estatistica para avaliar e interpretar os padrdes minerados e
determinar quais padrdes podem ser considerados como conhecimento novo.

Uma area que pode contribuir com o processo de KDD € o data warehousing que,
segundo Fayyad, Piatetsky-Shapiro e Smyth (1996), ajuda com 0 armazenamento de grandes
volumes de dados, com a limpeza e com 0 acesso aos dados. O principal objetivo do data

warehousing é fornecer suporte a decisao aos gerentes de negocios.

2.2 Descoberta de Conhecimento em Textos

Descoberta de Conhecimento em Textos (ou simplesmente KDT) visa explorar e
descobrir padrées em textos. O termo KDT foi cunhado por Feldman e Dagan (1995) como
sinbnimo para Mineracgdo de Textos.

Zweigenbaum et al. (2007) descrevem trés tarefas de KDT (perguntas e respostas,
sumarizacdo e geracdo de hipdtese) que podem ser utilizadas como uma tarefa para extrair
informacdo. Fan et al. (2006) descrevem mais cinco tarefas de KDT além das trés citadas
anteriormente: extragdo de informagdo, categorizagdo, agrupamento, visualizagdo de

informacdo e rastreamento de informacao.
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Nota-se que Zweigenbaum et al. (2007) consideram as trés tarefas como parte da
extracdo de informacdo; Fan et al. (2006) incluem a extracdo de informagdo como uma tarefa
de KDT. Neste trabalho considera-se extragéo de informacéao (explicada na Secdo 2.1.3) como
uma area de conhecimento abrangente no contexto da Mineracdo de Textos e por isso, ndo
sera explicada nesta sec¢éo.

A seguir sdo apresentadas algumas dessas tarefas que podem ser utilizadas para
descoberta de padrdo em textos: perguntas e respostas, sumarizagdo, categorizacdo e

agrupamento.

2.2.1 Perguntas e Respostas

Molla e Vicedo (2007) definem Perguntas e Respostas (traducdo do inglés Question
Answering - QA) como uma tarefa onde é possivel um computador responder perguntas
arbitrarias formuladas em lingua natural. Pesquisa em QA esta sendo desenvolvida a partir de
duas diferentes perspectivas cientificas: Inteligéncia Artificial e Recuperagéo de Informacéo.

Diferentemente de retornar uma lista de documentos a partir de grandes colecdes de
texto (objetivo da Recuperagdo de Informacéo discutida na Secdo 2.1.4), QA tenta fornecer
respostas curtas e especificas para perguntas, disponibilizando informagdes de apoio
relacionadas a fonte original do documento, caso o usuario queira verificar a origem da
informacao (ZWEIGENBAUM et al., 2007).

Sistemas de QA sdo especialmente Uteis em situacbes em que 0 usuario precisa
conhecer uma informagio especifica, por exemplo, “Qual a quantidade anual de criancas
brasileiras que nascem com a doenca X?” Geralmente deseja-se obter estas informagdes em
tempo habil sem perder muito tempo pesquisando.

Inicialmente sistemas de QA foram desenvolvidos para aplicacdes genéricas e mais
recentemente em dominios restritos (ZWEIGENBAUM et al., 2007). Molla e Vicedo (2007)
descrevem informacdes sobre QA em dominio restrito e apresentam uma lista de sistemas de
Perguntas e Respostas como JAVELIN, QUETAL, AQUA e START.

2.2.2 Sumarizacgao

O objetivo da sumarizacdo de texto automatico € identificar as informacdes
importantes de um documento e apresenta-las de forma sucinta e coerente. Diferentemente de
sistemas de EI que geralmente tem como entrada (para processamento) textos, em sistemas de
sumarizacdo a entrada € uma colecdo de documentos. O resultado desses sistemas também
difere: no primeiro sdo geradas informag0es estruturadas, enquanto no segundo a informacéo
representa uma sintese do documento original (ZWEIGENBAUM et al., 2007).
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Sumarizacdo pode ajudar usuérios a encontrar rapidamente os pontos principais de um
documento. Radev, Hovy e McKeown (2002) definem um sumario como um texto que é
produzido de um ou mais textos que expressa informacao essencial dos textos originais € ndo
é maior do que a metade desses e, geralmente, € menos representativo do que 0s mesmos; 0
objetivo principal é apresentar um resumo das principais ideias de um documento.

Os sistemas de sumarizacdo variam dependendo da tarefa a ser realizada. Afantenos,
Karkaletsis e Stamatopoulos (2005) discutem alguns dos fatores que se devem pensar quando
se intenciona gerar sumarios: tipos de entradas de documentos (um ou mais documentos,
monolingue ou multilingue, texto ou multimidia como imagem e video); proposito do sumario
(informativo, indicativo ou critico; dominio especifico ou genérico); e possiveis maneiras de

apresentacdo do sumario (extrato ou resumo).

2.2.3 Categorizagdo

Como explicado na Secdo 2.1.2, a categorizagdo € uma tarefa de aprendizado
supervisionado. A categorizacdo de documento, também conhecida como classificacéo, € uma
tarefa importante na Mineragcdo de Textos. Segundo lkonomakis, Kotsiantis e Tampakas
(2005), classificacdo de texto desempenha papel importante na extragdo de informacéo,
sumarizacgdo, busca de texto e perguntas e respostas. Na comunidade cientifica a abordagem
dominante para categorizacdo € baseada em técnicas de aprendizado de maquina
(SEBASTIANI, 2002).

Classificacdo de texto é a tarefa de classificar um documento em categorias
predefinidas. O processo de classificacdo é apresentado de forma geral na Figura 3. Um
conjunto de documentos pré-classificados em categorias é considerado para treinamento (a).
Este é analisado a fim de derivar um modelo de classificacdo (b). Esse modelo muitas vezes
precisa ser refinado em um processo de teste (ndo mostrado na figura) para validar o
aprendizado. Assim, o esquema de classificacdo validado pode ser utilizado para a
classificacdo de outros documentos (c), classificando o documento (d) nas categorias

definidas anteriormente (a).
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Documentos de Treinamento Documentos
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Modelo de Categorizagio

Figura 3 — Categorizagdo de documentos.
Fonte: Adaptado de Dérre, Gerstl e Seiffert (1999).

2.2.4 Agrupamento

Como explicado na Secdo 2.1.2, agrupamento € uma tarefa de aprendizado néo
supervisionado. O processo de agrupamento € apresentado de forma geral na Figura 4.
Diferentemente da categorizacdo, 0 agrupamento ird agrupar os documentos (a) sem o
conhecimento de nenhuma categoria pré-classificada, separando os grupos com base na

similaridade dos dados (b).

Documentos

J e
|

SN

==

-.""_‘r,.' '.\_,f,-' I\L.l""
Grupol Grupe? Grupo3
Figura 4 — Agrupamento de documentos.
Fonte: Adaptado de Dorre, Gerstl e Seiffert (1999).

O agrupamento lida com problema que consiste em grande parte em analisar os dados
de entrada e sugerir um grupo, de acordo com similaridades observadas nos dados. E

extremamente Util quando nao se tem o conhecimento prévio do dominio.
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2.3 Etapas do Processo de Mineracao de Textos

Geralmente o processo de Mineragdo de Textos é dividido em quatro etapas
(IMAMURA, 2001; MARTINS, 2003): coleta de documentos, pré-processamento, extracao
de padrdes, e analise e avaliacdo dos resultados. Na coleta de documentos automatica utiliza-
se de ferramentas para recuperar informacao e auxiliar o usuério a encontrar a informagdo que
deseja mais rapidamente; apds recuperar os documentos textuais, € realizado um pré-
processamento para estruturar 0s mesmos e em seguida extrair informagdes relevantes; tendo
os dados armazenados, por exemplo, em um banco de dados, padrGes podem ser extraidos a
fim de encontrar informacdes Uteis; por Gltimo, deseja-se avaliar o resultado gerado a partir
dos passos anteriores.

Apesar dessas quatro etapas, ha algumas variagdes do processo de MT na literatura
como em Rezende (2003), Mathiak e Eckstein (2004), Fan et al. (2006), Stavrianou, Andritsos
e Nicoloyannis (2007), Feldman e Sanger (2007) e Aranha (2007). A seguir é resumida cada

uma das quatro etapas conforme mostrada na Figura 5.

NS XD

I I u [ Pre-processamento ] [Extrau;ﬁn de Padrﬁea]

Coleta de documentos

[Anéiise dos Resultado 5]

Figura 5 — Processo de Mineragéo de Textos em quatro etapas.

Neste trabalho de pesquisa em nivel de mestrado é proposta uma metodologia para

extrair informacédo que atua na fase de pré-processamento.

2.3.1 Coleta de Documentos

A primeira fase do processo de MT é a localizacdo dos documentos que serdo
utilizados nas fases posteriores. Um dos problemas para coletar esses documentos é descobrir
onde os dados estdo armazenados. Existem varios locais onde essas informac6es possam ser
encontradas como biblioteca em documentos impressos ou midias digitais, computador em
arquivos armazenados no disco rigido, e de forma geral e abrangente, na Internet. Esta Gltima
é um repositério de uma infinidade de documentos espalhados pela rede.

Para auxiliar na coleta de documentos, existem varios motores de busca (search

engines). Estes motores sdo sistemas computacionais criados para localizar informagdo a
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partir de palavras-chave e tem como objetivo auxiliar a encontrar uma informacgdo. O mais
conhecido desses motores de busca € 0 Google. No dominio biomédico encontram-se varios
desses motores que auxiliam os pesquisadores a encontrar um artigo de forma rapida e precisa
como o Entrez (NATIONAL CENTER FOR BIOTECHNOLOGY INFORMATION, 2009),
cujo repositério armazena 350 milhdes de registros correspondentes a 35 bases diferentes,
incluindo o PubMed e 0 PubMed Central.

2.3.2 Pré-processamento

O principal objetivo da etapa de pré-processamento de textos, segundo Aranha (2007),
é estruturar os dados para serem submetidos a algum algoritmo de indexa¢do ou Mineracao de
Dados. Ainda segundo Aranha (2007), pré-processamento normalmente significa dividir o
texto em palavras (tokenizar), aplicar técnicas de stemming, remover as stopwords e
classificar as palavras segundo a classe gramatical (técnicas de PLN discutidas na Secéo
2.1.1). Stavrianou, Andritsos e Nicoloyannis (2007) aconselham analisar o texto antes de, por
exemplo, remover as stopwords ou aplicar técnicas de lematizacdo no texto, pois cada
problema tem necessidades diferentes. Portanto, uma técnica que serve para uma aplicacédo
pode ndo servir para outra.

Dois trabalhos encontrados na literatura atuam na fase de pré-processamento: Imamura
(2001) e Aranha (2007). O primeiro projeta e constréi um modulo de pré-processamento de
texto em portugués. O segundo apresenta um novo modelo de pré-processamento para
minerar textos em portugués, utilizando técnicas de inteligéncia computacional. Segundo
Carrilho Junior (2007), pré-processar textos é a fase mais oneroso do processo de MT, uma
vez que ndo existe somente uma técnica que possa ser aplicada para, por exemplo, extrair

informacao de proteina no dominio biomédico.

2.3.3 Extracdo de Padrdes

Apo6s os documentos serem estruturados adequadamente, técnicas de extracdo de
conhecimento podem ser utilizadas para identificar padrbes e tendéncias nos dados.
Algoritmos de Mineracdo de Dados sdo desenvolvidos para encontrar esses padrdes. Segundo
Aranha (2007), esses algoritmos sdo provenientes de diversas areas de conhecimento como:

aprendizado de maquina, estatistica, redes neurais e banco de dados.

2.3.4 Andlise e Avaliacdo dos Resultados
No final do processo utiliza-se de métricas para avaliar se o resultado gerado a partir

dos passos anteriores esta adequado. Nota-se que essas medidas também servem para validar
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cada um dos passos anteriores individualmente: na coleta de documentos pode-se avaliar a
qualidade da recuperacdo da informacdo; no pré-processamento, avaliar a qualidade da
extracdo de informacdo; e na extracdo de padrdes, avaliar o qudo confidvel sdo os padrdes
identificados.

A seguir sdo destacadas as principais métricas utilizadas em sistemas de extracdo de
informacdo como precisdo, revocacdo e medida-F e em sistemas de aprendizado de maquina
COMO acuracia.

Precisdo e revocacgdo sdo medidas amplamente utilizadas para avaliar a qualidade dos
resultados em diversas areas do conhecimento. Precisdo é uma medida de fidelidade,
enquanto a revocacdo (conhecida também como cobertura ou sensibilidade) é uma medida de
completude.

As medidas de precisdo e de revocacdo sdo medidas padrdo da Recuperacdo de
Informagdo (RI), Cleverdon (1966 apud SILVA, 2006). As mesmas sdo utilizadas para
contribuir com a avaliacdo de sistemas de RI que tem o objetivo de recuperar documentos
relevantes a partir da consulta de um usuario, porém diversas outras areas, como Extracdo de
Informacao e Inteligéncia Artificial incluindo Aprendizado de Maquina e Processamento de
Lingua Natural, utilizam dessas medidas para avaliacao.

A seguir, tomando como base as informacgdes contidas na Tabela 2, as seguintes

medidas sdo definidas.

Tabela 2 — Matriz de confusdo de duas classes (Positivo/Negativo).

Condicao Atual
P N
Teste
p Verdadeiro Positivo (VP) Falso Positivo (FP)
n Falso Negativo (FN) Verdadeiro Negativo (VN)

— Precisdo: Taxa com que todos os exemplos classificados como positivos sao
realmente positivos. Nenhum exemplo negativo é incluido.

procisio — VP
recisao = VP + FP (4)

— Revocacgdo: Taxa com que se classifica como positivos todos os exemplos que sdo
positivos. Nenhum exemplo positivo é deixado de fora. Apresenta uma indicacéo
do quanto do total de informacdo relevante foi recuperada.

R - VP
evocagio = - TFN (5)
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— Medida-F (F-Measure). Media harmbnica ponderada da precisdo e da
revocacdo. Considera-se P = Precisdo e R = Revocagao.

Vedida 5~ LX P XR 6
eataa =t =7p R

— Acurécia: Mais frequentemente utilizada para avaliagdo de problemas de
classificacdo de aprendizado de maquina.

et VP + VN -
UraClA=vyp T UN + FP + FN

Mais detalhes com exemplos destas medidas podem ser encontrados no relatério

técnico sobre métricas de avaliagdo em Matos et al. (2009b).

2.4 Considerac0Oes Finais

Neste capitulo foram discutidas algumas areas de conhecimento (Secdo 2.1) que
contribuem para minerar textos: Processamento de Lingua Natural fornece algumas técnicas
como POS, shallow parser e deep parser que podem ser usadas para processar textos;
Aprendizado de Maquina Supervisionado classifica novos exemplos a partir do treinamento
de exemplos expressivos; Extracdo de Informacdo (EI) extrai informacGes relevantes em
dados ndo estruturados; Recuperacdo de Informacdo (RI) contribui parcialmente com a
extracdo, restringindo a quantidade de documentos a serem processados pela El; e Mineracao
de Dados (MD) identifica padrGes a partir de dados estruturados armazenados em um banco
de dados.

A MD é uma area de descoberta de conhecimento que fornece algoritmos para extrair
padrdes interessantes que sdo dificeis de serem examinados manualmente. Pode atuar na
descoberta de padrGes identificando relacionamentos e tendéncias em dados estruturados.
Também foi destacada a diferenca entre El e RI, e entre MD e Mineragdo de Textos (MT).

Foram apresentadas varias tarefas de descoberta de conhecimento em textos dentre as
quais: perguntas e respostas, encontra resposta para uma pergunta realizada pelo usuario;
sumarizacdo, identifica as informacdes importantes de um texto e apresenta de forma sucinta
e coerente; categorizacdo, classifica um documento em categorias predefinidas; e
agrupamento, agrupa um documento em grupos que sdo definidos a partir da analise dos
dados, diferentemente da categorizacdo onde as categorias sdo conhecidas.

Por fim, foi apresentado um processo de MT em quatro etapas (coleta de documentos,
pré-processamento, extracdo de padrdes, e analise e avaliagdo dos resultados), o qual foi

sintetizado com base em algumas propostas encontradas na literatura. Foram apresentadas
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algumas técnicas de pré-processamento, area de estudo deste trabalho e também foram
discutidas métricas que podem ser utilizadas para avaliar o resultado das etapas do processo
de MT.

No proximo capitulo sera discutido sobre Extracdo Automatica, mais especificamente
Reconhecimento Automatico de Termo, que reconhece e extrai unidades léxicas de
documentos, as quais correspondem a conceitos de dominio e serdo apresentadas trés
abordagens de extracdo de informacdo que podem ser utilizadas na etapa de pré-

processamento.



3 EXTRACAO AUTOMATICA

Reconhecimento de Entidade Nomeada (NER) refere-se a tarefa de reconhecimento de
entidades como nome de pessoas e nome de empresas. No dominio biomédico, as entidades
sdo genes, proteinas e doencas. Segundo Park e Kim (2006), NER ¢é diferente de
Reconhecimento Automatico de Termo (ATR). Enquanto NER classifica tipos conhecidos de
entidades do mundo real, ATR associa um dado termo com um conceito em um framework
semantico bem definido.

Estas duas areas de pesquisa, NER e ATR, no entanto também se misturam. Segundo
Sekine (2004), ha um relacionamento entre a pesquisa de terminologia e a entidade nomeada;
na area biomédica, por exemplo, os nomes de proteinas e genes sdo certamente termos. Para
extrair esses termos séo utilizadas algumas técnicas herdadas de NER; Segundo Park e Kim
(2006), um sistema de reconhecimento de termo pode utilizar um modulo de NER para
reconhecer entidades nomeadas no texto. Para ratificar a mistura desses conceitos, tanto NER
(PARK; KIM, 2006) quanto ATR (ANANIADOU; NENADIC, 2006) utilizam das mesmas
abordagens (i.e., abordagens baseadas em dicionario, regra e aprendizado de maquina) para a
extracdo de informacao.

Neste trabalho é utilizado o Reconhecimento Automatico de Termo (Secéo 3.1) para a

extracdo de informacao (Secédo 3.2).

3.1 Reconhecimento Automatico de Termo

A terminologia representa na literatura biomédica um dos principais desafios para a
Mineracdo de Textos (ANANIADOU; MCNAUGHT, 2006). Uma vez que existe uma grande
quantidade de neologismos na terminologia biomédica, € necessario fornecer ferramentas que
extraiam automaticamente novos termos para associa-los a bancos de dados biomédicos,
vocabularios controlados e ontologias. O processamento terminoldgico abrange aspectos
como a extracdo, o tratamento da variacdo de termos, a classificacdo e o mapeamento de
termos.

Segundo Ananiadou, Friedman e Tsujii (2004), os termos textuais encontrados na

literatura biomédica, como nomes de genes, proteinas, organismos, drogas e produtos
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quimicos, representam conceitos de dominio utilizados pela comunidade cientifica e seria
impossivel compreender ou extrair informacdo de um artigo sem a identificacdo e a
associagéo precisa desses termos.

Para ajudar na identificacdo e extracdo dos termos utiliza-se o Reconhecimento
Automético de Termo (ATR) que pode ser dividido em trés passos (Figura 6): o
Reconhecimento de Termo que diferencia os termos dos ndo termos; a Classificacdo de
Termo que classifica os termos reconhecidos em classes do dominio; e 0 Mapeamento de
Termo que associa automaticamente termos com novos conceitos representados por uma

ontologia.

[ Reconhecimento ]—»[ Classificacdo H Mapeamento ]

Figura 6 — Passos para a identificacdo de termos no texto.
Fonte: Krauthammer e Nenadic (2004).

Alguns dos passos podem ser realizados conjuntamente, por exemplo, reconhecimento
e classificacdo de termos que, respectivamente, podem identificar os termos e associa-los as
classes predefinidas do dominio biomédico (e.g., genes, proteinas ou doencas). Segundo
Krauthammer e Nenadic (2004), a separac¢do ou ndo dos passos com o objetivo de melhorar a
identificacdo de termos ainda é uma questdo aberta de pesquisa. Obviamente, caso estes
passos estejam separados, diferentes solugcdes para identificar termos podem ser utilizadas em
problemas especificos.

Variagdes léxicas, sinbnimos (i.e., conceito representado com varios termos) e termos
homdnimos (i.e., termos com varios significados) sdo obstaculos que impedem que alguns
termos sejam identificados precisamente no texto. Identificar precisamente os termos é dificil
devido as mudancas constantes seja por um termo que aparece por um pequeno periodo ou
outros termos que aparecem frequentemente, mas depois deixam de aparecer no texto. O
problema também ¢é a falta de padronizacdo dos nomes. Existem alguns guias para criacdo de
novos tipos de entidades biomédicas, todavia as orientacbes nem sempre sdo seguidas.
Portanto, esses nomes sem padréo sdo um obstaculo para sistemas de identificacdo automatica
de termos (KRAUTHAMMER; NENADIC, 2004).

A importéncia da terminologia desencadeou pesquisa significativa na area biomédica
que resultou em varias abordagens utilizadas para selecionar, classificar e identificar
ocorréncias de termos em textos biomédicos (ANANIADOU; MCNAUGHT, 2006). Neste

trabalho de pesquisa em nivel de mestrado, concentra-se em reconhecer termos (i.e.,
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identificar e extrair termos) do dominio biomédico, utilizando para isso a combinacéo de trés
abordagens para extracdo de informacéo (i.e., aprendizado de maquina, dicionério e regra). O
reconhecimento de termos permitira o preenchimento de instancias de tipos-relacionamento
em um banco de dados, assim como a carga de novos termos ainda ndo presentes neste banco

de dados. A metodologia proposta é explicada no Capitulo 5.

3.2 Abordagens para Extragdo de Informacéo

Cohen e Hunter (2008) apresentam duas abordagens para extracdo de informacéo:
abordagem baseada em regra e baseada em aprendizado de maquina. A primeira faz o uso de
algum tipo de conhecimento; a segunda utiliza-se de classificadores para classificar sentencas
ou documentos. Krauthammer e Nenadic (2004) e Ananiadou e Nenadic (2006) apresentam
uma terceira abordagem, alem dessas duas anteriores: abordagem baseada em dicionario que
utiliza informagcbes de um dicionario para auxiliar na identificacdo dos termos ou das
entidades no texto. Essas abordagens séo as trés predominantes para extracdo de informacao
no dominio biomédico.

Cada uma dessas abordagens tem vantagens e desvantagens. Frequentemente gasta-se
tempo significativo para desenvolver um sistema baseado em regra, as quais séo dependentes
do dominio. Enquanto que um sistema baseado em aprendizado de maquina tipicamente exige
uma grande quantidade de dados para treinamento. Costuma-se utilizar uma combinacao das
duas abordagens: geralmente classifica-se os documentos e, em seguida, utilizam-se regra
para extrair os termos (COHEN, K; HUNTER, 2008).

Em seguida serdo apresentadas essas trés abordagens na seguinte ordem: abordagem
baseada em dicionario (Secdo 3.2.1), abordagem baseada em regra (Sec¢éo 3.2.2) e abordagem

baseada em aprendizado de maquina (Secao 3.2.3).

3.2.1 Abordagem Baseada em Dicionario

A abordagem baseada em dicionario utiliza uma lista de termos para identificar
ocorréncias de termos no texto. Casamento de padrdo geralmente é utilizado entre as entradas
contidas no dicionario e as palavras encontradas nas sentencas. Nadeau e Sekine (2007)
apresentam algumas técnicas que pode ser utilizadas para reconhecimento e classificacdo de
entidade nomeada como stemming e lematizacdo (apresentadas na Se¢éo 2.1.1), distancia de
edicdo (TSURUOKA; TSUJII, 2003 apud NADEAU; SEKINE, 2007) e algoritmo Soundex
(RAGHAVAN; ALLAN, 2004 apud NADEAU; SEKINE, 2007).
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Bancos de dados biolégicos armazenam informacgdes de conceitos da biologia como
genes, estrutura de proteinas, informagdes sobre reacGes quimicas, doencas e organismos
(REBHOLZ-SCHUHMANN; KIRSCH; COUTO, 2005). Ainda segundo Rebholz-
Schuhmann, Kirsch e Couto (2005), alguns recursos terminolégicos podem ajudar a relacionar
essas informacGes bioldgicas, que sdo citadas em publicacbes cientificas, com informacGes
armazenadas em um banco de dados. Exemplos desses recursos sdo: Gene Ontology (GO) e
Unified Medical Language System (UMLS).

Ao contrério dos nomes de pessoas e locais no dominio geral, nomes de proteinas e

genes tém sido gerenciados por meio de banco de dados por grandes organizagcbes como 0

NCBI  (http://www.ncbi.nlm.nih.gov/) e o European Bioinformatics Institute
(http://www.ebi.ac.uk/) (PARK; KIM, 2006). Exemplos desses bancos de dados séo:

LocusLink, informagdes de gene (http://www.ncbi.nlm.nih.gov/sites/entrez?db=gene);

SWISS-PROT, proteinas (http://www.expasy.org/sprot/); FlyBase, informagdes de gene,

especificamente da Drosofila, espécie de pequenas moscas (http://flybase.org/); e GenBank,

sequéncias de nucleotideos e aminoacidos (http://www.ncbi.nlm.nih.gov/Genbank/).

Em seguida séo apresentados alguns trabalhos que utilizam a abordagem baseada em
dicionério que, por sua vez, € povoado com informagdes de algum banco de dados, como 0s
citados anteriormente. Sdo descritos trabalhos que extraem informac6es sobre gene, proteina e
interacbes de proteina-proteina. Algumas técnicas sdo utilizadas para aumentar a
probabilidade das palavras do dicionario serem identificadas no texto, como: stemming (ONO
et al., 2001) e lematizacdo (SCHUEMIE et al., 2007) para padronizar, respectivamente,
palavras pelo radical e pela forma basica sem nimero e género; stopwords (KOU; COHEN;
MURPHY, 2005) para diminuir os falsos positivos; e aproximacdo de string
(KRAUTHAMMER et al., 2000; TSURUOKA; TSUJII, 2004) que calcula a similaridade

entre palavras.

Trabalhos que utilizam Dicionario para Extracdo de Informacéo

As principais informacdes dos trabalhos que serdo apresentados a seguir sdo resumidas
na Tabela 3. Destacam-se as técnicas utilizadas para extrair informacéo e se foi utilizado um
etiquetador Part-Of-Speech (POS), qual o dicionario utilizado, o dominio de atuacdo da
extracdo e, por fim, quais os valores de precisdo e revocacdo que foram obtidos na extracdo de
informacao.

Krauthammer et al. (2000) combinam nomes de proteina e gene contidos em um

dicionario com o BLAST (i.e., ferramenta de comparacdo de sequéncias de nucleotideos e
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aminoécidos). Os nomes sdo convertidos em uma sequéncia de nucleotideos que é o formato
de entrada do BLAST, substituindo cada caractere do nome com uma combinacdo Unica de
nucleotideo (exemplo na Tabela 4). Esses nomes sdo extraidos do banco de dados GenBank.
Dos nomes que ndo foram incluidos no banco de dados 4,4% foram identificados. Preciséo e
revocacao obtidas foram, respectivamente, de 71,7% e 78,8%.

Tabela 3 — Resumo dos trabalhos com dicionario.

Autor Técnicas Et'q;g;dor Dicionario | Dominio | Precisdo | Revocagdo
Krauthammer | Aproximacgao ~ L Proteina e 0 0
etal. (2000) | (BLAST) Nao | GenBank | qon My | o
Etiquetador de x InteracOes
OFZOOSE?L Brill ¢ sim | COMUNEO | proteing. 4% | 84,6%
stemming proteina
Aproximacao
Tsuruoka et (distancia de
edicdo) e Néo UMLS? Proteina 71,7% 62,3%
al. (2004) x
expansdo com
UMLS
N LocusLink .
Egorov et al. Toker_1|za~gao e NEo e outras Protelpa 98% 88%
(2004) abreviacdo bases! (mamifero)
ases
HMM,
Kou et al. Etiquetador de . ) L . 0 0
(2005) Brill e Sim PIR-NREF! | Proteina 50,1% 68,8%
stopwords
Schuemie et - x Varios Proteina e
Varias regras N&o bancosde | A 777 | e | memeee-
al. (2007) q Gene
ados
1 Banco de dados utilizado para construir o dicionario.
2 Recurso terminolégico utilizado para obter termos biomédicos.
Tabela 4 — Exemplo de tradugdo para o formato do BLAST.
Fonte: Adaptado de Krauthammer et al. (2000).
Tabela de conversdo | A | AAAC | G | AAGC | P | ACCC | Z | AGAT | 1 | AGCG
Exemplo zgapl AGATAAGCAAACACCCAGCG

Ono et al. (2001) prop6em um metodo para extrair informacdo de interacdes de
proteina-proteina de resumos do MEDLINE utilizando um dicionario que contém nomes de
proteinas (i.e., somente proteinas de levedura e Escherichia coli), padrées de palavra e
simples regras de POS (etiquetador de Brill). O método de extracdo automatica identifica
nomes de proteinas na sentenca, usando um dicionario construido manualmente. Em seguida,
a sentenca é processada com regras de POS e, entdo, sdo extraidas interac6es de proteina-
proteina utilizando casamento de padrdo. O dicionario construido contém 6.084 moléculas e

16.722 sindnimos (para as proteinas de levedura) e 4.405 termos (para a proteina E.coli). A



Capitulo 3 - Extracdo Automaética 44

média da precisdo e da revocagdo alcancada para as proteinas €, respectivamente, de 94% e
84,6%.

Outro método baseado em dicionario é proposto por Tsuruoka e Tsujii (2004) que tem
como objetivo reconhecer nomes de proteinas. Este trabalho pode ser dividido em duas fases:
na primeira fase foram identificados os textos candidatos usando um dicionario; na segunda
fase, os textos candidatos foram filtrados por meio do algoritmo de aprendizado de maquina
Naive Bayes, obtendo uma melhora da medida-F de 10,8% e aumentando a precisdo com uma
pequena perda de revocacdo. Para atenuar o problema de baixa revocagdo causado pelas
variacBes da ortografia foram utilizadas duas técnicas: a primeira usa um algoritmo de busca
de string por aproximacao (i.e., distancia de edi¢cdo) ao invés de busca de string por casamento
exato; a segunda expande 0 dicionario utilizando 0 UMLS

(http://www.nIm.nih.gov/research/umls/) com a geracao de varia¢fes de palavras. Com 0 uso

dessas técnicas obteve-se uma melhora de 1,6%. A preciséo e a revocacgdo obtidas foram,
respectivamente, 71,7% e 62,3%.

ProtScan é um sistema desenvolvido por Egorov, Yuryev e Daraselia (2004) que
utiliza uma abordagem baseada em dicionario para identificacdo de nomes de proteinas da
classe mamifero em resumos do MEDLINE. S&o construidos dois dicionarios: um deles serve
para identificar os nomes nas sentencas; 0 outro serve para eliminar os falsos positivos e
evitar desambiguacdo. Os dicionarios foram gerados a partir do banco de dados LocusLink e
de outras bases. Técnicas como algoritmo de tokenizacdo e de abreviacdo sdo utilizadas.
Obteve-se uma precisdo de 98% e revocacao de 88%.

Kou, Cohen e Murphy (2005) propdem um novo método de aprendizado denominado
Dict-HMMs em que um dicionario € convertido para um Modelo Oculto de Markov (HMM)
que reconhece frases do dicionario, assim como as variacdes destas frases. Dict-HMMs extrai
somente nomes de proteinas que tem uma alta similaridade com os nomes armazenados no
dicionario. O método proposto foi testado com trés bancos de dados: a media da precisao e
revocacdo com esses bancos foi, respectivamente, 50,1% e 68,8%. O Dict-HMMs obteve
melhor revocacdo em comparacdo com alguns sistemas anteriores, 0s quais obtiveram uma
melhor precisdo. Assim, o diferencial deste sistema é a revocacdo. A vantagem é que 0
modelo pode ser treinado com uma pequena quantidade de dados. O etiquetador POS
utilizado foi o de Brill. Essa pequena quantidade de dados é selecionada dos nomes de
proteinas mais relevantes contidos no dicionario. O dicionario utilizado foi o PIR-NREF

(http://pir.georgetown.edu/) que contém aproximadamente 500.000 nomes de proteinas.
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Schuemie et al. (2007) avaliaram algumas técnicas para aumentar a revocagdo na
identificacdo de nomes de genes e proteinas, utilizando a combinacdo de um dicionario
construido a partir de informagdes armazenadas em varios bancos de dados com regras para
gerar variacbes de ortografia. Uma lista de regras é utilizada de trabalhos anteriores.
Schuemie et al. (2007), além de utilizarem varias regras geradas por trabalhos anteriores,
acrescentam algumas, por exemplo: se o0s termos contém letras e ndmeros, entdo
desconsidera-se a diferenca de mailscula e minuscula. Testes foram realizados com todas as
regras (aumentando consideravelmente a revocagdo e diminuindo a precisdo) e com algumas
regras (diminuiu um pouco a revocagdo, mas aumentou a precisdo). Apesar de varias regras
serem utilizadas, muitas n&do influenciaram a revocacdo e algumas influenciaram
negativamente a precisdo. Em suma, a combinagdo dos bancos de dados aumentou
significantemente a revocagdo em comparagdo com o uso de um anico banco de dados. A
precisdo e a revocagdo foram avaliadas em trés diferentes conjuntos de dados e com quatro
tipos de organismos. Como o resultado em cada conjunto é discrepante, ndo foi possivel obter

uma média realista dessas medidas.

3.2.2 Abordagem Baseada em Regra
Regras permitem descrever, precisamente, 0s elementos de um conjunto, seja este
finito ou infinito, sem a necessidade de enumera-los explicitamente. A seguir alguns
exemplos de padrdes extraidos a partir de regras:
— O padrdo a seguir identifica sentencas ou grupos de sentencas que contenham
variacOes da palavra "interact”, tendo no meio da sentenca 0 nome de um gene

“genexx” ¢ que contenha varia¢des da palavra "bind" (GHANEM et al., 2002).
interact\s([a — z] * (\s)+) * genexx[a — z] +\s([a — z] * (\s)+) * bind\s

— Os dois padrdes a seguir encontram relacionamento entre gene e doenca. Para
identificacdo desses relacionamentos pode-se utilizar analise linguistica e
semantica (COHEN, K.; HUNTER, 2008).

(gene) plays arole in (disease)

(disease) is associated with (gene)

Em seguida serdo apresentados alguns trabalhos que utilizam regras para extrair

informacao no dominio biomédico.
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Trabalhos que utilizam Regra para Extracdo de Informacgéo

Serdo apresentados trés trabalhos de diferentes autores e anos que utilizam
essencialmente regras para extrair informacdo de resumos do MEDLINE, com ou sem o
auxilio de um dicionério. Na extracdo de informacdo a técnica de Processamento de Lingua
Natural Part-Of-Speech (POS) pode ser utilizada. Os niveis de extracdo podem variar de
nomes simples ou compostos, ou frase. A quantidade de resumos do MEDLINE utilizado para
avaliar a extracdo de informagcdo também é mostrada. As principais informacfes sdo

resumidas na Tabela 5.

Tabela 5 — Trabalhos com regras.

. . Resumos .
Autor Ethléjce)tsador E“\;e's de Dicionéario do Sistema | Dominio Me?:'da'
xtragao MEDLINE
Fukuda Nome
et al N&o simples e N&o 30 KeX Proteina 96,7%
(1998) composto
Franzén Nome KeX =
et al. Néo simples e Sim 200 YaPex Proteina 49’5%_
(2002) CoMpOsto Yapes =
77,1%

?2%8;;“. Sim Frase N0 300 EL'MS' ggff;ﬁﬁgo 92,7%

PROPER (PROtein Proper-noun phrase Extracting Rules), introduzido por Fukuda et
al. (1998), é um método baseado em regra e um dos primeiros sistemas que extrai nomes de
proteinas em publicacBes biologicas. As regras sdo geradas manualmente para extrair termos
simples e compostos sem utilizar um dicionario. Obteve-se uma medida-F de 96,7% em 30
resumos do MEDLINE sobre a proteina SH3. As regras codificadas manualmente com base
em observacdo do conjunto de dados contribuiram para o alto desempenho do método. A
partir do método PROPER, foi desenvolvido o sistema de extracdo de informagdo KeX

(http://Iwww.hgc.jp/service/tooldoc/KeX/intro.html).

Franzén et al. (2002) desenvolveram o sistema YaPex para identificacdo automatica de
nomes de proteinas em 200 resumos do MEDLINE que utiliza regras desenvolvidas

manualmente. O YaPex (http://www.sics.se/humle/projects/prothalt/) consiste de duas

andlises: léxica e sintatica. Na primeira sdo selecionadas, por exemplo, as palavras com
sufixos (e.g., -ase e -in) e que contenham letras maidsculas ou nimeros (e.g., HsMad2, U3-
55k). Na segunda utiliza-se o analisador gramatical ENFDB para identificar nomes simples ou
compostos. Os nomes de proteinas identificados sdo armazenados em um dicionario para

ajudar na selecdo de novos termos que ndo foram identificados pelo ENFDG. Para isso,
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utilizam-se as variagdes desses nomes para encontrar palavras similares no texto. O banco de
dados SWISS-PROT auxilia na identificacdo dos termos principais. Algumas heuristicas de
Fukuda et al. (1998) séo utilizadas na analise Iéxica. Expressdes regulares sdo aplicadas para
reduzir a baixa precisdo, por exemplo: padrdes de sufixos de palavras (nomes de substéncias
quimicas) ou palavras e expressoes de férmulas quimicas, expressdes aritméticas e sequéncias
de aminoacidos.

Comparando-se o0s sistemas YaPex e KeX, o YaPex identificou mais nomes de
proteinas do que o KeX. Franzén et al. (2002) avaliaram que o analisador sintatico ENFDG
contribuiu nessa identificacdo, selecionando adequadamente nomes simples e compostos. Seis
diferentes analises foram realizadas para avaliar os sistemas. A maior diferenca de medida-F
entre os dois sistemas foi no limite right (i.e., nome que encontra-se do lado direito de uma
sentenca), respectivamente, de 77,1% e 49,5%.

Outro sistema baseado em regra é o RLIMS-P (Rule-based Llterature Mining System
for Protein Phosphorylation), cujo objetivo é extrair informacdo de fosforilacdo de proteina
de resumos do MEDLINE (HU et al., 2005). Foi desenvolvido com base no algoritmo de
Ravikumar (2004 apud HU et al., 2005). Padrdes foram criados depois de examinar diferentes
formas usadas para descrever interacdes de fosforilacdo em 300 resumos do MEDLINE e 10
artigos.

Dois tipos de tarefas foram implementadas no sistema RLIMS-P: citation mapping e
evidence tagging. A primeira tem a funcdo de recuperar informacao de artigos do MEDLINE
relacionados a fosforilacdo, para a qual obteve precisdo e revocacdo, respectivamente, de
91,4% e 96,4%. A segunda tem o objetivo de extrair informacéo sobre fosforilagdo dos artigos
anotados, para a qual obteve precisdo e revocacao, respectivamente, de 97,9% e 88,0%.
Medida-F é de 92,7%.

O sistema RLIMS-P utiliza shallow parsing e extrai informacdo do texto utilizando
casamento de padrdes desenvolvidos manualmente. No pré-processamento, o texto é dividido
em sentencas e tokenizado por palavras e pontuacdo. Cada palavra é associada as etiquetas
POS, como advérbio, verbos, adjetivos, etc. Utiliza reconhecimento de entidade nomeada para
detectar acrénimo e termo (NARAYANASWAMY; RAVIKUMAR; VIJAY-SHANKER,
2003 apud HU et al., 2005).

As sentengas podem ser casadas com um simples padrao “(AGENT) phosphorylate
(THEME) at (SITE)”, onde (AGENT) representa uma enzima (e.g., quinase catalisadora de
fosforilagdo), (THEME) significa um substrato (i.e., proteina sendo fosforilada) e (SITE)

indica um P-Site (i.e., residuo de aminoacido sendo fosforilado). Este passo é para detectar



Capitulo 3 - Extracdo Automaética 48

sentengas com estrutura sintatica de acordo com o padrao estabelecido, por exemplo: “Active
p90Rsk2 was found to be able to phosphorylate histone H3 at Ser10”. Sdo usados alguns
padrdes de etiquetas POS para identificar grupos de verbos e frases com substantivos.

Classificacdo semantica € utilizada no sistema RLIMS-P para melhorar a precisdo da
extracdo de frases com substantivo. A classificacdo utiliza sufixos, frases e palavras
informativas, por exemplo, “mitogen activated protein kinase” é classificada como uma
proteina por causa da palavra-chave “kinase”. Outras regras e heuristicas sdo desenvolvidas
com base na deteccdo de apositivo, conjuncdo e pares (i.e., sentenca e acronimo). Um
exemplo de um par sentenca/acronimo é “mitogen activated protein kinase” e “MAPK”. Os
detalhes sdo encontrados em Narayanaswamy, Ravikumar e Vijay-Shanker (2003 apud HU et
al., 2005).

Por fim, padrdes baseado em regra sdo identificados na forma verbal (i.e., padrdes
com diferentes  formas, como:  “phosphorylate/phosphorylated/phosphorylating/
phosphorylates”) e nominal (i.e., seleciona a palavra mais frequentemente encontrada:

“phosphorylation”).

3.2.3 Abordagem Baseada em Aprendizado de Maquina

Sistemas de aprendizado de maquina (AM) sdo normalmente projetados para um
conjunto de classes especificas. Sao utilizados dados de treinamento para aprender as
caracteristicas uteis e relevantes para o reconhecimento e a classificacdo de termos. No que
diz respeito a extracdo de termo utilizando a abordagem baseada em AM, uma sequéncia de
palavras é considerada como um termo de uma determinada classe, se a mesma preenche os
critérios de acordo com as caracteristicas aprendidas a partir de um conjunto de termos
predefinidos. Segundo Ananiadou e McNaught (2006), o principal desafio do AM é
selecionar um conjunto de caracteristicas representativas que podem ser utilizadas para o
reconhecimento e a classificacdo precisa de novos termos. Outro desafio é detectar qual o
limite de um termo composto por varias palavras.

Em seguida sdo apresentados alguns trabalhos que utilizam da abordagem de
aprendizado de maquina para extrair informacGes biomédicas. Na Se¢do 2.1.2 encontra-se
uma introducdo sobre aprendizado de maquina. Vale destacar que a metodologia proposta de
extracdo de informacdo nesta dissertacdo usa aprendizado de maquina para classificar as
sentencas de interesse sobre as quais posteriormente serdo utilizadas as abordagens de

dicionério e de regra para o reconhecimento e a extracdo propriamente dita dos termos. Por
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outro lado, os trabalhos descritos a seguir usam 0 AM com o objetivo de extrair diretamente

0s termos de um documento.

Trabalhos que utilizam Aprendizado de Maquina para Extracédo de Informacéo

Na literatura biomédica encontra-se varios trabalhos que extraem informacéo
utilizando a abordagem de aprendizado de maquina. Ndo tem-se aqui a intencdo de
aprofundar em cada um desses trabalhos. No préximo paragrafo sdo apresentados trés
trabalhos que identificam nomes de proteinas utilizando aprendizado de maquina com 0s
valores de medida-F obtidos. Em seguida é resumido alguns trabalhos atuais que utilizam
diferentes classificadores.

Nobata, Collier e Tsujii (1999) utilizaram os algoritmos de arvore decisdo e de
classificagdo Bayesiana para identificar frases que contém nomes de proteinas, com base na
composicao de palavras (medida-F obtida foi de 70% a 80%). Collier, Nobata e Tsujii (2000)
utilizaram o algoritmo HMM para treinar e detectar nomes de proteina no texto (73% de
medida-F). Kazama et al. (2002) utilizaram o classificador SVM para identificar nomes
biomédicos (e.g., proteinas, DNA e lipideos) e obteve uma variagdo de medida-F de 54,4 a
73,6%.

Varios algoritmos de aprendizado de maquina sdo utilizados para reconhecimento de
genes ou proteinas no dominio biomédico: Naive Bayes (TSURUOKA; TSUJII, 2004);
Conditional Random Field (MCDONALD; PEREIRA, 2005) e combinacdo de trés
classificadores (SVM e duas variacbes do HMM) (ZHOU, G. et al., 2005).

3.3 Considerac0es Finais

E crucial a identificacdo de termos para o processamento automatico na literatura
biomédica. O desempenho de métodos de Reconhecimento Automatico de Termo (ATR) em
dominio biomédico varia em torno de 70% a 90% de precisdo e aproximadamente 70% de
revocacdo (KRAUTHAMMER; NENADIC, 2004; ANANIADOU; MCNAUGHT, 2006).
Para identificar esses termos sdo utilizadas trés abordagens: abordagem baseada em
dicionério, baseada em regra e baseada em aprendizado de maquina.

A abordagem baseada em dicionario tem a vantagem de armazenar informacdes
relacionadas a um determinado dominio e possibilitar a identificacdo de termos como genes,
proteinas e doencas no dominio biomédico. Um problema € a limitacdo de nomes que estdo
presentes no dicionario. Segundo Kou, William Cohen e Murphy (2005), extratores baseado
em dicionério ao extrair nomes de proteinas geralmente tém uma baixa revocagéo, exceto se

lidar com as variacBes de nome. Uma das maneiras de lidar com essas variacfes € utilizar
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técnicas como aproximagdo de string (e.g., distancia de edicdo). Tsuruoka e Tsujii (2004)
ratificam o problema da variagdo, alertando para outro: nomes curtos armazenados no
dicionério geram falsos positivos, diminuindo a precisao.

A abordagem baseada em regra tem algumas desvantagens: prolonga
significativamente a construcdo de sistemas, reduz a capacidade de adaptacdo de regras em
outro sistema e exclui termos que ndo correspondem aos padrées predefinidos. Tem em geral
um desempenho melhor do que outras abordagens, no entanto hd o problema de adaptacdo
para novos dominios e classes (ANANIADOU; MCNAUGHT, 2006). A abordagem baseada
em regras € mais adequada quando necessita-se de um sistema com alta precisdo, a qual ndo é
alcancada com a abordagem baseada em aprendizado de maquina devido a insuficiéncia de
dados de treinamento (AGATONOVIC et al., 2008).

As vantagens de se utilizar a abordagem baseada em aprendizado de maquina sao
a independéncia de dominio e alta qualidade na predigdo. Os principais problemas
relacionados aos algoritmos de AM sdo a necessidade de grandes quantidades de dados de
treinamento e os dados precisam ser periodicamente retreinados apos o advento de novos
dados. Em geral, a classificacdo é prejudicada quando o conjunto de dados de uma classe é
pequeno (classe minoritaria) em relacdo a outras classes (ANANIADOU; MCNAUGHT,
2006). A qualidade na predigéo de sistemas de aprendizado de maquina depende da existéncia
suficiente de dados de treinamento (TANABE; WILBUR, 2002a). Segundo Manning,
Raghavan e Schitze (2008), ndo existe um algoritmo 6timo que resolva todos os problemas.
Se o problema de classificacdo consistir de um nimero de categorias bem separadas, muitos
algoritmos de classificacdo provavelmente trabalhardo bem. Porém, os autores fazem uma
ressalva: a maioria dos problemas contém uma grande quantidade de categorias muito
similares.

Cada abordagem tem suas vantagens e desvantagens. Para desfrutar das caracteristicas
positivas dessas abordagens surge a necessidade de utilizar o que cada uma delas fornece de
melhor. No préximo capitulo serdo apresentados os trabalhos correlatos que extraem
informacao de artigos cientificos e que utilizam a combinacéo das abordagens discutidas neste

capitulo.



4 TRABALHOS CORRELATOS

No Capitulo 3 foi apresentada a discusséo de varios trabalhos que extraem informacéo
de resumos no dominio biomédico e que utilizam especificamente uma destas trés
abordagens, a saber: baseada em dicionario, em regra ou em aprendizado de maquina. Este
capitulo tem o intuito de apresentar os trabalhos que também extraem informacdo nesse
dominio e que utilizam a combinacdo destas trés abordagens em resumos ou artigos
completos.

Na Tabela 6 e na Tabela 7 sdo apresentados alguns trabalhos (ordenados por ano)
encontrados na literatura que extraem informacdo de resumos e de artigos completos e que
utilizam a combinagdo das trés abordagens anteriormente mencionadas. Além de destacar
qual a abordagem que esta sendo utilizada, também s@o apresentadas algumas informacoes
como o dominio da extracdo (e.g., gene e proteina), o sistema desenvolvido a partir das
técnicas utilizadas para a extracdo de informacao (se houver) e a utilizacdo ou ndo de algum
etiquetador. A seguinte nomenclatura foi utilizada em ambas as tabelas: D significa
Dicionério; R significa Regra; AM significa Aprendizado de Maquina; e POS significa

etiquetador Part-Of-Speech.

Tabela 6 — Trabalhos correlatos que extraem informacéo de resumos.

Abordagem Informacao
Autores Resumos .
D R|AM Dominio Sistema do Et'qFL,‘ gtgdor
MEDLINE
Leonard etal. (2002) | X | X | X PGenq A Sim N30
roteina
Seki e Mostafa (2003) X | X Proteina |  --—--- Sim Nao
Mika e Rost (2004a,b) | X [ X | X Proteina NLProt Sim Sim
GuoDong Zhou et al. X | X " . . .
(2004) Proteina PowerBioNE Sim Sim
Seki e Mostafa (2005) X | X| X Proteina Protex Sim Néo
Hanisch et al. (2005) X|X Gene, € ProMiner Nao Al
Proteina
Chunetal. (2006) | X X Genee | Sim Sim
Doenca
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Todos os trabalhos da Tabela 6 extraem informacéo de resumos do MEDLINE, com
excegdo de Hanisch et al. (2005) que utilizam o benchmark BioCreAtIvE. Alguns optaram em
utilizar um etiquetador POS (MIKA; ROST, 20044, b); ja outros optaram em nao utilizar
etiquetador devido ao custo computacional (LEONARD; COLOMBE; LEVY, 2002; SEKI;
MOSTAFA, 2003). As medidas de precisdo e revocacao, utilizadas para avaliar os resultados
obtidos com a extragdo de informacdo, ndo foram apresentadas nesta tabela, pois na maioria
dos trabalhos os valores obtidos dependem de alguns parametros inerentes de cada trabalho.

A seguir sdo apresentadas algumas informacg6es dos trabalhos da Tabela 6 agrupados
por abordagens utilizadas:

— Combinacdo de dicionario, aprendizado de maquina e regra: Leonard, Colombe e

Levy (2002) utilizaram abordagem baseada em dicionario e em regra para extrair
nomes de genes e proteinas dos resumos do MEDLINE e em seguida, um
classificador Bayesiano baseado na frequéncia das palavras é utilizado para

pontuar 0s nomes relevantes; Mika e Rost (2004a, b) desenvolveram um sistema

denominado  NLProt (http://cubic.bioc.columbia.edu/services/NLProt/)  que
combina o algoritmo de aprendizado de maquina SVM com filtros baseados em
regra e dicionario, a fim de identificar nomes e sequéncias de proteinas em
resumos do PubMed; Seki e Mostafa (2005) utilizaram a combinacdo das trés
abordagens e ndo utiliza analise sintatica nem etiquetador POS;

— Combinacdo de aprendizado de maquina e regra: GuoDong Zhou et al. (2004)
desenvolveram o sistema PowerBioNE utilizando a abordagem baseada em
aprendizado de maquina com os algoritmos HMM e k-vizinhos mais préximos e
como pos-processamento utilizou-se o padrdo para extrair regras automaticamente
dos dados de treinamento;

— Combinacdo de regra e dicionario: Seki e Mostafa (2003) extrairam nomes de
proteina usando regra e dicionario; Hanisch et al. (2005) desenvolveram o sistema
ProMiner que utiliza as palavras geradas a partir da consulta de dicionario e extrai
regras para reconhecer nomes compostos de gene e proteina;

— Combinacdo de dicionario e aprendizado de maquina: Chun et al. (2006) extrairam
relacbes de gene e doenca utilizando um dicionario construido a partir de seis
bancos de dados. O algoritmo de aprendizado de maquina, Entropia Maxima, é

utilizado para filtrar os falsos positivos gerados pelo dicionario.


http://cubic.bioc.columbia.edu/services/NLProt/
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Na Tabela 7 sdo resumidas as caracteristicas de alguns trabalhos encontrados na

literatura que extraem informag&o no dominio biomédico de artigos completos, os quais serdo

explicados nas secOes subsequentes.

Tabela 7 — Trabalhos correlatos que extraem informagéo de artigos completos.

Abordagem Informagéo
Autor
D| R |AM Dominio Sistema Objetivo POS | Avaliacdo?
Resumos
Tanabe e Prec. 85,7%
. . Rev. 66,7%
Wilbur . Extrair .
(20022, X | X | X | GeneeProteina ABGene informacio Sim At
b) rtigos
Prec. 72,5%
Rev. 50,7%
Resumos
Prec. 55,1%
Corney Povoar um Rev. 20,3%
et al. X | X Gene e Proteina BioRAT banco de Sim
(2004) dados Artigos
Prec. 51,2%
Rev. 43,6%
Bremer Povoar um Prec. 63,5%
et al. X | X Gene e Proteina |  ----—---- banco de Néo | Rev. 37,3%
(2004) dados
Revocacao
Destacar as
Garten e gfgezs(c(zg’) e sentencas de 78,1% (G)
Altman | xt | x? Poliﬂqorfismos Pharmspresso | acordocoma | Nédo | 74,4% (D)
(2009) ®) consulta do 60,8% (P)
usuario 50,3% (G e
D)

1 Ontologia e express6es regulares, respectivamente, do sistema Textpresso.
2 Prec. significa Precisdo e Rev. significa Revocag&o.

4.1 ABGene

O ABGene é um sistema treinado em resumos do MEDLINE e testado em um
conjunto de artigos completos do dominio biomédico selecionados aleatoriamente para
identificar nome de gene e proteina. Um etiquetador POS baseado em transformacao é
treinado em sentencas de resumos com ocorréncia de gene destacada manualmente para
induzir regras. Em seguida, regra e dicionario foram aplicados como pds-processamento.

Tanabe e Wilbur (2002b) realizaram duas adaptac6es no sistema ABGene (TANABE;
WILBUR, 2002a) para extrair informacdo de artigos completos. Na primeira adaptacdo
utilizou-se um classificador para atuar na classificacio em nivel de sentenca de artigos
completos. Definiu-se que sentencas abaixo de um limiar ndo contém nomes de gene/proteina.

Na segunda é realizado um pos-processamento a fim de extrair supostos grupos de nomes de
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gene/proteina. Em 2,16 milhGes de resumos do MEDLINE foram encontrados 2,42 milhdes
de nomes de gene e proteina. Separou-se em trés grupos com limiar igual a: 10 (134.809
nomes), 100 (13.865 nomes) e 1.000 (1.136 nomes).

O treinamento foi feito com um conjunto de 1.000 artigos selecionados aleatoriamente
do PubMed Central, totalizando 7.000 sentencas que foram selecionadas manualmente nos
artigos. O teste foi realizado com um conjunto de 2.600 sentencas, a fim de avaliar como a
heterogeneidade de artigos completos afeta 0 desempenho do ABGene. A média da preciséao e
revocacdo obtidas foram, respectivamente, 72,5% e 50,7% aquém da obtida em resumos
(Tabela 7).

Tanabe e Wilbur (2002b) relataram alguns problemas na extracdo em artigos
completos: falsos positivos como nomes de reagentes quimicos sdo mais raros em resumos;
varios falsos negativos encontram-se em tabelas e figuras. As principais técnicas utilizadas

por Tanabe e Wilbur (2002a) s&o resumidas na Tabela 8.

Tabela 8 — Abordagem hibrida proposta por Tanabe e Wilbur (2002a).

PLN Regra Aprendizado de Maquina Dicionério

Etiquetador POS de Birill Expressao Aprendizado Bavesiano Lista e banco de
(1994) Regular P y dados

O etiquetador POS utilizado gera automaticamente regras com palavras simples de
nomes de gene e proteina. Em seguida, regras sdo desenvolvidas para extrair nomes
compostos que sdo prevalentes na literatura. Algumas técnicas séo utilizadas para filtrar os
falsos positivos e falsos negativos, a saber:

Falsos positivos: dicionario e regra sdo utilizados para remover os falsos positivos. O
dicionéario contém 1.505 termos biologicos (acidos, antigeno, etc.), 39 nomes de aminoacido,
233 enzimas, 593 células, 63.698 nomes de organismo do banco de dados do NCBI ou 4.357
termos ndo biologicos. Expressdes regulares foram elaboradas para excluir drogas com
sufixos comuns (e.g., -ole, -ane, -ate, etc.) e nimero seguido de medida (e.g., 25mg/ml).

Falsos negativos: dicionario, aprendizado de maquina e regra sdo utilizados para
recuperar os falsos negativos. O dicionario de 34.555 nomes simples e 7.611 nomes
compostos é construido a partir do banco de dados LocusLink e do Gene Ontology. Os homes
com uma baixa frequéncia de trigramas ou uma palavra do contexto antes ou depois do home
também sdo selecionados. A palavra de contexto é gerada automaticamente por um algoritmo
de probabilidade (peso Bayesiano ou log odds score) que indica a probabilidade de nomes de

genes adjacentes aparecerem no texto. Expressdes regulares adicionais sdo criadas para
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permitir casamento de padréo de palavras com nimeros e letras, e prefixos e sufixos comuns
(e.g., -gene, -like, -ase, homeo-).

Também se utiliza o aprendizado Bayesiano para encontrar a probabilidade de um
documento conter nome de gene/proteina, podendo, assim, ndo extrair informacdo de
documentos que ndo contém nomes relacionados. Para isso, documentos que contém nomes
de gene/proteina sdo treinados. Na classificacdo de novos documentos, documentos com
valores de similaridade abaixo de um limiar sdo descartados.

A extracdo de informacdo em resumos obteve uma precisdo de 85,7% e uma
revocacdo de 66,7% usando a combinacdo da estratégia baseada em conhecimento
(dicionario, regra e PLN) e estatistica (aprendizado de maquina). Segundo Cohen e Hersh
(2005), o ABGene é uma das abordagens baseada em regra mais bem-sucedida para

reconhecimento de gene e proteina em textos biomedicos.

4.2 BIioRAT
BioRAT (Biological Research Assistant for Text mining,

http://bioinf.cs.ucl.ac.uk/biorat/) € um sistema capaz de recuperar e analisar informacdo de

resumos e artigos completos do dominio biomédico (CORNEY et al., 2004). Pesquisa por
artigos (resumo e artigo completo) disponivel no banco de dados PubMed a partir da consulta
de entrada do usuério. Os artigos identificados na pagina no formato PDF sdo baixados e
convertidos para o formato textual (ndo é informado como é realizado a conversédo de PDF
para o formato textual). Apds recuperar os documentos relevantes, o sistema extrai fatos
interessantes. Esses fatos podem ser utilizados para povoar o banco de dados
automaticamente.

A extracdo de informacdo é baseada no conjunto de ferramentas desenvolvida pela
Universidade de Sheffield denominada GATE (General Architecture for Text Engineering).
GATE é utilizado para rotular as palavras (POS) para em seguida serem aplicados filtros para
excluir verbos que ndo sdo proteinas. Dois componentes do GATE sdo utilizados: gazetteers e
templates. O primeiro é utilizado para identificar palavras ou frases relacionadas a genes e
proteinas. O segundo permite extrair informacgdo automaticamente a partir de padrdes textuais.

Um exemplo de um simples template do sistema BioRAT é:

interaction of (PROTEIN,) AND (PROTEIN,),

onde “PROTEIN;” e “PROTEIN,” sao slots para serem preenchidos com nomes de proteina,

definido por um gazetteer. Exemplo de uma sentenca que é identificada pelo template é:


http://bioinf.cs.ucl.ac.uk/biorat/
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“Genetic evidence for the interaction of Pex7p and Pex13p is provided...”. Cada template é
criado manualmente com o auxilio da interface gréfica do BioRAT.
As principais técnicas utilizadas por Corney et al. (2004) sdo resumidas na Tabela 9.

Tabela 9 — Abordagem de extragdo de informacédo proposta por Corney et al. (2004).

Recuperacédo de Informacéo | Extracdo de Informacéo | Dicionario | Regra

Resumos e artigos completos
do PubMed

Fatos (gene e proteina) | Gazetteers | Template

BioRAT é comparado com o sistema de extracdo de informacdo SUISEKI
(BLASCHKE; VALENCIA 2002 apud CORNEY et al., 2004). O sistema SUISEKI utiliza
conhecimento estatistico como a frequéncia de palavras que ocorrem em uma frase. Os frames
de SUISEKI, similares aos templates do BioRAT, contém padrdes relacionados a substantivos
e verbos, mas ndo reconhecem conjuncéo, adjetivos ou outra classe de palavra.

Para avaliar o BioRAT foi utilizado o DIP (Database of Interacting Proteins) com 389
registros que contém 229 resumos do PubMed. O DIP é um banco de dados que contém
interacdes entre proteinas, as quais serviram como base para comparar 0s resultados obtidos
do SUISEKI com o BioRAT.

O sistema BioRAT utilizou um total de 19 templates derivados dos frames de
SUISEKI e 127 gazetteers derivados do MeSH e outras fontes. A revocagdo alcangada por
ambos sistemas em resumos € aproximadamente a mesma (BioRAT = 20,31% e SUISEKI =
22,33%). A taxa de revocacdo do BioRAT em artigo completo foi de 43,6%, sendo 25,6% do
corpo do artigo e 18% do resumo. No entanto, a precisdo do resumo foi maior do que no
artigo completo, respectivamente, 55,07% e 51,25% (Tabela 7). Isto aconteceu devido as
imperfeicdes no conjunto de templates usado pelo BioRAT. E destacado por Corney at al.
(2004) que a solucdo para diminuir o erro de precisdo € utilizar um esforco manual para

aumentar as restricdes dos templates.

4.3 Bremer et al. (2004)

Bremer et al. (2004) desenvolveram um sistema integrado que combina dicionarios
(i.e., de sinbnimos, gene e proteina) com regras para extrair e organizar as relacfes genéticas
de artigos completos. As relacbes extraidas sdo armazenadas em um banco de dados que
inclui o cddigo Unico do artigo (cddigo do PubMed) e de quatros secdes (resumo, introducao,
materiais e método, resultados e discussdo) para identificar o artigo selecionado e a secdo das

quais as informac@es foram extraidos.
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Dois dicionérios sao criados com informacdo de nomes de gene e proteina (282.882), e
sinbnimos (274.845 sinbnimos e 124 verbos de relacdo) para identificar sentencas que contém
nomes de gene/proteina. O dicionario de gene e proteina foi construido a partir de varios
banco de dados existentes como o LocusLink, o SWISS-PROT, dentre outros (alguns desses
bancos foram apresentados na Secdo 3.2.1). O dicionario de sinbnimo contém variacdes de
sindbnimos (e.g., inhibit — inhibits, inhibition, inhibited), informagdes contextuais como
prefixos e sufixos (e.g., kinase, phosphate, receptor) e verbos de interagcdo que foram criados
a partir da andlise de 1.000 artigos por um processo semiautomatico.

Os nomes armazenados no dicionario ajudaram a identificar sentencas que contém um
ou mais nomes de gene/proteina. A partir das sentencas identificadas, um conjunto de padréo
de regras foi elaborado para extrair genes. As regras foram baseadas na combinagdo de nomes
de gene/proteina, preposicdes e palavras-chave que indicam o tipo de relacionamento entre
genes. Também foram criados padrdes usando substantivos e verbos na forma passiva e ativa.

A extracdo de informacdo é dividida em quatro passos:

1. Tokenizar o texto em sentencas;

2. Analisar sentencas para identificar frases com substantivo e verbo;

3. Selecionar sentencas que contém genes usando dicionarios de nome de gene e

proteina, e sinbnimo;

4. Extrair gene utilizando regras de casamento de padrao.

A ferramenta de processamento textual LexiQuestMine da empresa SPSS

(http://www.spss.com) foi utilizada para construir os dicionarios de nomes de gene e proteina,
sinbnimos e padrdes associados com genes.
Scripts foram desenvolvidos com o auxilio do software GetltRight (disponivel

comercialmente em http://www.cthtech.com/) para conectar e baixar artigos completos

automaticamente no formato HTML. Um pré-processamento é realizado para converter o
arquivo HTML para o formato XML. Para isso, por exemplo, removeu as etiquetas HTML,
substituiu simbolos gregos (e.g., o — alfa) e eliminou as referéncias do artigo. No documento
XML (Figura 7) foram incluidas etiquetas para cada secéo, além de informac@es sobre o titulo
e codigo do artigo. As figuras do artigo ndo foram incluidas no banco de dados, a fim de

economizar espaco de armazenamento.


http://www.spss.com/
http://www.cthtech.com/
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<?xml version="1.0"?><Doc>
<MedlinelD>12514136</MedlinelD>

<Title>

Determinants in mammalian telomerase RNA that mediate
enzyme processivity and cross-species incompatibility
</Title>

<Abstract>

Abstract of document here .. ..

</Abstract>

<Introduction>

Introduction of document here ....

</Introduction>

<Methods>

Materials and methods section of document here ...
</Methods>

<Results>

Results and discussion section of document here .....
</Results></Doc>

Figura 7 — Exemplo de um documento XML com etiquetas de quatro se¢des.
Fonte: Bremer et al. (2004).

Foram selecionados artigos no dominio da biologia molecular e da biomedicina, mais
especificamente sobre tumores celebrais, de 20 revistas entre 1999 e 2003. Para avaliar o
sistema, selecionou-se aleatoriamente 100 artigos, sendo cinco de cada revista e um de cada
ano. Dez neurobiologos analisaram manualmente esses 100 artigos e identificaram 141 nomes
de gene. A precisdo e revocacdo alcancadas foram, respectivamente, 63,5% e 37,3% (Tabela
7). A baixa precisdo foi devido aos erros de padrdo na identificacio de nomes de
gene/proteina em algumas sentencas e na falta de padrGes com palavras compostas para
explorar sentencas complexas. A baixa revocacdo foi devido a diversidade de 20 artigos

diferentes.

Continuacao do Trabalho de Bremer et al. (2004)

A partir da extracdo de informacédo de artigos cientificos desenvolvida por Bremer et
al. (2004), Natarajan e Berrar et al. (2006) implementaram um processo de mineracao de
textos como mostrado na Figura 8: artigos sdo baixados no formato HTML sem imagem e
convertidos para o formato XML, utilizando a ferramenta GetltFull (NATARAJAN; HAINES
et al., 2006); termos sdo extraidos do LexiQuestMine utilizando padrdes; em seguida, no
mddulo Curador, os termos sdo padronizados utilizando um dicionario de sindnimos para
serem, enfim, armazenados em um data warehouse. Os dados sdo utilizados posteriormente
em uma rede de interacdo para visualizar as interacGes de gene e proteina.

A partir do armazenamento dos dados, Natarajan e Berrar et al. (2006) identificaram
um relacionamento interessante entre o 1-fosfato de esfingosina e a invasividade de um tumor
e notaram que a rede de interacdo desenvolvida tem potencial para melhorar o entendimento

do papel desempenhado por tumores invasivos. Natarajan e Berrar et al. (2006) concluiram
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que a extragdo automatica de informacbes a partir de literatura bioldgica promete

desempenhar um papel cada vez mais importante na descoberta de conhecimento bioldgico.

’% documentos decumentes
descarremar HMLT A ML
cvista| = GetltFull C{;’F")“;:,’I”" ————— | LeviMine
padrdes |extraides

Curador
Entidade | Relagiao | Enadade | Sentenca
A activates B
B mhibitz C

C mhibits D

Dicionatio

Banco de Dados de

resultados experimentais de Sménimo

(g gmes AzD)

Figura 8 — Processo de extracdo de padrdo e data warehouse.
Fonte: Adaptado de Natarajan e Berrar et al. (2006).

4.4  Pharmspresso

O sistema Pharmspresso (http://pharmspresso.stanford.edu) extrai informacgdo sobre

genes, drogas e polimorfismos de artigos completos da literatura pertinente a area da
farmacogendémica, a partir da consulta determinada pelo usuério. Portanto, € um sistema de
recuperacdo de informacdo que utiliza da extragdo de informacdo para recuperar as
informacGes de acordo com a necessidade do usuario (GARTEN; ALTMAN, 2009).

Pharmspresso tem o objetivo de processar artigos completos no formato PDF,
utilizando expressdes regulares e indexar o conteudo com base em uma ontologia de
conceitos. O Pharmspresso € baseado no sistema Textpresso desenvolvido por Miller, Kenny
e Sternberg (2004 apud GARTEN; ALTMAN, 2009).

Na Figura 9 é mostrado o processo de recuperacéo e extracdo de informacao realizado
pelo sistema. Artigos PDF sdo baixados, convertidos em formato textual e tokenizado em
palavras e sentencas individuais. Em seguida, o texto é analisado para identificar palavras ou
frases que sdo membros de categorias especificas de uma ontologia. Essas palavras ou frases
identificadas sdo marcadas e indexadas para serem utilizadas em pesquisas futuras realizadas

por palavras-chave definidas pelo usuario.


http://pharmspresso.stanford.edu/
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4.
Converter texto 5.
— para XML ——=| Indexar arquives
etiquetadas com XML

categorias

L. . 3,
Descarregar Toguenizar
artigos completos palavras e
em FDF sentencas

l——s| Converter FDF | —p
para texto

Figura 9 — Processo para recuperar e extrair informacdo do Pharmspresso.
Fonte: Adaptado de Garten e Altman (2009).

A ferramenta open source xpdf (http://www.foolabs.com/xpdf) foi utilizada para

converter arquivos PDF para texto. Scripts em Perl foram adaptados do sistema Textpresso
para tokenizar as sentencas e as palavras. A linguagem de programacdo Perl também foi
utilizada para colocar as etiquetas no formato XML.

A avaliacdo do sistema Pharmspresso foi realizada em 45 artigos por 11 avaliadores
(cientistas familiarizados com a literatura farmacogenética), os quais encontraram 178 genes,
191 drogas e 204 polimorfismos. O sistema encontrou, respectivamente, 78,1% (139), 74,4%
(142) e 60,8% (124). Caso a consulta seja encontrar a relacdo de gene e droga, a percentagem
é somente de 50,3% (Tabela 7). Os valores dessas medidas correspondem a revocacao obtida.

Problemas com variagdes de nomes de gene foram encontrados, causando falsos
positivos. Algumas das limitagdes do sistema s@o: o limite de 1.025 artigos completos
predefinidos de 343 revistas diferentes; ndo ha um mecanismo para pontuar as associagdes
mais frequentemente mencionadas; e a impossibilidade de extrair informacdo de uma tabela

convertida no formato de imagem.

4.5 Consideracdes Finais

A maioria dos sistemas apresentados neste capitulo extrai informacdo sobre gene ou
proteina, utilizando a combinacdo das abordagens utilizadas no dominio biomedico (Tabela
7): dicionario, regra e aprendizado de maquina. Também existem trabalhos que optam por
utilizar um etiquetador Part-Of-Speech. Com relacéo ao resultado gerado a partir da extracao
de informacdo, cada trabalho tem objetivos diferentes que podem ser sintetizados em:
recuperar informacdo destacando as sentencgas de acordo com a consulta definida pelo usuario
e extrair informacdo para dar suporte a analise dos dados. As informacdes extraidas
geralmente sdo armazenadas em um banco de dados para posterior identificacdo de padrdes e
relacionamentos interessantes.

No proximo capitulo sera apresentada a metodologia proposta neste trabalho que
utilizara das abordagens comumente desenvolvidas na literatura biomédica (i.e., aprendizado

de maquina, regra e dicionario) para extrair informacéo.


http://www.foolabs.com/xpdf

5 METODOLOGIA PROPOSTA PARA EXTRAQAO DE INFORI\/IAQAO NO
DOMINIO BIOMEDICO

Este capitulo objetiva apresentar a metodologia proposta de pré-processamento de
informacdes ndo estruturadas, visando extrair informacgoes relevantes sobre efeitos de doencas
em artigos cientificos do dominio biomédico. Nesta dissertacdo, metodologia é definida e
usada como sendo um conjunto de etapas que s@o aplicadas para se atingir um denominador
comum que é alcancar um resultado final desejavel. A sequéncia das etapas & importante e
deve ser respeitada. Em cada uma das etapas sao utilizadas técnicas que permitem alcancar o
resultado parcial da metodologia. A metodologia € composta por quatro etapas (Figura 10):
Entrada de Dados (Etapa 1); Classificacdo de Sentencas (Etapa 2); Identificacdo de Termos
Relevantes (Etapa 3); e Gerenciamento de Termos (Etapa 4). A partir dos documentos
textuais fornecidos na Etapa 1, as sentencas sdo classificadas em suas respectivas classes
(Etapa 2). Em seguida, os termos relevantes sdo identificados e extraidos das sentencas de
interesse (Etapa 3) e ap0s a validacdo dos termos pelo especialista, os termos séo

armazenados em um banco de dados (Etapa 4).

Entradade Dados

i
|
|
|
|
|
|
|
|
|

v

Sentencas Tentificaca
Classificacio Classificadas I deﬂtl 1CAcA0
de Sentencas > € Termos @
Relevantes

@ | Termos

Sentencas

Relevantes
Extraidos

Gerenciamento t

. de Termos
Termos Curados Filtro

Banco de Dados - ] - — S

-
-+

Biomeédico

Figura 10 — Metodologia de pré-processamento para extracdo de informacao.
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Na etapa de Entrada de Dados, o conjunto de documentos é fornecido por
especialistas do dominio. Estes documentos sdo formados por artigos cientificos completos
que inicialmente estdo no formato PDF. Para facilitar a extracdo de informacao destes artigos,
é necessario converter os artigos do formato PDF para o formato de texto TXT ou para 0
formato XML, equivalente ao formato TXT mas acrescido de marcadores de localizagéo.

Na etapa de Classificagdo de Sentencgas, as sentencas dos artigos sdo classificadas
utilizando técnicas de aprendizado de maquina supervisionado. O especialista pode auxiliar na
construcdo do modelo de classificacdo, distinguindo as sentencas de interesse das sentencas
que sdo irrelevantes.

Em seguida, na etapa de lIdentificacdo de Termos Relevantes, cada sentenca
classificada em uma classe de interesse € analisada utilizando expressdes regulares (i.e.,
regras) com o intuito de identificar os termos relevantes e separa-los dentro de uma sentenca.
Todos os termos relevantes identificados sdo posteriormente extraidos e inseridos em um
dicionario do dominio biomédico como um termo n&o curado. Este dicionario de terminologia
contém termos que foram validados pelo especialista (i.e., termo curado), aléem de novos
termos extraidos por regras (i.e., termo ndo curado). O diciondrio possui duas
funcionalidades: a primeira é ser o local no qual os termos extraidos dos artigos séo
armazenados como resultado do processo de extracdo de informacdo; a segunda é identificar
sentencas que possuem termos baseado nos termos curados ja presentes no dicionario.

Na etapa de Gerenciamento de Termos, o especialista auxilia na validacdo dos
termos extraidos por meio de um filtro, isto €, ele exclui os termos irrelevantes ou transforma
um termo ndo curado em um termo curado. Em seguida, os termos curados sdo inseridos no
banco de dados biomédico. O dicionario e o banco de dados biomédico podem ser 0 mesmo
repositorio de dados. Na Figura 10, eles sdo representados separadamente para ilustrar suas
funcionalidades de armazenamento dos termos curados, para auxiliar no processo de extracdo
(i.e., dicionério) e como local no qual os termos curados identificados nas sentencas e novos
temos ndo curados extraidos sdo armazenados (i.e., banco de dados biomédico). No decorrer
do texto, ambos serdo tratados como um mesmo repositorio de dados, entretanto com estas
funcionalidades distintas. O fato de ser utilizado o mesmo repositério faz com que termos
extraidos (i.e., ndo curados) sejam facilmente transformados em termos curados, por meio da
alteracdo do valor de um atributo do banco de dados, sem que seja necessario um processo de
cdpia de dados entre diferentes repositérios de dados (i.e., repositorio de termos ndo curados
para repositério de termos curados). Os termos validados podem ser utilizados em um novo

ciclo de extracdo de informacdo, a fim de identificar termos em novas sentencas. Este recurso
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é importante, pois uma regra pode identificar um termo em somente uma sentenca X, mas
apos a validacdo deste termo pelo especialista, o dicionario pode identificar este mesmo termo
em outras N sentencas.

A seguir é descrita cada uma das etapas da metodologia proposta.

5.1 Etapal- Entrada de Dados

A entrada dos dados consiste de documentos textuais que estdo inicialmente no
formato PDF. Contudo, a metodologia proposta permite o uso de outros trés formatos que séo
equivalentes ao formato inicial: HTML, XML e TXT. O documento no formato HTML ¢é (til
para visualizar as informagdes relevantes extraidas. Neste formato também é possivel realcar
as informacdes relevantes, a fim de apresentar em uma forma amigavel para o especialista
qual o termo importante naquele documento. Ademais, os documentos nos formatos HTML e
PDF servem para o especialista ler o artigo inteiro. Os dois Gltimos formatos, XML e TXT,
podem ser utilizados nas etapas de Classificagdo de Sentencas e Identificacdo de Termos
Relevantes, as quais sdo detalhadas nas Secbes 5.2 e 5.3.

Um exemplo de um documento XML € mostrado na Figura 11 (a). Cada documento
XML mantém o mesmo contetdo textual do documento PDF original, permitindo inclusive a
identificacdo de uma sentenca de um paragrafo de uma pagina. Esta identificacdo é feita por
meio de marcadores especificos que identificam as principais informacdes do artigo como:
nome da revista, titulo, ano e autor. Além disso, 0 documento XML contém algumas etiquetas
que estdo organizadas em nivel hierarquico: secdo » pagina » paragrafo » sentenca. Assim, é

possivel processar somente determinadas sec¢des do artigo.

<?xml version="1.0" encoding="ISO-8859-1"32> sentenca 1 (nome da segdo 1)
<document> -
<journal>nome da revista</journal> : sentenga 2 |(nome da segdo 1)
<title>titulo do artigo</title> -
<year>ano do artigo</year> sentenga 3 (nome da segio 2)
<author>nome dos antores</author> 5
Ksection name = "nome da segio"p sentenca 4 (nome da segdo 2)

<page number = "nimero da pagina">
<paragraph>
<sentence>sentenga 1</sentence>
<sentence>sentenga 2</ser e sentenca 6 (nome da segdo n)

<gentence>sentenca 3</sze

“sentenga 5 (nome da secdo 2)

i sentenga 7 (nome da segdo n)

CEE.'.;ET-CE')SGTI‘;EHC;R n</sentence>

</paragraph> 15 sentenca 8 |(nome da secdo n)
<paragraph> 17 sentenga 9 (nome da segdo n)
<sentence>sentenca 1</sentence> )
<sentence>sentenga 2</sentence>
<sentence>sentenga 3</sentence>
<sentence>sentenga n</sentence>
</paragraph>
</page>
</section>
</document>
()

Figura 11 — Exemplo de um documento XML (a) e de um documento TXT (b).
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Também € possivel ter como entrada de dados documentos no formato TXT. Este
formato € Gtil quando o artigo originalmente no formato PDF estiver protegido, ou quando
nao for possivel converter um artigo do formato PDF para o formato XML, ou simplesmente
utilizd-lo por conveniéncia. A criacdo do arquivo TXT é manual. A restricdo para o
processamento deste formato é que cada linha deve representar uma sentenca e no final da
sentenca deve ser informado o nome da secdo entre parénteses a qual a sentenca faz parte. Na
Figura 11 (b) é apresentado um exemplo.

5.2 Etapa 2 - Classificacdo de Sentencas

A partir dos documentos textuais € possivel extrair informacdo. O primeiro passo da
extracdo de informacdo é a Classificacdo de Sentencas, cujo objetivo é construir um modelo
de classificacdo adequado que melhor represente as caracteristicas das sentencas do dominio
biomédico e, com isso, predizer qual a categoria de uma nova sentenca. A classificacdo de
sentencas supervisionada € composta por trés fases: treinamento (Fase 1), teste (Fase 2) e uso
do modelo (Fase 3). A classificacdo é supervisionada, pois os rétulos das classes séo
previamente conhecidos.

Na Fase 1, um classificador (ou modelo de classificacdo) € construido, a fim de
descrever um determinado conjunto de dados. O modelo é criado a partir da analise do
conjunto de treinamento. Este conjunto é rotulado em classes predefinidas, nas quais 0s
rotulos possuem valores discretos e ndo ordenados. Na Figura 12 € mostrado um exemplo de

sentencas rotuladas em suas respectivas classes.

+— classe 1
+ sentenca A.txt

+ sentenca B.txt

+— classe 2
+ sentenca X.txt

+ sentenca Y.txt

Figura 12 — Exemplo de sentencas rotuladas em suas respectivas classes.
A partir do modelo criado, é necessario avaliar se 0 modelo gerado é adequado para

ser usado em sentencgas cujo rotulo é desconhecido. Para isso, na Fase 2, sentencas que ndo

foram utilizadas no treinamento sdo avaliadas com uma medida de desempenho. Tipicamente
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sdo usadas as medidas acurdcia, precisdo, revocacdo e medida-F. ApoOs a avaliagdo das
sentengas, 0 modelo criado € utilizado na Fase 3 para classificar as novas sentencas dos
artigos a serem processados, com o intuito de extrair informacdo do dominio biomédico.

A seguir é apresentado o processo de classificacdo de sentencas supervisionado que €
composto por trés etapas (Figura 13): Coleta dos Dados (Etapa 1), Pré-processamento (Etapa

2) e Categorizacéo (Etapa 3).

Pré-processamento Categorizacio
Coleta dos Dados ﬁ Matriz Atributo-Valor e
|
_—— 5,—»‘5 G | B |ty | C | Matriz Atributo-Valor :
: | SenTEI}EQSJ S1|@u |Gz || Gy |G | criada |
I T 6{»“’;\3 Sz Q21| Qg2 (-] Gom | €2 I |
~ sylay | apo | | @l ey } Saida |
S : ‘ ConfusR |
“1,) — Remogio de Stopwords | Algoritmo de sentengas I
inn Ld .
Sentenca G miniscula cf;b 3 — Uso de Stemmer | AM classificadas :
Exclui Fsiesy -.;,,J‘L'J — Selecdo de Atributo* | em classes |
colchetes, apostrofos... @ _ Bala,n: — | |
— Eliminacdo de Ruido
— Randomizacido @ Selegdo de Atributo* @

Figura 13 — Processo de classificacdo de sentencas supervisionado.

A Etapa 1 consiste na obtencdo das sentencas a serem utilizadas para o treinamento e 0
teste do classificador. Séo aplicados alguns procedimentos no conjunto de sentengas, como:
0s caracteres das sentencas sdo colocados em letras minusculas; sdo excluidos virgula, ponto e
virgula, dois pontos, parénteses, colchetes, apostrofos, sinal de mais ou menos (+) e excesso
de espago em branco. Nesta etapa, as categorias e 0 conjunto de sentencgas correspondentes
séo definidos.

Na Etapa 2, as sentencas sdo estruturadas utilizando o modelo bag-of-words. Isto é
necessario para que as sentencas possam ser manipuladas por algoritmos de aprendizado de
maquina. Neste modelo as sentencas sdo organizadas em uma matriz atributo-valor. Cada
linha i representa uma sentenca s;. Cada coluna [ representa 0s termos ou uma sequéncia de
termos (i.e., n-grama) t,, t,, ..., t); presentes nas sentencas. Cada célula da matriz representa
uma medida que relaciona a sentenca e o termo. A medida binaria pode ser utilizada com o
intuito de representar a presenca ou a auséncia do termo na sentenca. Ademais, cada sentenca
s; esta associada a uma classe c; . Nesta Etapa pode-se aplicar algumas técnicas para a reducéo
dos termos comuns e irrelevantes como a remocgdo de stopwords ou o ranqueamento dos
termos mais importantes segundo algum critério, como a utilizacdo de sele¢do de atributo.
Ambas as técnicas visam reduzir a dimensionalidade do espaco de busca dos atributos, a fim
de melhorar a precisdao do algoritmo de inducdo. Também € possivel aplicar filtros como:
balanceamento das sentencas, eliminacdo de ruido ou randomizacdo das sentencas. A técnica

stemmer também pode ser utilizada.
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Na Etapa 3 € realizada a classificagdo das sentengas propriamente dita. Um algoritmo
de aprendizado de méaquina é utilizado para classificar as sentengas em suas respectivas
categorias. A técnica de selecdo de atributo pode ser utilizada nesta etapa. O modelo criado é
avaliado com alguma medida de desempenho, como acuracia, precisdo e revocacdo. Este

modelo é utilizado para classificar novas sentencas.

5.3 Etapa 3 - Identificagdo de Termos Relevantes

A partir das sentengas classificadas por um classificador, conforme descrito na Sec¢ao
5.2, é possivel realizar a identificacdo de termos relevantes. Nesta etapa, € necessario
identificar e extrair os termos relevantes em cada uma das sentencas de interesse classificadas
na etapa anterior, ou seja, as sentencas que foram classificadas em uma classe de interesse séo
analisadas, sendo que as que foram classificadas em uma classe que ndo € de interesse sao
descartadas. Para isso, duas abordagens sdo utilizadas: dicionario e regra. A funcdo do
dicionério de terminologia é identificar em cada sentenca do artigo qual € o termo curado que
estd presente na sentenca. O objetivo € preencher o tipo-relacionamento artigo/termo, ou seja,
inserir um dado que mostre que o termo ocorre em uma sentenga. O intuito da regra é extrair
novos termos automaticamente e inserir no dicionario. Os termos sdo inseridos no dicionario
como termos ndo curados.

A seguir as duas abordagens de identificacdo de termos relevantes séo explicadas mais

detalhadamente.

5.3.1 Abordagem de Extracdo de Informacao baseada em Dicionario

A abordagem de extracdo de informacdo baseada em dicionario tem o objetivo de
identificar em quais sentencas 0s termos curados ocorrem e, consequentemente, preencher o
tipo-relacionamento termo/artigo. Os termos curados sdo aqueles que foram validados
manualmente por um especialista. E importante ressaltar que o dicionario nio tem a funcéo de
identificar novos termos.

O dicionario terminolégico é composto pelas tabelas presentes no esquema légico
derivado do esquema conceitual parcialmente representado na Figura 14 e pelas tabelas
auxiliares Lista de Exclusdo de Palavra (LEP) e Lista de Exclusdo de Termo (LET). As
tabelas LEP e LET sdo Uteis para auxiliar na extracdo de termos que sera explicada na secdo a
seguir (Secdo 5.3.2).

A tabela LEP auxiliara na exclusdo de palavras irrelevantes. Ela é composta por
palavras comuns e gerais irrelevantes que ndo sdo do dominio biomédico e palavras

irrelevantes do dominio biomédico que estdo associadas a algum termo. As palavras comuns
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contém as 1000 palavras mais frequentes (http://www.bckelk.ukfsn.org/words/uk1000.html)

que foram selecionadas dentre 4,6 milhdes de palavras de um conjunto de 29 romances
cléssicos escritos por 18 autores do Reino Unido. Além dessas palavras, a tabela LEP contém
palavras que sé&o identificadas automaticamente nas sentengas processadas, ou seja, uma vez
identificada uma nova palavra (i.e., um substantivo) acompanhada de uma determinada
preposicao, o substantivo é inserido automaticamente na tabela LEP. Essa identificacdo é feita
por meio de uma regra especifica, detalhada na Secéo 5.3.2.

Jé a tabela LET auxiliard na exclusdo de um termo identificado erroneamente (i.e., um
falso positivo). Ela é composta por termos substantivos simples, substantivos compostos e
siglas do dominio biomédico que sdo irrelevantes e que sinalizam segmentos textuais que
podem ser desconsiderados no processamento. Os termos inseridos na tabela LET sdo
palavras que foram inseridas manualmente por meio de uma analise inicial em um conjunto
de termos candidatos.

Na Figura 14 é mostrado um exemplo de um esquema conceitual (alguns atributos
foram omitidos por questdo de simplificacdo do esquema). Existem trés tipos entidade

(Artigo, Termo e Variagao), sendo a ultima, um tipo entidade fraca.

NovoTermoy
Curado>
Coor, Hevonrigo) @ Cutomatics el

@ N M - 1 N L
(o

Figura 14 — Esquema conceitual biomédico.

O tipo entidade Artigo contém as informagdes do artigo, por exemplo, nome da
revista, titulo, autor e artigo nos formatos PDF, HTML, XML e TXT. O tipo entidade Termo
armazena informacdo sobre os termos relacionados ao dominio biomédico, por exemplo,
nome do termo, se o termo foi curado, qual o nome do curador e se o termo foi inserido no
dicionario por um processo automatico ou manual. Um termo pode ser escrito de varias
formas, isto é, pode ter variacBes. Assim, o tipo entidade fraca Variacdo armazena essas
variacOes dos nomes de cada termo como sendo de um mesmo termo.

O repositério de termos contém termos que sao curados e ndo curados. Somente 0s
termos curados e suas variacdes sdo utilizados para identificar se o0 termo esta presente na
sentenca (i.e., na funcdo do dicionario). Na Figura 15 é apresentado um exemplo de termos

curados e as variacdes de alguns termos. O “termo A“ possui as seguintes variagdes “termo
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AA” e “termo AAs”. A condicdo para existir termos e variagdes € que 0s nomes dos termos
devem ser sempre nomes mais genéricos do que os nomes das variagcdes e também incluir
variacdes de nimero (i.e., singular e plural) e forma de representacdo (e.g. xxx of yyy e yyy

XXX).

:. termo 1. termo AA
2.termo B 1. termo AAs
3.termo D 3. termo DDD
4. termo E 4. termo Es

Figura 15 — Exemplo de termos curados e suas variagdes.

Para evitar uma nova identificacdo de um termo que ja foi previamente identificado
em um artigo, € necessario 0 uso de dois atributos para controlar o processamento:
NovoTermo e NovoArtigo (atributos destacados na cor azul na Figura 14).

O Algoritmo 1 descreve o pseudocodigo da identificacdo de termos em novos artigos.
Inicialmente, nas linhas 1 e 2 sdo selecionados do dicionario o0s artigos novos
(NovoArtigo = true) e 0s termos que sao curados e ndo sao novos termos (NovoTermo =
false). Em seguida, as sentencas classificadas do artigo novo em questdo sdo selecionadas
(linha 4). Os termos séo identificados em cada sentenca de interesse (linhas 5 a 9). Apos o
processamento das sentencas de cada artigo novo, o artigo é definido como processado (linha
10).

Algoritmo 1 — Identifica termos em novos artigos.

1 Artigos[] « getNovoArtigo();
2 TermosCurado[] <« getNovoTermo(false);
3 for (i «1; i < quantidade de Artigos; i «i + 1)

4 Sentencas[] « getSentencaClassificada(Artigos|i], true);
5 for (j «1; j < quantidade das Sentengas; j «j + 1)
6 for (k «1; k < quantidade de TermosCurado; k «k + 1)
7 identificaTermo(Sentengas|j], TermosCuradolk]);
8 end
9 end
10 setNovoArtigo(false);
11 end

O Algoritmo 2 mostra o pseudocddigo da identificacdo de termos em todos os artigos.
Nas linhas 1 e 2 sdo selecionados do dicionario todos os artigos e todos os termos que séo

curados e novos (NovoTermo = true). Em seguida, as sentencas classificadas do artigo séo
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selecionadas (linha 4). Os termos séo identificados em cada sentenca de interesse (linhas 5 a
9). Apobs o processamento das sentencas de cada artigo, o artigo é definido como processado
(linha 10). Por fim, todos os novos termos sdo definidos como termos processados (linhas 12
al4).

Algoritmo 2 — Identifica termos em todos 0s artigos.

1 Artigos[] « getTodosArtigos();
2 TermosCurado[] <« getNovoTermo(true);
3 for (i «1; i < quantidade de Artigos; i «i + 1)
4 Sentencgas[] « getSentencaClassificada(Artigos[i], true);
5 for (j «1; j < quantidade das Sentengas; j «j + 1)
6 for (k «1; k < quantidade de TermosCurado; k <k + 1)
7 identificaTermo(Sentencas[j], TermosCurado[k]);
8 end
9 end

10 setNovoArtigo(false);

11 end

12 for (i« 1;i < TermoCurado; i «i + 1)

13 | setNovoTermo(false);

14 end

Resumindo os dois algoritmos explicados anteriormente: se o termo curado € novo,
entdo o processa em todos 0s artigos; caso o termo curado ndo seja novo, entdo o0 processa
somente em artigos que sdo novos, pois esse mesmo termo ja foi processado nos artigos
“antigos”. Caso as duas condi¢des nao sejam verdadeiras (i.e., se ndo existe termos novos e se
ndo existe artigos novos), entdo ndo ha a necessidade de utilizar o dicionario para identificar
em quais sentencas ocorrem 0s termos curados. Portanto, essas restrigdes evitardo um
processamento desnecessario.

A carga de dados no dicionario pode ser realizada de forma manual ou automatica. Na
carga manual, os termos sdo inseridos com a participacdo do especialista do dominio por meio
de um recurso de gerenciamento de termos (Secdo 5.4). O dicionario deve ser construido por
meio de uma carga inicial de dados. Ja na carga de dados automatica, 0s termos sao

identificados nos artigos cientificos por meio da abordagem de regra discutida na Secéo 5.3.2.

5.3.2 Abordagem de Extracdo de Informacao baseada em Regra

Regras sdo construidas utilizando expressdes regulares que proveem um mecanismo
para identificar padrdes textuais. Para auxiliar as expressdes regulares na identificacdo dos
termos relevantes contidos em uma sentenca, a técnica de Processamento de Lingua Natural
Part-Of-Speech (POS) é utilizada.
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O etiquetador POS consiste em rotular as palavras segundo a sua classe gramatical.
Substantivo, adjetivo, adveérbio, verbo e preposicdo sdo alguns exemplos de classes
gramaticais. A etiquetacdo é baseada na prépria definicdo da palavra, assim como no contexto
ao qual a palavra estéd inserida. Exemplo de um contexto é o relacionamento de palavras
associadas em uma sentenca ou em um paragrafo.

Na metodologia proposta, duas estratégias utilizando padrées POS séo aplicadas para
extrair informacdo das sentencas: Verbo e Expressdo com POS e somente POS. A primeira
estratégia utiliza-se de verbos representativos e expressdes compostas representativas para
identificar se uma sentenca contém ou ndo um termo. Caso a sentenca contenha o verbo ou a
expressdo, entdo padrdes POS sdo utilizados para extrair 0s termos relevantes na sentenca. A
segunda estratégia utiliza padrées POS mais especificos visando alcangar dois objetivos: o
primeiro € identificar termos que a primeira estratégia ndo consegue identificar; o segundo é
extrair termos com uma baixa ocorréncia de falsos positivos.

Os padrbes POS sdo uma sequencia de etiquetas POS que estdo associadas a um
conjunto de palavras. Por exemplo, o padrdo JJ_NN e uma sequéncia de etiquetas POS, sendo
a primeira etiqueta um adjetivo e a segunda etiqueta um substantivo, as quais podem ser
associadas, respectivamente, as palavras harmful e sickness em harmful_JJ sickness_NN.

A seguir, a primeira e a segunda estratégias sdo explicadas detalhadamente.

Estratégia 1: Uso de verbo e expressdo com POS para extracao de termos relevantes

Na Figura 16 é apresentado um exemplo de extracdo de termos utilizando a Estratégia
1. Esta estratégia considera que um conjunto de trés letras significa uma palavra etiquetada
em sua classe gramatical, sendo que os termos relevantes s@o representados pelos caracteres
RRR e os termos irrelevantes pelos caracteres I11.

Para explicar o funcionamento da Estratégia 1, considere as trés sentencas iniciais
mostradas no passo 1 da Figura 16. As duas primeiras sentencas contém um termo relevante
sendo indicado por um verbo e uma expressao composta destacados na cor amarela. A terceira
sentenca, apesar de conter termos relevantes, representados por RRR, ndo contém nenhum
verbo ou expressdo composta representativos indicando um termo candidato, e por isso, ndo é
identificada pela Estratégia 1.

No passo 2 da Figura 16, duas sentencas dentre as trés sentencas iniciais sdo
selecionadas, uma vez que elas contém um verbo ou uma expressdao composta. O verbo ou a
expressdo delimitam em qual “Parte Especifica” da sentenca (i.e., antes ou depois do verbo ou

da expressdo composta) pode haver um termo relevante. Esta parte especifica € destacada na
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cor cinza como é mostrado no passo 2 da Figura 16. Primeiramente, é proposto que se aplique
dois padrdes POS na parte especifica selecionada, a fim de eliminar falsos positivos: [4 —
Za—2z]{1,3}/[A—Za—2z] {1,3}_NN[PS]? e (J])?_NN_(of_IN). O primeiro padréo
significa que o falso positivo a ser removido é uma palavra substantiva de uma até trés letras,
seguida de uma barra com uma até trés letras. O objetivo deste padréo é excluir medidas como
g/dL e cm/sec das sentencas, evitando a identificacdo de falso positivo. O segundo padrédo
significa que o falso positivo a ser removido é uma palavra substantiva seguida da preposi¢cdo
“of” (e.g., analysis of) ou é a composicdo de um adjetivo mais um substantivo também
seguido da preposigdo “of” (e.g., previous history of). Os substantivos identificados por esse
altimo padrdo sdo inseridos automaticamente na Lista de Exclusdo de Palavra, conforme
previamente explicado na Secdo 5.3.1. Na sentenca 1 existe um falso positivo indicado pela

cor vermelha. Este falso positivo é removido por um dos padrdes anteriores.

Sentenga 1: lHI IIT IIT IIT TIT ITT 101 IIT X1 RRR IO IIT verbo IIT IIT ITT IXT IIT ITT ITT I11. |

Estratégia 1:
Sentenga 2: | IIT IIT I1I IIT ITI expressdo composta III RRR RRR RRR IIT I1T I1T I1T I1I. | Verbo e Expressao com POS

Sentenca 3: |m 11 I11 II1 11 I01 101 11T RRR RRR RRR RRR I1I 11T RRR RRR RRR. | 1. NRBSOCESRecHn COlnons
2. Parte Especifica

— Remocio de Falso Positivo
- 3. Termo Candidato

— Remocio de Falso Positivo
Sentenca 1: IIII I IO1 IIT XX IIX IO IOT X0 RRR IO IIT verbo ITT ITT ITT ITT IOT IOT I0T I00. I 4. Tertao Ralevanite

Sentenga 2: [ IIT 1T III I1I T1T expressdo composta III RRR RRR RRR IIT 11T T1T T11 T11. ] Exemplos POS:
- JJ_JI.NN

- JINN
3 . - NN
3

Sentenca 1: Im TXT TIT ITT TIT IO IO XTT RRR WX IIT verbo IIT IIT ITX ITT ITX XX ITT IO ’

Termos Relevantes

Sentenga 2: | ITI IIT IIT II1 11T expressdo composta III RRR RRR RRR IIT ITT III 10T 111 I 5
Extraidos:

& __———+—> Temol

Sentenga 1: [m I TIT 20 100 XXX 00 100 RRRUTAT verbo IT1 I11 I11 11T 11 I11 I01 110 |
——— —» Termo 2

Sentenca 2: l IIT IIT TIT IO IIT expressdo composta III RRR RRR RRR 11T 1T I11. |

Figura 16 — Exemplo de termos extraidos pela Estratégia 1. Termos relevantes séo representados pelos
caracteres RRR e os termos irrelevantes pelos caracteres Ill.

Em seguida, no passo 3 da mesma figura, o possivel termo destacado na cor turquesa,
denominado de “Termo Candidato”, ¢ identificado por meio de padrdes POS. Por exemplo, 0
termo candidato da sentenca 1 poderia ter sido identificado pelo padrdo POS JJ_NN. E os
termos candidatos da sentenca 2 poderiam ter sidos identificados, respectivamente, pelos
padrées JJ_JJ_NN e JJ_NN. O termo candidato selecionado pode conter uma palavra que ndo

faz parte do termo (e.g., termo candidato RRR 111 da sentenca 1) ou o termo candidato pode
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ser um falso positivo (e.g., termo candidato 111 111 da sentenca 2). No primeiro caso, a Lista de
Exclusdo de Palavra é consultada para remover a palavra que ndo faz parte do termo. No
segundo caso, a Lista de Exclusdo de Termo é consultada para remover o falso positivo.

Por fim, apds a remogdo de falsos positivos nos termos candidatos, no passo 4 da
Figura 16, pode-se notar a extracdo de termos relevantes pela Estratégia 1. Os passos da
Estratégia 1 estdo resumidos na Figura 16 do lado direito.

O Algoritmo 3 descreve o pseudocodigo da extracdo de termos utilizando a Estratégia
1. Inicialmente, sdo selecionadas as sentencas classificadas, 0s verbos representativos e as
expressdes compostas representativas e os padrdes POS da Estratégia 1 (linhas 1 a 3). Cada
sentenca é processada a fim de serem extraidos termos relevantes (linhas 4 a 23). Se existe um
verbo ou uma expressdo representativos na sentenca analisada (linha 6), entdo a “Parte
Especifica” ndo esta vazia (linha 7), indicando que existe um termo relevante nesta parte da
sentenca selecionada. Portanto, é necessario processar esta parte especifica para remover
falsos positivos com os padrées POS [A—Za —z] {1,3}/[A—Za — z] {1,3}_NN[PS]? e
(J)?_NN_(of _IN) (linha 8). O substantivo identificado por este Ultimo padréo € inserido na

Lista de Exclusao de Palavra.

Algoritmo 3 — Extrai termo utilizando a Estratégia 1.

1 Sentencas[] « getSentencaClassificada(true);

2 VerboExpressao[]| « getVerboExpressao();

3 PadraoPOS][] <« getPadraoP0S();

4 for (i «1; i < quantidade das Sentengas; i «i + 1)

5 for (j «1; j £ quantidade do VerboExpressao; j «j + 1)
6 ParteEspecifica « getParteEspecifica(Sentengas[i], VerboExpressao[j]);
7 if (ParteEspecifica ndo esta vazia) then
8 ParteEspecifica «- RemoverFalsoPositivo(ParteEspecifica);
9 for (k «1; k < quantidade do PadraoPOS; k «k + 1)
10 TermoCandidato « getTermoCandidato(ParteEspecifica, PadraoPOS[k]);
11 if (TermoCandidato ndo esta vazio)then
12 Termo « UsarlListaExclusdaoTermo(TermoCandidato);
13 if (Termo nio esta vazio)then
14 print(“E termo”);
15 Termo « UsarlListaExclusaoPalavra(Termo);
16 else
17 | print(“Nao é termo”);
18 end
19 end
20 end
21 end
22 end

23 end
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Em seguida, cada padrdo POS da Estratégia 1 é aplicado na parte especifica, a fim de
identificar um termo candidato (linha 10). Se for identificado o padrdo POS para esta parte
especifica, entdo existe um termo candidato para o padrdo POS em questdo (linha 11). Este
termo candidato pode ser um falso positivo. Assim, é necessario consultar a Lista de Excluséo
de Termo (LET) para identificar se este termo candidato é realmente um falso positivo (linha
12). Se o termo candidato ndo contém uma palavra da LET, entdo o0 mesmo é um termo (linha
14). Caso contrario, ndo ¢ um termo (linha 17). Por fim, sendo o termo candidato um termo,
entdo € necessario remover as possiveis palavras irrelevantes presentes na Lista de Exclusdo
de Palavra (linha 15).

Estratégia 2: Uso de POS para a extracdo de termos relevantes

Na explicagdo da Estratégia 1 ilustrada na Figura 16, a extracdo de informacéo
realizada pela Estratégia 1 evita a aplicacdo de padrdes em toda a sentenca, 0 que, por
conseguinte, evita a extracdo de falsos positivos. Contudo, a Estratégia 1 ndo € capaz de
extrair todos 0s termos presentes em uma sentenca. Para extrair termos que a Estratégia 1 ndo
consegue identificar e a0 mesmo tempo ndo extrair muitos falsos positivos, propde-se uma
segunda estratégia que utiliza padrées POS mais especificos que sdo aplicados em toda a
sentenca.

Na Figura 17 é apresentado um exemplo de extracdo de termos utilizando a Estratégia
2. Esta estratégia também considera que o conjunto de trés letras significa uma palavra
etiquetada em sua classe gramatical, sendo que os termos relevantes sao representados pelos
caracteres RRR e os termos irrelevantes pelos caracteres I11.

Para explicar o funcionamento da Estratégia 2, considere as trés sentencas iniciais
mostradas no passo 1 da Figura 17. Todas as trés sentencas contém um termo relevante. Nota-
se que a primeira sentenca contém um verbo representativo. No passo 2 da Figura 17, os
termos candidatos, destacados na cor turquesa, sao identificados por meio de padrées POS em
duas das trés sentencas. Apesar da terceira sentenca possuir termos relevantes, neste caso
supde-se que estes termos ndo foram identificados pela Estratégia 2. Nas duas primeiras
sentencas, foram identificados termos candidatos. Estes termos poderiam ter sido
identificados pelos seguintes padrdes POS: JJ_ NN_NN_NN na sentenca 1; e JJ JJ NN e
JJ_JJ NN_NN_NN na sentenca 2. O termo candidato selecionado pode conter uma palavra
que ndo faz parte do termo (e.g., termo candidato 11l RRR RRR RRR da sentenca 1) ou o
termo candidato pode ser um falso positivo (e.g., termo candidato 11 11 11 da senten¢a 2). No

primeiro caso, a Lista de Exclusdo de Palavra é consultada para remover a palavra que nao faz
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parte do termo. No segundo caso, a Lista de Exclusdo de Termo é consultada para remover o
falso positivo. Por fim, ap6s a remocédo de falsos positivos nos termos candidatos, no passo 3
da Figura 17, pode-se notar a extragdo de termos relevantes pela Estratégia 2. Os passos da
Estratégia 2 estdo resumidos na Figura 17 do lado direito.

Estratégia2: POS

Sentenga 1: ‘ III IIT 11T ITT RRR RRR RRR IIT RRR I III verbo IIT 11T ITI IIT IIT I11.

1. Senten¢a Completa

— Remocio de Falso Positivo
3. Termo Relevante

Sentenga 2: |II1 111 IIT 11 III [11 I1I Il RRR RRR RRR RRR [T T I I I 11 11, | || 2 Termo Candidato

Sentenga 3: IIII IIT IIT IIT 11T RRR RRR IIT TIT 11T TIT IIT IIT IIT RRR IO IT1 10T 101 101

Exemplos POS:
— JI_IT_NN_NN_(NN)?
— JI_NN_NN_(NN)?

Sentenga 1: |I11 111 I1I [IFRRRRRRBRR I11 RRR IIT 11l verbo I I I I i 11r. | L~ WM

Sentenga 2: | I11 111 IRLANE AN I11 111 11T RRR RRR RRR RRR 111 111 I1I IIT I11 11 1. | Termos Relevantes

@ Extraidos:
e —> Termo 1

Sentenca 1: ‘ IIT 1T ITI RRR RRR RRR I1I RRR III 11T verbo IIT ITT IIT I1T 1T IIT. ‘

> Termo 2

Sentenga 2: |III III 11T IIT I1T RRR RRR RRR RRR TIIT III IIT IIT IIT II1. ‘

Figura 17 — Exemplo de termos extraidos pela Estratégia 2. Termos relevantes sao representados pelos
caracteres RRR e 0s termos irrelevantes pelos caracteres Ill.

O Algoritmo 4 descreve o pseudocddigo da extracdo de termo utilizando a Estratégia
2. Inicialmente, sdo selecionadas as sentencas classificadas e os padrdes POS da Estratégia 2
(linhas 1 a 2). Cada sentenca é processada, a fim de serem extraidos termos relevantes (linhas
3 a 16). Para cada sentenca é aplicado um padrdo POS da Estratégia 2, a fim de identificar um
termo candidato (linha 5). Se for identificado o padrdo POS para esta sentenca, entdo existe
um termo candidato para o padrdo POS em questdo (linha 6). Se o termo candidato ndo
contém uma palavra da Lista de Exclusdo de Termo, entdo o mesmo é um termo (linha 9).
Caso contrario, ndo é um termo (linha 12). Sendo um termo, entdo € necessario remover as

possiveis palavras irrelevantes presentes na Lista de Exclusdo de Palavra (linha 10).
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Algoritmo 4

— Extrai termo utilizando a Estratégia 2.

1 Senteng

as[] « getSentencaClassificada(true);

2 PadriaoPOS[] « getPadraoP0S();
3 for (i «1; i < quantidade das Sentengas; i «i + 1)

4 for (j «1; j < quantidade do PadrdaoPOS; j «j + 1)
5 TermoCandidato < getTermoCandidato(Sentencas[i], PadraoPO0S|[j]);
6 if (TermoCandidato nio esti vazio)then
7 Termo « UsarlListaExclusdoTermo(TermoCandidato);
8 if (Termo nio estavazio)then
9 print(“E termo”);

10 Termo « UsarlListaExclusdoPalavra(Termo);

11 else

12 | print(“Nao é termo”);

13 end

14 end

15 end

16 end

5.4 Etapa 4 - Gerenciamento de Termos

Como foi destacado anteriormente, o especialista tem um papel importante na

validagéo dos termos extraidos automaticamente e também na inicializagdo do dicionario e na

insercdo de novos termos manualmente. Nesta etapa, o especialista pode realizar quatro

operagoes:
1.

Inserir novos termos: 0s novos termos inseridos sdo definidos automaticamente
como termos curados. Assim, € possivel os termos serem utilizados pela
abordagem de dicionario para localizacdo de termo em uma sentenca e, portanto,
identificar o tipo-relacionamento termo/sentenca;

Hierarquizar termos: o especialista pode inserir ou atualizar um termo como uma
variacdo de outro termo. A restricdo para existir um termo com variag@es € que 0
nome do termo deve ser mais genérico do que 0s nomes das suas variagoes;
Validar termos extraidos: os termos identificados pela abordagem de regra séo
inseridos no dicionario como termos nao curados. Assim, o especialista pode
remover o termo caso seja um falso positivo ou definir o termo como sendo um
termo curado, isto €, o termo é realmente um termo do dominio e, portanto, é um
termo relevante;

Mover termos extraidos: o especialista também pode mover um termo de um tipo
de categoria para outra. Por exemplo, considere que o termo X foi inserido na
categoria Y. Contudo, o termo X esta relacionado a categoria Z. Portanto, o termo
X deve ser movido da categoria Y para a categoria Z. Este recurso é necessario

quando um termo extraido ndo for armazenado no tipo de categoria correta.
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5.5 Consideracdes Finais

Neste capitulo foi descrita a metodologia proposta de pré-processamento textual com o
intuito de extrair informagdo em artigos cientificos do dominio biomédico. Esta metodologia
de pré-processamento textual € composta por quatro etapas: Entrada de Dados (Etapa 1),
Classificacdo de Sentencas (Etapa 2), ldentificagdo de Termos Relevantes (Etapa 3) e
Gerenciamento de Termos (Etapa 4).

Na Etapa 1, os documentos textuais sdo selecionados. A Etapa 2 é uma etapa
imprescindivel na metodologia, pois esta etapa é responsavel por distinguir, dentre todas as
sentengas processadas, quais sdo as sentencas de interesse, isto €, quais as sentencas que
possivelmente conterdo algum termo relevante. Assim, na Etapa 3, a abordagem baseada em
regra evita 0 processamento em sentencas que ndo sao de interesse, 0 que evita também a
extracdo de falsos positivos, ja que podem existir padrdes POS nas sentencas que nao sao de
interesse e esses padrdes podem, consequentemente, extrair um termo que ndo seja relevante.
Portanto, os verbos representativos e as expressdes compostas representativas e 0s padroes
POS das estratégias de extracdo, somente sdo aplicados nas sentencas que forem classificadas
em alguma classe de interesse. Os termos armazenados no dicionario também sao
identificados somente em sentencas de interesse, 0 que diminui o custo de processamento na
Etapa 3, pois nem toda sentenca é processada a fim de identificar se o termo curado esta
presente. Por fim, na Etapa 4, o especialista pode inserir novos termos, hierarquizar termos
existentes ou novos termos, validar e mover os termos extraidos pela abordagem de regra.

Os termos séo extraidos nos artigos e secOes definidas pelo usuario, utilizando a
abordagem de regra. Todos 0s termos extraidos automaticamente sdo inseridos no dicionario
como termo ndo curado. O termo somente serd utilizado pela abordagem de dicionario quando
o mesmo for curado pelo especialista na Etapa 4 da metodologia. A vantagem de se utilizar
somente termos curados para identificar a presenca do termo na sentenca € que 0s termos que
serdo usados pelo dicionario passaram obrigatoriamente pelo crivo do especialista, 0 que
aumenta a confianca na identificacdo dos termos. Outra vantagem € que um termo, extraido
em um artigo X, pode ser identificado pelo dicionario nos artigos X, Y e Z, ja que pode existir
um determinando termo em outros artigos. Por outro lado, a utilizagdo dos termos extraidos
depende da validacédo do especialista no processo de identificacdo de um novo termo.

No proximo capitulo esta metodologia é instanciada com exemplos de uma area do

dominio biomédico.



6 INSTANCIAQAO DA METODOLOGIA PROPOSTA
No capitulo anterior foi descrita a metodologia proposta para a extracéo de informacao

no dominio biomédico. Neste capitulo, essa metodologia é instanciada com informacfes

textuais sobre a doenca Anemia Falciforme (PINTO et al., 2009), doravante chamada apenas

de AF. O objetivo deste capitulo é mostrar como de fato é aplicada a metodologia proposta

em um dominio especifico e com isto ajudar no entendimento das etapas da metodologia.

As informag0es a serem extraidas sdo encontradas em artigos cientificos escritos em

inglés e sdo especificamente sobre efeitos da doenca AF. Os efeitos podem ser efeito negativo

da doenca, efeito negativo do tratamento e efeito positivo, a saber:

Efeito negativo da doenca (ou complicacdo): qualquer efeito negativo inerente da
doenca, ou seja, decorrentes das hemacias falciformes, independente do uso de um
determinado tratamento. Sindrome toracica aguda (acute chest syndrome),
sequestro esplénico (splenic sequestration) e falha renal crénica (chronic renal
failure) séo alguns exemplos de complicac6es da AF. Sintomas da doenca tambem
sdo considerados complicacdes, como febre (fever), hemorragia (hemorrhage) e
inflamacéo dos dedos do pé e da méo (dactylitis);

Efeito negativo do tratamento (ou efeito colateral): problemas ocasionados por
estimulos do tratamento, ou seja, sdo os efeitos negativos de um tratamento. O uso
de certas drogas ou terapias pode causar nos pacientes com AF leucemia
(leukemia), contagio por virus devido a transfusdo de sangue (HIV) e depressao
(depression), dentre outros efeitos colaterais;

Efeito positivo: melhorias ou beneficios ocasionados por estimulos do tratamento,
ou seja, sdo os efeitos positivos de um tratamento, como remissdo da doenca
(disease remission), melhora clinica (clinical improvement) e reducédo no tempo de

internacdo (reduction in hospitalization time).

Na Figura 18 é apresentada a instanciacdo da metodologia proposta com informacdes

sobre efeitos da doenga AF. A Entrada de Dados (Etapa 1) consiste de artigos cientificos que
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estdo no formato TXT ou XML. A Classificacdo de Sentencas (Etapa 2) objetiva distinguir as
informacOes de interesse das informacdes irrelevantes. Nesta etapa, as classes de interesse séo
efeito negativo (complicacdo e efeito colateral), efeito positivo do tratamento e outros (i.e.,
ndo ¢ efeito negativo ou efeito positivo). As sentencas de interesse sdo as sentencas que Sdo
classificadas nas classes efeito negativo ou efeito positivo, e por outro lado, as sentencas
irrelevantes serdo as sentencas classificadas na classe outros. Em seguida, na etapa de
Identificacdo de Termos Relevantes (Etapa 3), 0s termos relevantes extraidos sao referentes as
sentengas da classe efeito negativo que é a classe de objeto de estudo deste trabalho. Os
termos extraidos sdo sobre a classe efeito negativo devido a existéncia nos artigos cientificos
de uma maior quantidade de efeitos negativos do que de efeitos positivos, o que possibilitara
uma maior quantidade de informag6es armazenadas no banco de dados a fim de possibilitar a
aplicagédo de algoritmos de mineracdo de dados para descoberta de conhecimento. O fato da
classe efeito positivo possuir uma menor quantidade de informacdo comparada com a classe
efeito negativo e ndo ter sido utilizada neste trabalho, ndo significa que a classe efeito positivo
ndo contenha informacdo importante a ser extraida. A identificacdo de termos relevantes da
classe efeito positivo é uma questdo que ndo foi investigada neste trabalho, contudo necessita
ser instanciada pela Etapa 3 da metodologia proposta. No Gerenciamento de Termos (Etapa

4), os termos que realmente sdo efeitos negativos sdo armazenados no banco de dados com o

Sentencas sobre

Classificacio Efeito Negativo Ic{lientTL ficacdo
G _ Ieto Negatvo | orm
de Sentencas € 08
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Figura 18 — Instanciacdo da metodologia de pré-processamento para extracdo de informacdo no dominio da AF.
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Além da instanciacdo, também sdo apresentadas as principais caracteristicas das
ferramentas computacionais desenvolvidas durante o mestrado (Secéo 6.5) para dar suporte as
trés Ultimas etapas da metodologia.

6.1 Entrada de Dados

A entrada de dados consiste de artigos cientificos que estdo originalmente no formato
ndo estruturado PDF. Na Figura 19 é apresentado um exemplo de um artigo cientifico da
doenga AF originalmente no formato PDF. E necesséario converter esse formato para um
formato que permita 0 processamento textual. Dois formatos semiestruturados sdo aceitos
para dar suporte ao processo de extracdo de informacéo: XML e TXT.

A conversdo do formato PDF para o formato XML ¢é feita por meio da ferramenta
SCA-Translator desenvolvida por Carosia e Ciferri (2010). Na Figura 20 é apresentado o
mesmo artigo da Figura 19 convertido pela ferramenta SCA-Translator para o documento
XML. O documento XML mantém o mesmo conteudo textual do documento PDF original,
possibilitando identificar qual a pagina, o paragrafo e a secdo de uma determinada sentenca.

Por outro lado, a conversdo do formato PDF para o formato TXT é feita de forma
manual. Na Figura 21 € apresentado o mesmo artigo da Figura 19 no formato TXT. Figura 21
é possivel identificar qual a secdo que a sentenca faz parte analisando o final de cada sentenca

(i.e., 0 nome da secdo entre parénteses).

CLINICAL CBSERVATIONS, INTERVENTIONS, AND THERAPEUTIC TRIALS

Hydroxyurea for sickle cell disease in children and for prevention
of cerebrovascular events: the Belgian experience

Béatrice Gulbls, David Haberman, Dominlque Dufaur, Catherine Christephe, Christiane Varmylen, Faustin Kagambega, Francls Corazza,
Christing Davalek, Marle-Frangolse Drassa, Kathleen Hunninzk, Axel Klein, Phu Quae La, Mizhéle Loop, Philp Maas, Flara Philppet,
Erlz Sariban, Chrig Van Geat, and Alina Farstar

Hydroxyurea (HU) Is considered to be the
most suceessful drug therapy for severe
sickle eell disease (SCD). Mevertheless,
questions remain regarding its benefits in
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Figura 19 — Exemplo de uma pagina de um artlgo C|ent|f|co da AF no formato PDF.
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<?xml wversion="1.0" encoding="IS0-8859-1"7>

<document>

<journal>CLINICAL OBSERVATIONS, INTERVENTIONS, AND THERAPEUTIC TRIALS</journal>
<title>Hydroxyurea for sickle cell disease in children and for prevention

of cerebrovascular events: the Belgian experience</title>

<year>2005</vear>
<author>Beatrice Gulbis, David Haberman,... Alina Ferster</author>
<section name = "abstract">

<page number = "1">

<paragraph>
<sentence>Hydroxyurea (HU) is considered to be the
most snccessful drog therapy for severe
=ickle cell disease (5CD).</sentence>

<sentence>These results

confirm the benefit of HU, even in very
young children, and its possible role in
primary stroke prevention.</sentence>

</paragraph>
</page>
</section>
<section name = "introduoction">
<page number = "1">

<paragraph>
<zentence>8ince the first results of the Multicenter
Study of Hydroxyurea (MSH) in aduonlt sickle cell anemia
patients...</sentence>

</paragraph>
</page>
</section>

</document>

Figura 20 — Exemplo de um documento XML gerado pela ferramenta SCA-Translator.

1 A subgroup of 32 patients followed for 6 years experienced significant benefit over this period. (Abstract)

? Hydroxyurea (HU) is considered to be the most successful drog therapy for severe sickle cell disease (SCD). |[(Abstract)
; Acnte promyelocytic lenkemia was diagnosed in a 21-year-old female after 8 years of HU therapy. (Besults)

. Recurrent stroke was observed once in an 8-year-old girl, 6 years after the initial event. (Results)

; One patient who died was described previously. (Results)
;; Repeated vaso-occlusive crises are sometimes present from infancy and early childhood. (Discussion)

13 One patient died of a fatal episode of splenic segqumestration before completing 2 years of treatment. (Discussion)

15 Im another cohort of 5 patients, HU was effective at preventing recurrent stroke. (Discunssion)

17 More interesting are the data on patients at risk of secondary stroke. (Discussion)

Figura 21 — Exemplo de um arquivo TXT.

A principal diferenca em extrair informacdo de artigos nos formatos XML e TXT €
que no formato XML as informacdes textuais estdo organizadas em nivel hierarquico, assim é
possivel saber qual a sentenca, qual o paragrafo, qual a pagina e qual a secdo que o termo
relevante extraido se encontra. Isto possibilita a identificacdo precisa da informacdo extraida.
Portanto, é possivel destacar o termo relevante no artigo no seu formato correspondente em
HTML, o que possibilita ao especialista saber qual o contexto da informacdo extraida. Esta
precisdo ndo é possivel se o formato usado € o TXT.

Por outro lado, a ferramenta SCA-Translator implementou um conjunto de tradutores
que permite a conversao correta de artigos PDF de um conjunto de periédicos sobre a doenca

AF para o formato XML. Porém, para muitos periddicos esta ferramenta ainda ndo possui
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tradutores e, portanto, uma forma de processar os artigos PDF destes periddicos é por meio do

uso de um arquivo TXT que é o segundo formato proposto de entrada de dados.

6.2 Classificacéo de Sentencas

A partir dos artigos cientificos sobre a doenca Anemia Falciforme sugeridos pelos
especialistas, € possivel extrair informacdo. O primeiro passo da extracdo de informacédo é a
Classificacdo de Sentencas, cujo objetivo é construir um modelo de classificacdo adequado
que melhor represente as caracteristicas das sentencas de treinamento e, com isso, predizer
qual a categoria de uma nova sentenca.

A classificacdo de sentencas supervisionada é composta por trés fases: treinamento
(Fase 1), teste (Fase 2) e uso do modelo (Fase 3). Na Fase 1, o classificador é construido, a
fim de descrever o conjunto de sentencas. Este conjunto é rotulado em classes predefinidas.
Na Figura 22 sdo mostradas as classes predefinidas relacionadas a doenca AF com suas

respectivas sentencas.

+— classe 1 — efeito negativo
+ Recurrent stroke was observed once in an 8-year-old girl, 6 years after the initial event.

+ In 6 cases, transient hematologic toxicity was reported.

+— classe 2 — efeito positivo
+ The use of HU at MTD may bring additional benefit.

+ Used carefully, with frequent monitoring, hydroxyurea therapy was safe.

+— classe 3 — outros
+ The x-globin genotype was unknown formost of the patients.

+ In some adolescents, poor compliance was evident.

Figura 22 — Exemplo da estrutura dos arquivos de treinamento.

A partir do modelo criado, é necessario avaliar se 0 modelo gerado é adequado para
ser usado em sentencas cujo rétulo € desconhecido. Para isso, na Fase 2, sentencas que ndo
foram utilizadas no treinamento foram avaliadas com a medida de desempenho acuracia. Para
calcular a acurécia, o rotulo da sentenca testada é comparado com o rotulo da sentenca

classificada. O método de particionamento 10-Fold Cross-Validation foi utilizado para
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estimar a acurécia do classificador. Ap6s a avaliagdo das sentencas, 0 modelo criado foi
utilizado na Fase 3.

O processo de classificacdo de sentencas supervisionado apresentado na Figura 13 da
Secdo 5.2 foi utilizado. O processo € composto por trés etapas: Coleta dos Dados (Etapa 1),
Pré-processamento (Etapa 2) e Categorizacao (Etapa 3).

Na Etapa 1, o conjunto de sentencas de treinamento foi definido manualmente com a
ajuda do especialista do dominio da AF. Algumas sentencas deste conjunto e as respectivas
classes destas sentengcas podem ser vistas na Figura 22. Na Etapa 2, as sentencas sdo
estruturadas utilizando o modelo bag-of-words. A matriz atributo-valor é construida
utilizando a frequéncia minima igual a dois para selecionar os atributos que ocorreram no
minimo duas vezes nas sentencas, ou seja, 0s atributos que ocorreram somente uma vez ndo
foram considerados. Os atributos sdo formados de 1 a 3 gramas. A medida binaria, que
considera que o valor 1 representa a ocorréncia do n-grama na sentenca e o valor 0 caso
contrario, foi utilizada. As técnicas de balanceamento das sentencas e de remocao de ruido
também foram utilizadas para, respectivamente, balancear a distribuicdo das sentencas entre
as classes e remover sentencas que estejam dificultando e atrapalhando o aprendizado.

Na Etapa 3 € realizada a classificacdo das sentencas propriamente dita. Seis
algoritmos classicos de aprendizado de maquina foram escolhidos para serem avaliados na
classificagdo das sentencas. Os algoritmos escolhidos foram de diferentes paradigmas:
Support Vector Machine (SVM) e Naive Bayes (NB) sdo estatisticos; D3, J48, Prism e OneR
sdo algoritmos de aprendizado simbolico, os dois primeiros sdo algoritmos de arvore de
decis@o e os dois ultimos sdo algoritmos de regras utilizados na representacdo simbolica. Os
modelos criados para cada algoritmo foram avaliados com a medida de desempenho acuracia.
Este modelo foi utilizado para classificar novas sentencgas na Fase 3.

Na Figura 23 é mostrado um exemplo de sentencas que foram classificadas nas
respectivas classes: efeito negativo, efeito positivo e outros. Na Secéo 6.3, 0 objetivo € extrair
as informacdes que estdo presentes nas sentencas da classe “efeito negativo”. As sentencas
que foram classificadas em “efeito positivo” e em “outros” sdo descartadas. No exemplo da

Figura 23, o termo relevante a ser identificado na sentenca de “efeito negativo™ é “sepsis”.
¢ g
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Two patients who had quit transfusion subsequently died of sepsis.

Reduction of hospitalizations and VOCS on HU was significant in all 4 age groups,
when compared with baseline data.

The x-globin genotype was unknown for most of the patients.

In some adolescents, poor compliance was evident.

Modelo de AM

Efeito Negativo
Two patients who had quit transfusion subs€quently died of depsis.

Efeito Positivo

Reduction of hospitalizations and VOCS on HU whs significant in all 4 age groups,
when compared with baseline data.

v
Outros

The x-globin genotype was unknown for most of the patients.

In some adolescents, poor compliance was evident.

Figura 23 — Exemplo de sentencas da doenca Anemia Falciforme e as suas respectivas classificacoes.

6.3 Identificacdo de Termos Relevantes

Nesta etapa é necessario identificar os termos relevantes em cada uma das sentencas
de interesse (i.e., especificamente na classe efeito negativo). Para isso duas abordagens séo
utilizadas: dicionario e regra. O dicionario tem a funcdo de identificar os termos curados
armazenados no diciondrio nas sentencas de interesse, a fim de preencher o tipo-
relacionamento artigo/termo. O objetivo da regra é extrair automaticamente novos termos das
sentencas de interesse e armazena-los no dicionario. Os termos ja existentes no dicionario ndo
sdo armazenados novamente. A insercdo de termos no dicionario somente é realizada com
termos inexistentes no dicionario. E importante ressaltar que o dicionario ndo tem a
funcionalidade de extrair novos termos.

A seguir sdo apresentados exemplos destas duas abordagens no dominio da AF.

6.3.1 Abordagem de Extracdo de Informacao baseada em Dicionario

Como foi dito anteriormente, o dicionario tem a funcdo de identificar os termos
curados nas sentencas sobre efeitos negativos e, por conseguinte, preencher o tipo-
relacionamento artigo/termo. O dicionario terminolégico é composto pelas tabelas presentes

no esquema légico derivado do esquema conceitual parcialmente representado na Figura 24 e
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pelas tabelas auxiliares Lista de Exclusdo de Palavra (LEP) e Lista de Exclusdo de Termo
(LET).

Na Figura 24 ¢ ilustrado parte do esquema conceitual do banco de dados desenvolvido
neste mestrado, sendo que alguns atributos foram omitidos por questdo de simplificagcdo do
esquema. Existem cinco tipos entidade (Paper, Complication from Disease, Side Effect from
Treatment, Complication Variation e Side Effect Variation), sendo as duas Ultimas tipos
entidade fraca. O esquema conceitual Entidade-Relacionamento Estendido (EER) completo
do banco de dados pode ser visto no APENDICE A — ESQUEMA CONCEITUAL EER e 0
esquema logico relacional mapeado a partir deste esquema conceitual pode ser encontrado no
APENDICE B - ESQUEMA LOGICO RELACIONAL.

@ @ .Variat'\on
WholeSentence CuratedNewTer @ """""
PAPER N M | COMPLICATION |1 N COMPLICATION
P-C (DISEASE) VARIATION

N
- M| SIDEEFFECT |1 N SIDE EFFECT
\/ (TREATMENT) VARIATION

=== S | Tl
s RN
/ - N

908

Figura 24 — Esquema conceitual da Anemia Falciforme.

O tipo entidade Paper contém as informac6es do artigo, por exemplo, nome da revista,
titulo, autor e artigos nos formatos PDF, HTML, XML e TXT. Os tipos entidade
Complication e Side Effect armazenam informacdo sobre os termos, respectivamente,
relacionados a efeito negativo da doenca e a efeito negativo do tratamento. Alguns exemplos
de atributos desses tipos entidade sdo: nome do termo, acrénimo, se o termo foi curado, qual o
nome do curador e se o termo foi inserido no dicionario por um processo automatico ou
manual. Os tipos entidade fraca Complication Variation e Side Effect Variation armazenam as
variacGes dos nomes de cada termo. Um termo pode ser escrito de varias formas, isto €, pode
ter variagdes. Assim, o0s tipos entidade fraca Variation armazenam essas variagdes dos nomes
de cada termo.

O banco de dados contém termos que sdo curados e ndo curados. Somente 0s termos
curados e suas variacdes sdo utilizados para identificar se o termo esta presente na sentenca
(i.e., funcionalidade do dicionario). Na Tabela 10 é apresentado um exemplo de termos
curados e as suas variagdes. O nome do termo deve ser o nome mais genérico (e.g.,
hemorrhage) e 0s nomes das variacdes sdo 0s nomes mais especificos (e.g., central nervous

system hemorrhage e intracranial hemorrhage).
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Tabela 10 — Exemplos de termos e suas variagoes.

Termos Variagoes

acute respiratory distress syndrome
acute lung injury

ali

acute chest syndrome ards

chest pain

pulmonary insufficiency

tachypnea

cerebrovascular event
neurologic complication
cerebral vascular accident | neurologic problem
seizure

stroke

central nervous system hemorrhage

hemorrhage . .
intracranial hemorrhage

painful episode
pain pain crises
pain crisis

Na Tabela 38 e na Tabela 39 do APENDICE C — EFEITOS NEGATIVOS
CURADOS ilustram, respectivamente, os efeitos negativos da doenca (complicacdo) e os
efeitos negativos do tratamento (efeito colateral) que foram previamente cadastrados no
dicionério pelo especialista da doenca AF.

Para evitar a identificacdo de um termo que ja foi identificado previamente em um
artigo, € necessario o uso de dois atributos para controlar o processamento:
CuratedNewTerm e NewPaper (atributos destacados na cor azul na Figura 24). O
Algoritmo 1 controla a identificacdo de termos em novos artigos. O Algoritmo 2 gerencia a
identificacdo de novos termos em todos os artigos. Ambos os algoritmos foram explicados na
Secdo 5.3.1.

A LEP contém palavras comuns e gerais irrelevantes que ndo sdo relacionadas a
doenca AF (e.g., other, different, underlying) e palavras irrelevantes relacionadas a AF que
estdo associadas a algum termo relevante (e.g., em negrito: painful episodes, recurrent
splenic sequestration, primary stroke, multiple vasoocclusive). A LET contém termos
substantivos simples (e.g., dose, period, cohort, criteria), substantivos compostos (e.g., sickle
cell disease, sickle cell anemia) e siglas (e.g., hb, scd) relacionados a doenca AF que sdo
considerados como termos irrelevantes. A LEP auxiliard na exclusdo de palavras irrelevantes
que fazem parte do termo. A LET auxiliard a excluir um termo identificado erroneamente

(i.e., falso positivo).
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Na Tabela 11 e na Tabela 12 s&o mostrados exemplos de termos identificados e o
respectivo termo relevante extraido apds o uso das listas LEP e LET. Note que o termo
relevante extraido somente sera armazenado no dicionario se este mesmo termo nao existir no
dicionério. As tabelas LEP e LET sdo Uteis para auxiliar na extracdo de termos que serad
explicada na secéo a seguir (Secdo 6.3.2).

Tabela 11 — Exemplo de remogdo de palavra da tabela LEP.

Termo Identificado LEP Termo Relevante Extraido
secondary stroke secondary stroke
multiple vasoocclusive crises multiple vasoocclusive crises
recurrent splenic sequestration episodes | recurrent, episodes splenic sequestration

Tabela 12 — Exemplo de remocéo de termo que contém uma palavra da tabela LET.

Termo Identificado LET Termo Relevante Extraido

hydroxyurea administration | hydroxyurea | ~ --—------

dose titration dose | =00 e

blood counts blood | = -

Na Figura 25 sdo apresentados exemplos de sentencas com o0s termos relevantes
sublinhados. O dicionario auxiliara na identificacdo desses termos, a fim de preencher o tipo-
relacionamento entre o termo e o artigo. Um exemplo deste tipo-relacionamento é a relagdo P-

C (Paper-Complication) mostrado na Figura 24.

Anoxic brain injury occurred in three patients, central nervous system hemorrhage in
three, and infarction in three.

Hypersplenism, which was diagnosed in six patients, is a classical complication of SCD,
but recurrent splenic sequestration episodes are unusual in children aged 6 and 7 years,
Hb SC children excepted, and suggest hydroxyurea-induced hypersplenism.

During 426 patient-years of follow-up for patients with standard criteria, 3.3 acute chest
syndromes, 1.3 cerebrovascular events, and 1.1 osteonecrosis per 100 patient-years were
observed.

Among the specific causes were pulmonary fat embolism and 27 different infectious
pathogens.

Figura 25 — Exemplo de sentencas com termos relevantes sublinhados.

6.3.2 Abordagem de Extracdo de Informacao baseada em Regra
A abordagem baseada em regra € utilizada para extrair automaticamente termos
relevantes, por meio de padrbes encontrados nas sentencgas de interesse (i.e., sentencas sobre

efeito negativo da doenca AF). O etiquetador Part-Of-Speech (POS) é utilizado para
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classificar as palavras em suas respectivas classes gramaticais (i.e., classificar nas classes
substantivo, adjetivo, verbo, dentre outras).

Na Tabela 13 € apresentado um exemplo de uma sentenca etiquetada. O padrdo das
etiquetas utilizado foi o padrdo Penn Treebank (MARCUS; MARCINKIEWICZ;
SANTORINI, 1993).

Tabela 13 — Exemplo de sentenca etiquetada.

Sentenca Six patients with persistently abnormal TCD results developed stroke.

Sentenca Six_CD patients_ NNS with_IN persistently RB abnormal_JJ TCD_NNP results_NNS
Etiquetada | developed VBD stroke_NN ._.

Inicialmente, foram analisadas manualmente algumas sentencas de artigos cientificos
sobre efeitos negativos da doenga AF, com o intuito de formar o conjunto de regras a ser
usado no processo de extracdo de informacdo. Com isto, foi possivel identificar padrdes para
serem usados na formacao das regras. Esses padrdes foram utilizados em duas estratégias
complementares para extrair informacdo das sentencas: Verbo e Expresséo com POS
(Estratégia 1) e somente POS (Estratégia 2). Estas estratégias foram explicadas na Secao
5.3.2. A seguir serdo apresentados os padroes POS criados para cada uma dessas estratégias

na classe de interesse efeito negativo.

Estratégia 1: Uso de verbo e expressdo com POS para extracao de termos relevantes

Os padrdes POS criados e utilizados na Estratégia 1 podem ser vistos na Tabela 14. As
etiquetas com o simbolo til (~) significa negacdo e com o simbolo de interrogacdo (?)
significa optativo (i.e., a etiqueta pode estar presente ou ndo). Considere o padrdo 1.3 a titulo
de exemplo: a expressao regular casara com este padrdo se o termo for um adjetivo (JJ)
seguido de um substantivo (NN) e que ndo comece com um adjetivo (~JJ) e nem termine com

um substantivo (~NN).

Tabela 14 — Padrdo POS da Estratégia 1.

NuUmero Padré&o
1.0t (JJ_JJ_NN_NN_(NN)?)
1.1t (~JJ)_(JJ_NN_NN_(NN)?)
1.2t (JJ_JJ_NN) (=NN)
1.3 (~JJ) _(JI_NN) (=NN)
1.4 ((=NN)&(=JJ)) (NN_NN) ( (=NN)&(~JJ))
1.5 ((=NN)&(~JJ))_(NN)_(=NN)
1 Padrdo também utilizado na Estratégia 2.
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Além das etiquetas JJ (adjetivo) e NN (substantivo), as etiquetas JIR (adjetivo
comparativo), JJS (adjetivo superlativo), NNP (nome préprio) e NNS (substantivo no plural)
foram utilizadas para formar as regras. Estas etiquetas ndo foram acrescentadas na Tabela 14
por questdo de simplificagdo do padréo.

Esta estratégia consiste em aplicar os padrdes POS da Tabela 14 em todas as sentencas
que tiverem um verbo representativo ou uma expressao composta representativa. Entende-se
por representativo, uma informacdo que pode caracterizar um termo importante na sentenca.
O verbo representativo encontra-se no passado, na voz passiva ou na voz ativa. O termo pode

estar antes ou depois do verbo. Na Tabela 15 sdo apresentados 0s verbos representativos.

Tabela 15 — Verbos representativos.

Verbos no Passado Voz (ativa ou passiva) | Termo (antes ou depois do verbo)
to document, to diagnose, to observe passiva antes
to observe of passiva depois
to develop, to occur ativa antes
to develop, to have ativa depois

Na Figura 26 ¢é apresentado um exemplo de extracdo de termos de uma sentenca com
um verbo representativo “to observe” na voz passiva. No passo 1 da Figura 26, pode-se
observar que os termos relevantes estdo sublinhados e todos os termos encontram-se antes do
verbo representativo que esta destacado na cor amarela.

No passo 2 da Figura 26, a “Parte Especifica” da sentenga, destacada na cor cinza, é

selecionada por meio da indicacdo do verbo. Primeiramente, é aplicado dois padrdes POS na
parte especifica selecionada para eliminar falsos positivos: padrdo 1 [A —Za—z]{1,3}/
[A—Za—z] {1,3}_NN[PS]? e padréo 2 (J])? _NN_(of_IN) . Nesta sentenga, o padréo 2 é
utilizado para remover o substantivo “patient-years” seguido da preposi¢do “of”. O falso
positivo indicado pela cor vermelha na Figura 26 é removido e o substantivo “patient-years”,
caso nao esteja presente na Lista de Exclusdo de Palavra, € inserido automaticamente nesta
lista com o intuito de remover futuros falsos positivos.

Em seguida, no passo 3 da Figura 26, os padrdes POS da Tabela 14 sdo aplicados na
parte especifica a fim de identificar termos candidatos. Os termos candidatos podem ser vistos
na figura na cor turquesa. Para remover os falsos positivos destacados na cor vermelho, a
Lista de Exclusdo de Palavra (LEP) e a Lista de Exclusdo de Termo (LET) sdo consultadas.
Com o auxilio da LEP, os substantivos “patients” e “patient-years” sdo eliminados. Perceba

que este Ultimo substantivo foi inserido na LEP automaticamente pelo padrdo POS aplicado
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no passo 2. Com o auxilio da LET, o termo falso positivo “standard criteria” também ¢
removido. Esta remogdo somente foi possivel porque a palavra “criteria”, pertencente & LET,
indica que o termo candidato ndo é um termo relevante. Na Tabela 16 pode ser visto todos o0s
termos candidatos identificados nesse exemplo e qual o padrdo POS que identificou o termo
candidato.

Por fim, ap6s a remoc¢do dos falsos positivos nos passos 2 e 3, 0s seguintes termos
relevantes foram extraidos como mostrado no passo 4 da Figura 26: “acute chest syndromes”,

"cerebrovascular events" e "osteonecrosis".

Tabela 16 — Termos candidatos identificados na sentencga da Figura 26.

Termos Candidatos | Padréo POS da Tabela 14
patients 1.5
standard criteria 1.3
acute chest syndromes 1.1
cerebrovascular events 1.3
osteonecrosis 1.5
patient-years 1.5

Estratégia 1:
During 426 patient-years of follow-up for patients with standard criteria, 3.3 acute chest Verbo e Expressdo com POS

syndromes, 1.3 cerebrovascular events, and 1.1 osteonecrosis per 100 patient-years were 1. Verbo ou Expressio Composta
observed.

2. Parte Especifica
— Remociao de Falso Positivo
! ! 3. Termo Candidato
— Remocio de Falso Positivo
During 426 patient-years of follow-up for patients with standard criteria, 3.3 acute || 4. Termo Relevante
chest syndromes, 1.3 cerebrovascular events, and 1.1 osteonecrosis per 100 patient-

years were observed. Exemplos POS:
- JI_JI.NN
- JI.NN
= ‘ _ - NN
£L,
During 426 follow-up for patients with standard criteria, 3.3 acute chest syndromes, Termos Relevantes
1.3 cerebrovascular events, and 1.1 osteonecrosis per 100 patient-years were observed. Extraidos:

—» acute chest syndromes

: : _____——+p cerebrovascular events
During 426 follow-up for with, 3.3 acute chest syndromes, 1.3 cerebrovascular events,
and 1.1 osteonecrosis per 100 were observed. » osteonecrosis

Figura 26 — Exemplo de termos extraidos de uma sentenga por meio do verbo “to observe ” na voz passiva.

Além dos verbos representativos, também é possivel identificar um termo por meio de
expressdes compostas representativas. Na Tabela 17 sdo apresentadas essas expressdes
compostas. O termo pode estar antes ou depois da expressdo. Na Figura 27 é apresentado um

exemplo de extragdo de termos de uma sentenga com a expressao composta “caused by”.
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Tabela 17 — Expressfes compostas representativas.

Expressdes Compostas Termo (antes ou depois da expresséo)

prevalence of, diagnosis of,
at risk of, died of, died from, depois
was associated with

caused by antes e depois

Estratégia 1:
Verbo e Expressao com POS

Mycoplasma and viral pneumonia, including that caused by parvovirus, occurred in all - oo
age groups, but predominated among young children. 1. Verbo ou Expressio Composta

2. Parte Especifica
— Remocao de Falso Positivo
I I 3. Termo Candidato
> — Remociao de Falso Positivo
4. Termo Relevante

Mycoplasma and viral pneumonia, including that caused by parvovirus, occurred in all

age groups, but predominated among young children. [ Ex emplos POS:

— JJI NN
~ JI NN

Mycoplasma and viral pneumonia. including that caused by parvovirus, occurred in all
age groups, but predominated among young children.

Termos Relevantes
Extraidos:

mycoplasma

;——-"’//-—7 viral pneumonia

Mycoplasma and viral pneumonia, including that caused by parvovirus, occurre%
age groups, but predominated among young children.

v

> parvovirus

Figura 27 — Exemplo de termos extraidos de uma sentenga por meio da expressao composta “caused by”.

No passo 1 da Figura 27, pode-se observar que os termos relevantes estdo sublinhados
e dois deles encontram-se antes da expressao composta e um termo encontra-se depois da
expressdo composta. Nota-se que nesta sentenca existe tanto uma expressdo composta
representativa quanto um verbo representativo. Ambos estdo destacados na cor amarela. A
identificacdo de termos relevantes por um verbo representativo foi explicada no exemplo
anterior e ndo sera explicada aqui novamente. Contudo, é importante ressaltar que os trés
termos identificados pela expressdo composta “caused by” também sdo identificados pelo
verbo “occur”. No passo 2 da Figura 27, a “Parte Especifica” da sentenga, destacada na cor
cinza, é selecionada por meio da indicacdo da expressdo composta. Nenhum falso positivo foi
identificado nesta sentenca. Em seguida, no passo 3 da Figura 27 os padrdes POS da Tabela
14 sdo aplicados na parte especifica a fim de identificar termos candidatos. Os termos
candidatos podem ser vistos na figura na cor turquesa. Nenhum falso positivo também foi
identificado. Por fim, trés termos relevantes foram extraidos por meio da expressdo composta

“caused by” e dos padrdes POS, conforme mostrado no passo 4 da Figura 27. Os termos
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“mycoplasma” e “parvovirus” foram identificados pelo padrédo 1.5 da Tabela 14; e o termo
“viral pneumonia” foi identificado pelo padrao 1.3.

Além da possibilidade de extrair termos utilizando separadamente verbo e expressdo
composta, também é possivel identificar termos utilizando a combinacdo de verbo e
expressdo. Na Tabela 18 séo apresentados quais sdo esses verbos representativos e qual a
expressdo composta representativa utilizada conjuntamente. A expressdo regular somente
casara com a sentenca se, e somente se, existir um destes quatros verbos e se existir a

expressao composta “because of” na sentenga. O termo esta depois da expressdo composta.

Tabela 18 — Verbos com expressdo composta.

Voz Expressio Termo
Verbos G G o) Composta (antes ou de~p0|s da
expressao)
0 stot%, itr?i ;gferrupt, passiva because of depois
to undergo ativa because of depois

Na Figura 28 é apresentado um exemplo de extracdo de termos de uma sentenga com o
verbo representativo “t0 Stop” na voz passiva, juntamente com a expressao composta

“pbecause of”.

Estratégia 1:

Hydroxyurea was stopped in seven of these patients (one because of headache, one MU R DT
because of hypersplenism, one because TCD velocity became abnormal, and four || 1. Verbo ou Expressio Composta
because of treatment failure). 2. Parte Especifica
— Remocio de Falso Positivo
I ! 3. Termo Candidato
' ~ — Remocio de Falso Positivo
Hydroxyurea was stopped in seven of these patients (one because of headache, one || 4. Termo Relevante

because of hypersplenism, one because TCD velocity became abnormal, and four
because of treatment failure). Exemplos POS:

- JI_JINN
- I NN

Hydroxyurea was stopped in seven of these patients (one because of headache, one

because of hypersplenism, one because TCD velocity became abnormal, and four Termos Relevantes
because of treatment failure). Extraidos:

» headache
{4 —e

Hydroxyurea was stopped in seven of these patients (one because of headache. one—T> hypersplenism
because of hypersplenism, one because TCD velocity became abnormal, and four
because of treatment failure)

» treatment failure

Figura 28 — Exemplo de termos extraidos de uma sentenga por meio da ocorréncia conjunta do verbo “to stop” e
da expressdo composta because of”.

No passo 1 da Figura 28, pode-se observar que os termos relevantes estdo sublinhados

e todos os termos encontram-se depois da expressdo composta “because of” que estd
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destacada na cor amarela. No passo 2 da Figura 28, a “Parte Especifica” da sentenga,
destacada na cor cinza, € selecionada por meio da indicagdo da expressdo composta. Nenhum
falso positivo foi identificado nesta sentenga. Em seguida, no passo 3 da Figura 28 os padrdes
POS da Tabela 14 sdo aplicados na parte especifica a fim de identificar termos candidatos. Os
termos candidatos podem ser vistos na figura na cor turquesa. Nenhum falso positivo também
foi identificado. Por fim, no passo 4 da Figura 28, trés termos relevantes foram extraidos. Os
termos “headache” e “hypersplenism” foram identificados pelo padrdo 1.5 da Tabela 14; e 0
termo “treatment failure” foi identificado pelo padréo 1.4.

Todas as expressdes regulares desenvolvidas para a Estratégia 1 podem ser
encontradas em linguagem de alto nivel e na linguagem de programacao Java no APENDICE
D — EXPRESSOES REGULARES DA ESTRATEGIA 1.

Estratégia 2: Uso de POS para a extragdo de termos relevantes

A Estratégia 1 utiliza verbos e expressdes compostas representativos para identificar
se uma sentenca pode conter um termo relevante. A partir desta indicacdo, padrées POS sédo
utilizados para extrair o termo relevante somente em uma parte especifica da sentenca. Esta
parte especifica pode ser antes ou depois do verbo ou da expressdo. A vantagem de extrair
informacdo em somente uma parte especifica da sentenca € que com isso diminui-se a
possibilidade de se extrair falsos positivos. Contudo, alguns termos relevantes deixam de ser
extraidos, seja porque parte da sentenca nao foi selecionada devido a restricdo de selecéo de
uma parte especifica da sentenca ou porque a sentenca ndo contém um verbo ou expressdo
representativos.

Desse modo, ha a necessidade de utilizar padrées POS mais especificos aplicados em
toda a sentenca, a fim de identificar termos relevantes que a Estratégia 1 ndo conseguiu
extrair. Esta segunda estratégia somente utiliza padrGes POS para extrair um termo,
diferentemente da primeira que além do POS também utiliza de verbos e expressdes
representativos. A partir da analise manual de algumas sentencas de artigos cientificos sobre
efeitos negativos da doenca AF, os padrdes POS apresentados na Tabela 19 foram criados e
utilizados nesta estratégia.

Além das etiquetas JJ (adjetivo) e NN (substantivo), as etiquetas JJR (adjetivo
comparativo), JJS (adjetivo superlativo) e NNS (substantivo no plural) foram utilizadas. Estas

etiquetas ndo foram acrescentadas na Tabela 19 por questdo de simplificacdo do padrao.
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Tabela 19 — Padrdo POS da Estratégia 2.

Numero Padréo
1.0t (JI_JJI_NN_NN_(NN)?)
1.1t (~JJ)_(JI_NN_NN_(NN)?)
1.2t (JI_JI_NN) (=NN)
2.0 (~JJ)_(JI_NN_IN_JJ_NN) (=NN)
2.1 ((=JJ)_NN_IN)_(JI_NN) (=NN)
3.0 | (~JJ) (JJ_NN)_(IN_NN_NN_NN)
31 | (~3J) (JJ_NN_IN_NN_NN) (~NN)
3.2 | ((~37) JI_NN_IN)_(NN) (~NN)

! Padréo também utilizado na Estratégia 1.

Os trés primeiros padrdes também foram utilizados na Estratégia 1. Os outros padrdes
da Estratégia 1 ndo foram utilizados pela Estratégia 2, porque na Estratégia 2 os padrdes POS
sdo aplicados em todas as sentencas, 0 que pode extrair muitos falsos positivos. Na Estrategia
1 ndo acontece este problema, porque somente uma parte especifica da sentenca delimitada
por um verbo ou expressado € processada.

Na Figura 29 é possivel perceber que todos os termos relevantes (i.e., sublinhados) e
que estdo destacados na cor turquesa, ndo séo extraidos pela Estratégia 1. Para a identificacdo
desses termos, € necessario aplicar os passos explicados na Figura 17 da Secéo 5.3.2.

Na Tabela 20 sdo mostrados os termos candidatos identificados, qual o padrdo POS
que identificou o termo e qual o termo apds ter sido removido as palavras presentes na LEP

(palavras em vermelho na Figura 29, como recurrent e episodes).

When the acute chest syndrome was diagnosed, patients had hypoxia, decreasing
hemoglobin values, and progressive multilobar pneumonia.

Anoxic brain injury occurred in three patients, central nervous system hemorrhage in
three, and infarction in three.

Hypersplenism, which was diagnosed in six patients, is a classical complication of SCD,
but recurrent splenic sequestration episodes are unusual in children aged 6 and 7 years,
Hb SC children excepted, and suggest hydroxyurea-induced hypersplenism.

Among the specific causes were pulmonary fat embolism and 27 different infectious
pathogens.

All these observations converge to suggest that hydroxyurea can prevent or delay
functional asplenia, increasing the risk and lengthening the at-risk period for acute
splenic sequestration episodes.

Persistent TCD elevation signals ongoing stroke risk.

Figura 29 — Exemplo de sentengas cujos termos destacados na cor turquesa sdo selecionados pela Estratégia 2.
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Tabela 20 — Exemplos de termos candidatos identificados nas sentencas da Figura 29.

Termos Candidatos Paql_fg)er;olg 26 Termo apos o uso da LEP
progressive multilobar pneumonia 1.2 progressive multilobar pneumonia
central nervous system hemorrhage 1.0 central nervous system hemorrhage
recurrent splenic sequestration episodes 1.0 splenic sequestration
pulmonary fat embolism 1.2 pulmonary fat embolism
different infectious pathogens 1.2 infectious pathogens
acute splenic sequestration episodes 1.0 acute splenic sequestration
ongoing stroke risk 1.1 stroke risk

As expressbes regulares desenvolvidas para a Estratégia 2 (POS) podem ser
encontradas na linguagem de programacdo Java no APENDICE E — EXPRESSOES
REGULARES DA ESTRATEGIA 2.

6.4 Gerenciamento de Termos

Nesta etapa, o especialista pode realizar quatro operagdes: inserir novos termos
(Operacdo 1); hierarquizar termos (Operacéo 2), isto é, definir um termo como uma variacéo
de um outro termo; validar termos extraidos automaticamente pela abordagem de regra
(Operacao 3), isto €, remover falso positivo ou definir o termo como termo relevante (i.e.,
termo curado); e mover um termo extraido de um tipo de categoria para outra (Operagéo 4).

Na Operacdo 1, o termo somente é inserido no dicionario se 0 mesmo for realmente
um novo termo. Na Operacdo 2, o objetivo é definir um termo e suas variacdes para evitar
identificacdo de um termo mais de uma vez pela abordagem de dicionario. Por exemplo,
suponha que existam no dicionario 0s termos curados “parvovirus” e “parvovirus bl9
infection”. Considere que o dicionario seleciona estes dois termos para identificar se 0s
mesmos estdo presentes na sentenca da Figura 30. A identificacdo realizada pelo dicionario
estara equivocada, pois os dois termos serdo identificados nessa sentenca. O correto é somente
a identificacdo do termo mais especifico, que neste caso é “parvovirus b19 infection” (termo
sublinhado na Figura 30). Portanto, é necessario que os termos sejam hierarquizados de um
nivel geral (termo “parvovirus”) para o mais especifico (variacdo “parvovirus b19 infection”).
Na Tabela 21 sdo apresentados exemplos corretos de termos e suas variacdes, a fim de evitar

esse problema.
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In six patients (one in the hydroxyurea group) parvovirus bl9 infection developed

during treatment.

Figura 30 — Exemplo de sentenga que mostra a identificacdo erradamente de dois termos.

Tabela 21 — Exemplos corretos de termos e suas respectivas variacoes.

Termos Variagoes

central nervous system hemorrhage

hemorrhage . .
intracranial hemorrhage

acute splenic sequestration
hypersplenism

loss of spleen
splenomegaly

splenic sequestration

vasoocclusive pain episode
vasoocclusive crises
vasoocclusive crisis
vascular occlusion

vasoocclusive

Na Operacgéo 3, 0 objetivo é identificar se o termo ndo curado é realmente um termo
ou é um falso positivo. Se for um falso positivo, o termo ndo curado deve ser excluido. Caso
contrario, € definido como termo curado. Na Operacao 4, o objetivo € mover o termo e suas
variacdes que foram inseridos na categoria de efeito negativo do tratamento (efeito colateral)
para a categoria correta. Por exemplo, considere que o termo “priapism” foi inserido na
categoria efeito colateral. Contudo, o termo € uma complicacéo da doenca AF e ndo um efeito
colateral originado do tratamento. Portanto, o termo “priapism” deve ser movido da categoria
efeito colateral para a categoria complicacao.

O especialista tem um papel importante no gerenciamento dos termos. Nesta
instanciacdo, a Dra. Ana Cristina Silva Pinto da Universidade de Sdo Paulo do Campus de
Ribeirdo Preto foi a especialista responsavel pela realizacdo das operacdes aqui descritas para

0s termos presentes no dicionario sobre a doenca AF.

6.5 Ferramentas Desenvolvidas

A seguir sdo apresentadas as trés ferramentas que dao suporte as trés Gltimas etapas da
metodologia proposta para a extracdo de informacdo no dominio biomédico (Figura 31), a
saber: ferramenta SCA-Classifier desenvolvida para auxiliar na Classificacdo de Sentencas
(Etapa 2), ferramenta SCA-Extractor para auxiliar a etapa da Identificacdo de Termos
Relevantes (Etapa 3) e SCA-TermManager para dar suporte ao especialista no Gerenciamento
de Termos (Etapa 4). A sigla SCA, colocada como acrénimo inicial nos nomes das

ferramentas, significa doenca Anemia Falciforme em inglés (i.e., Sickle Cell Anemia).
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Figura 31 — Ferramentas desenvolvidas para as trés Gltimas etapas da metodologia.

Todas as ferramentas foram desenvolvidas para o ambiente desktop, utilizando a
linguagem de programacéo Java (SUN MICROSYSTEMS). Portanto, as mesmas podem ser
executadas em diversos sistemas operacionais como Windows, Linux ou Mac OS. A versao
mais atual das ferramentas pode ser baixada a partir da seguinte URL
http://gbd.dc.ufscar.br/~pablofmatos/.

6.5.1 SCA-Classifier

A ferramenta SCA-Classifier tem o objetivo de ser um ambiente de aprendizado de
maquina que possibilite ao usuario criar o melhor modelo de classificacdo que represente 0s
dados de treinamento, de acordo com os resultados de acuracia de alguns classificadores em
combinagdo com alguns filtros. Os algoritmos e os filtros utilizados pela ferramenta foram
implementados utilizando da API (Application Programming Interface) do Weka (HALL et
al., 2009). A ideia da criacdo deste ambiente é possibilitar ao usuario, que tenha um
conhecimento inicial de conceitos de aprendizado de maquina, a realizacdo de experimentos
de uma forma prética e rapida.

Na Figura 32 sdo apresentadas as fases de treinamento e de teste nesta ferramenta.
Como pode ser observado, é possivel selecionar quais filtros serdo usados (passo 1), quais
algoritmos de aprendizado de maquina serdo usados (passo 2), além de outras caracteristicas,
como selecdo de atributo, remocéo de stopword ou uso de stemmer (passo 3).

Antes de iniciar o processo de classificacdo, é necessario selecionar se o conjunto de

sentengas sera treinado e testado ou se serd criado o modelo de classificacdo (Figura 32, area
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1). A diferenca é que na primeira selecdo (Training & Test Classification), o objetivo é
permitir visualizar o resultado (e.g., precisdo, revocacdo e acuracia) dos algoritmos
selecionados no passo 2, sem ter a necessidade de se criar o modelo de classificagdo. O
método de particionamento 10-Fold Cross-Validation é utilizado para estimar a acuracia do
classificador.

&, SCA-Classifier =

File Help

{Training & Test Phase || Model Use Phase | Opﬁons|

Step 1: Select Fitters The order of the selected FILTERS is the same will be executed by the program!

Unselected Filters Selected Filters
Remove Misclassified (148) 1. String2WordVector®
Resample (Bias 1) 2. Reorder®
>
Randomize l—J 3. Numeric to Nominal*
<<

*Mandatory Filters

Step 2: Select Algorithms

Unselected Algorithms Selected Algorithms

MNaive Bayes (NB)

OneR.

Prism

o3

J48

Support Vector Machine (SYIM)

d

=5

<

d

The order of the selected ALGORITHMS is the same wil be executed by the program!

Step 3: Other Filters
Attribute Selection:

None — 7 Chi Squared () Information Gain (7 Gain Ratio

[ Stopword Removal [] Use Stemmer
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Figura 32 — Ferramenta SCA-Classifier: fases de treinamento e teste.

Apos as fases de treinamento e de teste, 0 modelo criado pode ser utilizado para
classificar novas sentencas. Esta fase é a fase do uso do modelo que pode ser observada na
Figura 33. Nesta fase, o objetivo € classificar sentencas novas (i.e., sentencas que nao foram
treinadas) de acordo com o modelo de classificagdo criado. Antes de classificar as sentencas,
é possivel selecionar o formato de entrada dos dados (XML ou TXT) e se a classificacdo sera
realizada em todas as secGes ou em secOes especificas (i.e., abstract, results e discussion)

(Figura 33, area 1).

& SCA-Classifier = —

File Help

| Training & Test Phase || Model Use Phase | Opﬁons|

Step 1: Classify the Sentences

Model File:

¥ Select Mode!
Attribute Structure (ARFF file):

¥ Select Structure

Paper Format:

| TXT & XML =) *) All Sections @ Some Sections é Classify Sentences

Figura 33 — Ferramenta SCA-Classifier: fase de uso do modelo de classificacéo.
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6.5.2 SCA-Extractor

A ferramenta SCA-Extractor tem o objetivo de auxiliar o usuario medico na extragdo
das principais informacfes dos artigos cientificos sobre a doenca Anemia Falciforme. Na
Figura 34 é apresentado 0 modulo de extracdo de informacdo da ferramenta que consiste em
dois passos: no primeiro passo, € necessario selecionar quais os artigos que serdo processados
e qual o formato do artigo (4rea 1 da figura). Os nUmeros dos artigos significam o
identificador do artigo armazenado no banco de dados. O formato escolhido pode ser XML ou
TXT. Uma das trés amostras também pode ser escolhida. Cada amostra esta relacionada com
uma quantidade de sentencas. O nimero associado a cada amostra significa a quantidade de
sentenca daquela amostra. Por exemplo, Amostra600 possui 600 sentencas dos artigos 1, 2, 5,
6, 8 e 11. Estas amostras predefinidas sdo as amostras usadas em testes preliminares e depois

em testes subsequentes para a validagdo do processo de extragéo.

=3 SCA-Extractor [E=REE
File Help
| Paper Manager | Information Extraction [IE)| Opﬁgns|
Step 1: Select Paper The paper numbers means the ID number stored in the database!
r—
4 Unselected Papers l 1 ' Selected Papers )
1 -
2 =
2 E =
5
<<
: ===
@ Paper Format:
Sample250 Sample600 Sample300 T =
\ Refresh Paper Y,
Step 2: Information Extraction m
C— )
Sentence Classification 5 All Sections @ Some Sections
Sentence Model: Classify the sentence?
J
Identification of Relevant Term
Dictionary: |_j Rule: %  Strategy Resource
Use it? POS & Verb-Expression V| WordExclusionList
POs V| TermExdusionList
POS Model from Stanford:
| Start Information Extraction |

Figura 34 — Ferramenta SCA-Extractor: modulo de extracdo de informagéo.
No segundo passo, é necessario selecionar as abordagens de extracdo de informacao
que serdo utilizadas: Aprendizado de Maquina — Classificacdo de Sentencas (area 2),

Dicionério (area 3) ou Regra (area 4).
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Na classificacdo de sentencas (&rea 2), precisa-se selecionar o modelo de classifica¢éo
utilizado. O modelo € criado por meio da ferramenta SCA-Classifier, explicado na Se¢do
6.5.1. Pode-se escolher se a classificagdo sera realizada em todas as se¢fes ou em secbes
especificas (i.e., abstract, results e discussion). A permissdo de selecionar somente estas trés
secOes foi decidida a partir de uma analise manual nos artigos cientificos, juntamente com o
aval do especialista. Nesta analise percebeu que os efeitos negativo e positivo ocorrem
majoritariamente nestas secdes. O processamento em sentencas de algumas secGes permite
gue menos sentengas sejam selecionadas e, por conseguinte, permite a extracdo de uma menor
quantidade de falsos positivos. Por outro lado, informagdes sobre tratamento (ndo tratado
nesta dissertacdo) foram identificadas em todo o artigo.

A funcdo do dicionério (area 3) é identificar nas sentencas a presenca dos termos
curados e preencher o tipo-relacionamento artigo/termo. Na abordagem de dicionario somente
séo selecionados os termos que foram curados. Na abordagem de regra (area 4), é possivel
selecionar se a Lista de Exclusdo de Palavra e a Lista de Exclusdo de Termo serdo utilizados
para auxiliar na exclusao de falsos positivos. Também € possivel escolher qual das estratégias
de extracdo utilizar (Verbo e Expressdao com POS, POS ou ambas).

Para utilizar uma das estratégias de extracdo, primeiramente € necessario selecionar
qual o etiquetador Part-Of-Speech (POS) sera utilizado. Existem varios etiquetadores POS
publicados na literatura para o idioma inglés e qualquer um deles poderia ser utilizado. Na
ferramenta SCA-Extractor, o etiquetador POS utilizado foi o da universidade de Stanford
(THE STANFORD NATURAL LANGUAGE PROCESSING GROUP, 2010). Este
etiquetador utiliza o algoritmo de aprendizado de maquina Entropia Méaxima para calcular
estatisticamente a probabilidade de uma palavra pertencer a uma determinada classe
gramatical. Detalhes deste etiquetador podem ser encontrados em Toutanova e Manning
(2000) e Toutanova et al. (2003). Para utilizar esse etiquetador é necessario escolher um dos
trés modelos de aprendizado disponiveis para o idioma inglés. A escolha dos modelos varia
de acordo com a necessidade de desempenho. Quanto mais preciso for o modelo, mais tempo
o0 etiquetador levara para etiquetar as palavras das sentencas. Na Tabela 22 sdo apresentadas
as principais caracteristicas desses modelos e o desempenho em relacdo a acurécia e ao
tempo.

Os artigos, que sdo utilizados na extracdo de informacdo (Figura 34) devem ser
previamente inseridos no banco de dados. O mddulo de gerenciamento de artigo da Figura 35
foi desenvolvido para auxiliar nessa inser¢cdo. Para inserir novos artigos € necessario que oS

mesmos estejam enumerados para cada formato (e.g., 1.pdf, 1.html, 1.txt, 1.xml). O namero
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de cada artigo é unico. Antes de inserir os artigos no banco de dados, é possivel verificar

quais sdo os artigos existentes.

Tabela 22 — Trés modelos de etiquetagem POS da universidade de Stanford.

Modelo POS Caracteristica Desempepho D ygeing
(Acurécia) (Tempo)
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Figura 35 — Ferramenta SCA-Extractor: modulo de gerenciamento de artigo.
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As principais classes da ferramenta SCA-Extractor foram modeladas na ferramenta de
UML (Unified Modeling Language) Jude Community 5.4.1 (JUDE, 2010) e encontram-se no
APENDICE F — DIAGRAMA DE CLASSES.

6.5.3 SCA-TermManager

A ferramenta SCA-TermManager foi desenvolvida para auxiliar o especialista no
gerenciamento dos termos (Figura 36). O especialista pode realizar quatro operacdes: inserir
novos termos (Operacdo 1); hierarquizar termos (Operacdo 2); validar termos extraidos
automaticamente pela abordagem de regra (Operacdo 3); e mover um termo extraido de uma

categoria para outra categoria (Operagéo 4).

% SCA-TermManager [ = é
File Help
Term Manager
Choose Search I 5 l
— = = 1 l ") (Name of the Term: u A
Select Term Type: | Side Effect - [ Term with variation only
Default selection: not curated terms and extracted terms automatically!
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Move Term to:™ | None hdl @ Move r]j4 kNone w | |None w | |None > )
|
| | S
Term List f? Count: 33
{Terms ‘ , )
s} Mame Acronym Curated Save Delete
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5 acute splenic sequestration [ ] [ B
I 10 hemorrhage [
25 hepatic insuffidency [¥] ] [E
13 hypertension [¥] [E ]
11 |infarct 0 O] 0 -
. J
@ Add Term @ Save Term @ Delete Term @ Refresh Term
Variation List ﬁ?) Count: 2
Variations u
D Name Save Delete
10 central nervous system hemarrhage &) [l
10 intracranion hemorrhage ) ]
@ Add Variation @ Save Variation @ Delete Variation @ Refresh Variation

Figura 36 — Ferramenta SCA-TermManager.

A ferramenta possibilita a insercdo de novos termos pelo especialista (Operacao 1).
Todos esses novos termos sdo inseridos no diciondrio como termos curados. Para inserir
novos termos, o especialista primeiramente deve selecionar qual o tipo/categoria do termo a
ser curado (area 1 da Figura 36). Apos a selecdo da categoria do termo, o especialista pode

inserir um novo termo (area 2). Na area 2 sdo mostrados os termos sobre efeito colateral (side
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effect). Por padrdo, sdo selecionados do banco de dados todos os termos que foram extraidos
automaticamente pela abordagem de regra e que ainda ndo foram curados.

O especialista pode hierarquizar novos termos ou termos existentes (Operagéo 2). Para
isto, € necessario adicionar os nomes das variagdes para um determinando termo (area 3). Ele
também pode validar os termos extraidos (Operacdo 3). A validacdo pode ser feita de duas
formas (area 2 da Figura 36): 1) removendo os falsos positivos, isto é, termos que foram
extraidos, mas que nao sdo termos; 2) ou definindo o termo extraido como termo curado.

Além dos termos poderem ser editados ou excluidos, os termos também podem ser
movidos de uma categoria para outra (Operagéo 4). Por exemplo: suponha que o termo “acute
splenic sequestration” ndo seja um termo de efeito colateral e sim, uma complicagdo. O
especialista pode decidir mover o termo para a categoria complicagao (&rea 4).

Além das quatros operacdes apresentadas anteriormente e fornecidas pela ferramenta
SCA-TermManager, o especialista tambem pode pesquisar por alguns termos (area 5). Nesta
area é possivel visualizar os termos que foram curados (curated term = yes), 0S termos
que foram curados, mas que ja foram processados por algum artigo (curated new term =
no), os termos que foram inseridos manualmente (automatic = no) ou ainda somente 0s

termos com alguma variagéo.

6.6 ConsideracOes Finais

Neste capitulo, a metodologia proposta para extracdo de informacdo descrita no
Capitulo 5 foi instanciada para a doenca Anemia Falciforme. A instanciacédo foi realizada em
todas as etapas da metodologia: Entrada de Dados (Etapa 1), Classificacdo de Sentencas
(Etapa 2), Identificacdo de Termos Relevantes (Etapa 3) e Gerenciamento de Termos (Etapa
4).

Na Etapa 1, os artigos cientificos nos formatos XML ou TXT foram selecionados. A
Etapa 2, por sua vez, € uma etapa muito importante, pois ela € responsavel por distinguir as
sentencas relevantes das irrelevantes. A Etapa 2 fornece uma confianca em relacdo ao uso do
verbo “to have”. O verbo “to have”, por si s6, nao necessariamente indica que em uma
determinada sentenca tem um termo relevante. Por exemplo, considere a seguinte sentenca:
“Children younger than 2 years had clinical response similar to older patients, except for
days in the hospital. ”. O uso do verbo “to have” nesta sentenca informa que criancas menores
de 2 anos tiveram resposta semelhante a pacientes mais velho. Esta sentenca ndo contém
nenhum termo relevante. Assim, a classificacdo de sentencas tem um papel fundamental no

sentido de classificar esta sentenca como sendo uma sentenca irrelevante.
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A Etapa 3 tem o objetivo de extrair informacdo das sentencgas que foram classificadas
na classe de interesse. A partir de uma andlise inicial em algumas sentencas sobre efeitos
negativos da doenca AF, foram desenvolvidas os padrdes apresentados na Segdo 6.3.2.
Alguns problemas foram identificados a partir dessa analise: termos ndo foram extraidos por
falta de padrdo na sentenca e por erro de etiquetagem em algumas palavras.

Na Figura 37 sdo apresentados dois exemplos de erro de etiquetagem. Os termos

“splenomegaly” ¢ “parvovirus b19 infection ” ndo foram extraidos como um termo candidato.

Before hydroxyurea treatment, three of them had splenomegaly and two a previous
history of splenic sequestration.

In six patients (one in the hydroxyurea group) parvovirus bl9 infection developed
during treatment.

Figura 37 — Sentencas etiquetadas erroneamente pelo etiquetador.

Na Tabela 23 pode ser observado que a etiqueta correta para o termo candidato
“splenomegaly” ¢é substantivo (NN) e ndo advérbio (RB). O padrio POS correto para
identificar este termo é 0 padrdo 1.5 da Tabela 14 (Estratégia 1). A etiqueta correta para a
palavra “parvovirus” € adjetivo (JJ) e ndo verbo na terceira pessoa do singular (VBZ). O
padrdo POS correto para identificar este termo € o padrdo 1.2 da Tabela 14 (Estratégia 1) e
ndo o padrdo 1.3. Portanto, erros causados pelo etiquetador podem atrapalhar a extracdo de

termos pelas regras.

Tabela 23 — Termos ndo identificados corretamente.

Etiqueta Errada | Termo Candidato Errado | Etiqueta Correta | Termo Candidato Correto

RB Nenhum NN splenomegaly
VBZ_JJ NN b19 infection JJ_JJ_ NN parvovirus b19 infection

Ainda na Etapa 3, outros termos deixaram de ser identificados devido a falta de padréo
e principalmente, por causa da necessidade de interpretacdo seméantica e da dificuldade de
encontrar um termo explicito de apoio nessas sentencas. Esta falta de padréo foi identificada
mais especificamente em um artigo. Na Figura 38 sdo apresentadas algumas sentencas desse

artigo.
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5 On the other hand, hydroxyurea treatment reduced the percentage of reticulocytes (8.44% vs
4.46%) and of erythrocytes positive for CD36, CD71, CD49d and annexin V (Figures 1 and 2).

(Results)

5 Hydroxyurea treatment reduced the percentage of annexin V+ erythrocytes in all patients, but
one (Figure 1A). (Results)

5 The increase in MCV was positively correlated with the increase in F cells in the circulation
and in hemoglobin concentration and negatively correlated with the percentage of reticulocytes
and of cells expressing the adhesive molecules CD36. CD49d and annexin V (Figure 4).
(Discussion)

5 This population also showed a concentration of erythrocytes expressing CD71, CD36 and
CD49d and of reticulocytes (data not shown). (Discussion)

5 This increased adhesiveness has been attributed to the adhesion molecules CD36 and CD49d
and, more recently, to PS exposure on the cell membrane. (Discussion)

5 PS exposure on the surface of sickle cells, in addition to affecting erythrocyte adhesion to the

vascular endothelium, exacerbates anemia by enhancing phagocyte recognition and removal of
these cells17 and favors the development of a thrombophilic state. (Discussion)

Figura 38 — Exemplos de sentencas que ndo foram identificadas nenhum padréo.

Por fim, na Etapa 4, o especialista pode inserir novos termos, hierarquizar termos
existentes ou novos termos, validar e mover os termos extraidos pela abordagem de regra.

No proximo capitulo é apresentado o estudo de caso realizado a partir da instanciacao
realizada neste capitulo visando-se analisar a eficiéncia da metodologia proposta. Sera
realizada no Capitulo 7 a andlise separada da etapa de classificacdo de sentencas usando a
medida acuracia e a medida-F e da etapa de identificacdo de termos relevantes usando as

medidas precisao, revocacao e medida-F.



7 ESTUDOS DE CASO

Neste capitulo séo realizados dois estudos de caso correspondentes as duas etapas da
metodologia que foram discutidas no Capitulo 5, a saber: etapa de Classificacdo de Sentencas
(Etapa 2) e etapa de Identificacdo de Termos Relevantes (Etapa 3). Estas etapas foram
instanciadas para o dominio da doenca Anemia Falciforme conforme descrito no Capitulo 6.
Os experimentos realizados neste capitulo sdo sobre informacdes desta doenga e tem o
objetivo de avaliar a Etapa 2 e a Etapa 3 separadamente. Estas etapas contribuem para a
extracdo de informacgdo relevante que e a finalidade da metodologia proposta nesta
dissertacéo.

O primeiro estudo de caso é realizado na Etapa 2 da metodologia proposta, cujo
objetivo € utilizar um algoritmo de aprendizado de maquina supervisionado para classificar as
sentencas nas respectivas classes. Nesta etapa, dois experimentos foram realizados: o primeiro
experimento aplica-se as fases de treinamento e de teste, no qual o modelo de classificagéo é
criado e testado com sentencas que ndo foram treinadas; o segundo experimento aplica-se na
fase de uso do modelo que tem o objetivo de avaliar como o classificador criado no primeiro
experimento se comporta na classificacdo de novas sentencas. Nos dois experimentos, a
medida acurécia € utilizada para avaliar a classificacdo em relacdo a todas as classes e a
medida-F é utilizada para avaliar a classificacdo de sentencas da classe de interesse. O
segundo estudo de caso é na Etapa 3 da metodologia proposta, cujo objetivo € extrair os
termos relevantes das sentencas classificadas na etapa anterior. As medidas precisdo,
revocacao e medida-F sdo utilizadas para avaliar o percentual de termos extraidos.

Na Etapa 2 é realizada a classificacdo de sentencas a fim de distinguir as sentencas em
trés classes, a saber: efeito positivo, efeito negativo e outros (i.e., sentencas que
potencialmente ndo possuem qualquer efeito). Em seguida, na Etapa 3, as abordagens
baseadas em dicionario e em regra sdo utilizadas para identificar termos relevantes nas
sentencas relacionadas a classe efeito negativo. O estudo de caso correspondente a Etapa 2 e a

Etapa 3 séo apresentados, respectivamente, na Se¢do 7.1 e na Se¢do 7.2.
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7.1 Classificagéo de Sentencas

Este estudo de caso tem o objetivo de avaliar quais dos algoritmos de aprendizado de
maquina que melhor representa as caracteristicas das sentencas. Os algoritmos escolhidos
foram Support Vector Machine (SVM) e Naive Bayes (NB), ambos sdo algoritmos
estatisticos; I1D3, J48, Prism e OneR séo algoritmos de aprendizado simbdlico, os dois
primeiros sdo algoritmos de arvore de decisdo e os dois Gltimos sdo algoritmos de regras
utilizados na representacao simbdlica.

Inicialmente, a partir da analise dos artigos cientificos, juntamente com o aval do
especialista do dominio, foi constatado que a maioria das sentencas de interesse estava
presente em algumas secGes especificas do artigo. Assim, decidiu-se selecionar somente estas
sentencas, evitando a identificagdo de uma maior quantidade de falsos positivos. As secdes
escolhidas para analise sdo: abstract, results e discussion. Portanto, sentencas de outras
secBes como introduction e methods foram descartadas.

Em seguida foram selecionados 10 artigos cientificos nos quais foram identificados
901 sentencas nas trés secOes citadas anteriormente. Detalhes dos 10 artigos selecionados
podem ser vistos no APENDICE G — ENTRADA DE DADOS. Na Figura 39 (a) pode ser
observada a distribuicdo das 901 sentencas em relacdo a cada secdo de interesse. Dentre as
901 sentencas, 12% pertencem a secdo resumo (i.e., abstract), 39% pertencem a secao

resultados (i.e., results) e 49% pertencem a se¢do discussao (i.e., discussion).

901 Sentencas Amostra601 Amostra300
76/\ - 36 :>
4
\ 4 \
_ V. - a
434 287 147 / 1‘
\ [ | | |
238 - \ 117
\'II‘ - // ; ||| ///
(@) o (@ =
O Abstract (12%) [@Results(39%) [ Discussion (49%)

Figura 39 — Distribuicdo das 901 sentencas por se¢do de interesse (a). A distribui¢do original das sentencas por
secdo (a) foi mantida paraa Amostra601 (b) e para a Amostra300 (c).

Com o objetivo de ter uma amostra para ser utilizada nas fases de treinamento e de
teste e outra amostra para ser utilizada na fase de uso do modelo, foram selecionadas duas
amostras. As sentencas de cada amostra foram selecionadas aleatoriamente a partir das 901

sentengas. A primeira e a segunda amostra contém, respectivamente, 2/3 (i.e., 601 sentencas)
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e 1/3 (i.e., 300 sentencas) das 901 sentencas. A proporcao das sentengas por se¢ao foi mantida
para ambas as amostras, conforme ilustrado na Figura 39 (b) e (c). A divisdo das amostras
estd de acordo com o método de particionamento Holdout, cujo valor de p utilizado € igual a
2/3 (MATOQOS et al., 2009a).

Na Figura 40 pode ser observada a distribuicdo das sentencas para as classes efeito
positivo, efeito negativo e outros em relacdo a cada uma das amostras. A classe efeito positivo
contém 98 e 58 sentengas, respectivamente, 16% da Amostra601 e 19% da Amostra300. A
classe efeito negativo contém 269 e 131 sentencas, respectivamente, 45% da Amostra601 e
44% da Amostra300. E a classe outros, por sua vez, contém o restante das sentencas, isto ¢,
234 e 111 sentengas, respectivamente, 39% da Amostra601 e 37% da Amostra300. Nota-se
gque mesmo as sentencas sendo selecionadas aleatoriamente, o percentual de sentencas por

classe permaneceram equivalentes (i.e., 45% = 44%, 39% ~ 37% e 16% ~ 19%).

Amostra601 Amostra300
58 \
234 111 19%
| 39% pr - 37% .
| o \ ,//’ |
> y |

459’?/, < 44% .

—_—

[ Efeito Positivo [ Efeito Negativo [ Outros

Figura 40 — Distribuicéo das sentengas por classe para cada uma das amostras. Estas duas amostras foram
selecionadas aleatoriamente a partir das 901 sentencas.

A classificacdo das sentencas manualmente contou com o apoio do especialista do
dominio que distinguiu quais as sentencas que continham efeito, das sentencas que ndo
continham nenhum efeito. A seguir o primeiro e o segundo experimentos serdo explicados. O
primeiro utiliza a Amostra601 para treinar e testar o classificador com o método de
particionamento 10-Fold Cross-Validation e o segundo utiliza 0 modelo criado a partir da
Amostra601 para classificar as sentencas da Amostra300. O primeiro experimento representa
a fase de treinamento e de teste da classificacdo e o segundo experimento representa a fase de

uso do modelo.
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7.1.1 Experimento 1: Fases de Treinamento e de Teste

Para a realizagdo dos experimentos nas fases de treinamento e de teste, foi utilizada a
ferramenta SCA-Classifier desenvolvida durante este mestrado e que foi explicada na Secao
6.5.1, a qual utilizou a API do Weka para implementar os algoritmos de aprendizado de
maquina. Todos os parametros dos algoritmos utilizados foram os parametros padrdo do
Weka.

As sentencas foram estruturadas utilizando o modelo bag-of-words, sendo utilizados
os atributos de 1 a 3 gramas para construir a matriz atributo-valor (MAV) e a medida binaria
para representar a presenca ou a auséncia do atributo na sentenca. Os atributos com frequéncia
abaixo de dois foram desconsiderados. Trés diferentes testes sdo realizados na construcéo do
modelo de classificagdo. O primeiro teste constréi a MAV utilizando a distribuicdo original
das sentengas da Amostra601. O segundo teste constroi a matriz com a remocao de ruido nas
sentencas e o terceiro teste constroi a matriz com o balanceamento das sentencas. Os testes
sdo chamados, respectivamente, de Sem Filtro, Remocdo de Ruido e Balanceamento. Estes
trés testes constroem as trés MAV diferentes que sdo utilizadas por cada um dos seis
algoritmos na construcdo do modelo de classificacdo, 0 que gera uma combinacdo de 18
resultados. Estes resultados foram avaliados utilizando a medida acurécia que é calculada por
meio do método de particionamento 10-Fold Cross-Validation (10-F CV).

Na Figura 41 é apresentada a distribuicdo das sentencas para cada classe de acordo
com o tipo de teste. Nota-se que a distribuicdo original (i.e., sem uso de qualquer filtro) das
sentencas esta desbalanceada. A classe efeito negativo contém a maior quantidade de
sentencas (45%), seguido da classe outros (39%) e da classe efeito positivo (16%). O filtro
Balanceamento € utilizado com o intuito de equilibrar este percentual. O método de
balanceamento utilizado é o over-sampling (BATISTA; PRATI; MONARD, 2004), cuja
funcdo € igualar a quantidade de sentencas das classes minoritarias (i.e., as classes com menor
quantidade de sentencas) com a quantidade de sentencas da classe majoritaria sem aumentar a
quantidade total de sentenca da amostra. Na Figura 41 pode ser observado a quantidade de
sentencas e o percentual para cada classe. Apos o balanceamento, as classes efeito negativo e
outros contém 194 sentencas (32%) e a classe efeito positivo 213 sentencas (36%). O filtro de
Remocdo de Ruido elimina sentencas que estejam dificultando o aprendizado de um
determinando algoritmo, ou seja, as sentencas que foram classificadas incorretamente por
algum algoritmo sdo removidas. O algoritmo J48 foi utilizado para remover o ruido. Apos a
remocédo de ruido, o percentual para as classes efeito positivo, efeito negativo e outros é de,

respectivamente, 13%, 46% e 41%. O percentual de redugdo para essas mesmas classes em
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relacdo a distribuicdo original é de, respectivamente, 26% (98 — 72
somente 6% (269 — 252 = 17 sentencas) e de somente 5% (234 — 222

26 sentencas), de

12 sentencgas). Ao

todo, houve uma reducdo de 9% das sentencas em relacdo a distribuicdo original (601 — 546 =
55 sentencas). Percebe-se que na distribuicdo original e no filtro Remocédo de Ruido, a classe
efeito positivo é pouco representativa.

Amostra601
Total =601 Total =601
Total =546
234 399 194 32%
222 41%
194 32%
269 45%
252 46%
213 36%
98 16% 72 13%
Distribui¢do Original Balanceamento Remocdo de Ruido
(Sem Filtro)
Efeito Positivo Efeito Negativo Qutros

Figura 41 — Distribuicdo das 601 sentencas apds aplicagdo de filtro.

Na Figura 42 ¢ ilustrada a acuracia dos algoritmos de aprendizado de maquina Sem
Filtro e com o filtro Remocéo de Ruido calculada com o método de particionamento 10-F CV.
Nota-se que com a utilizacdo do filtro, houve um aumento no aprendizado em todos o0s
algoritmos. E importante ressaltar o aumento expressivo de 19% do algoritmo J48. Este
aumento € originado pelo uso do algoritmo J48 na remocdo de ruido e lembrando que este
aumento consideravel no treinamento pode ndo ser percebido na classificacdo de novas
sentencas (i.e., na fase de uso do modelo de classificacéo).

Na Figura 43 é ilustrada a acuracia, também calculada com o método de
particionamento 10-F CV, dos algoritmos que utilizaram os filtros Remocdo de Ruido e
Balanceamento. Como pode ser observado, houve um aumento da acurdcia com a utilizacao
do filtro Balanceamento na maioria dos algoritmos, exceto o algoritmo OneR que teve uma
reducdo de 4,69% e o algoritmo J48 que sofreu uma pequena reducdo de 0,61%.

Dos seis algoritmos testados, 0 OneR e o Prism foram os que obtiveram 0s piores
resultados, tanto Sem Filtro quanto com o filtro Remoc¢do de Ruido (resultado da Figura 42).
Com a aplicacdo do filtro Balanceamento, o OneR obteve a pior acurécia (39,27%, Figura
43). Ainda na Figura 43 nota-se que o algoritmo Prism teve um aumento consideravel de

14,72% em comparacdo com o resultado obtido do filtro Balanceamento (acuracia de 73,88%)
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e com o filtro Remocdo de Ruido (acuracia de 59,16%). Apesar deste aumento, o Prism ndo
foi capaz de classificar todas as sentencas. O percentual de sentencas néo classificadas para o
filtro Balanceamento, para o filtro Remocdo de Ruido e para Sem Filtro, foi respectivamente,
de 17,63%, 28,57% e 29,28%. Este percentual significa, respectivamente, que 106 de 601
sentencas, que 156 de 546 sentencas e 176 de 601 sentencas ndo foram classificadas em

nenhuma das trés classes.

Amostra601
100,00%
90,00%
80,00%
70,00% 73,99% 74,91% 74,73%
@ 60,00% 67,95% =
5 59,16%
5 50.00% — mSemfFiltro
[¥)
< 40,00% — mRemocdode Ruido
43,96% 70.22% 71,38% G
30.00% 771 750’92% - 54,58% | 56,91% | [ |
20,00% +42,60% |
10,00% —+— —
0,00% T T T T T 1
OneR Prism 148 D3 SVM NB
Figura 42 — Acuracia com 10-F CV dos algoritmos de aprendizado na Amostra601: Sem Filtro versus Remogéo

de Ruido.

A partir deste cenario, os algoritmos OneR e Prism néo serdo considerados para serem
utilizados nos experimentos subsequentes. A acuracia dos outros quatros algoritmos (i.e., ID3,
J48, NB e SVM) varia de acordo com a utilizacdo do filtro ou ndo. Com o uso do filtro
Remocdo de Ruido, a diferenca da maior acuracia (i.e., SVM) para a menor acuracia (i.e.,
ID3) € de apenas 6,96% (Figura 43). Com o uso do filtro Balanceamento, a diferenca da maior
acuracia (i.e., SVM) para a menor (i.e., J48) é de 13,81% (Figura 43), e Sem Filtro, a
diferenca da maior acuracia (i.e., NB) para a menor acuracia (i.e., J48), por sua vez, é de
16,8% (Figura 42).
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Amostra601
100,00%
90,00%
80,00% 85,36%  87,19%
79,20%
70,00% 73,88% 73,99% —
o 60.00% —
8
5 50.00% — mRemogdode Ruido
(%)
< 20,00% | — Bal
/ 43,96% alanceamento
67,95% 73,38% 74,13% 74,91%
30,00% +— —59,16% |
20,00% +——39,27% —
10,00% +— —
0,00% : |
OneR Prism 1D3 148 NB SVM

Figura 43 — Acuracia com 10-F CV dos algoritmos de aprendizado na Amostra601: Remoc&o de Ruido versus
Balanceamento.

Para facilitar a visualizacdo dos dados apresentados na Figura 42 e na Figura 43, a
acuracia obtida pelos algoritmos J48, ID3, NB e SVM em relacdo a aplicacdo ou ndo de filtro
é ilustrada na Figura 44. A acuracia de todos os algoritmos aumenta com a aplicacdo de um
dos filtros. Portanto, convém utilizar um dos dois tipos de filtro para construir a matriz

atributo-valor.

Amostra601
100,00%
90,00%
80,00% 85,36% 87,19%
79,20%
70.00% 1 73,99% ] [
@ 60,00% — S S =
%)
B 50,00% | —— —— —— -
=
< 10,00% - PR S
73,38% 67,95% 74,73% 74,91%
30,00% | —— —— -
20,00% —— S S S =
10,00% | -
54,58% 56,91% 71,38% 70,22%
0,00% : .
148 1D3 NB SVM
Sem Filtro Remocédo de Ruido Balanceamento

Figura 44 — Acurdcia com 10-F CV na Amostra601 em relacdo a aplicacdo ou nédo de filtro.

Este trabalho estd interessado em extrair termos relevantes sobre efeitos negativos.
Nesse sentido, € interessante avaliar qual o percentual da medida-F dos quatros algoritmos em
relacdo ao uso do filtro Remocdo de Ruido e do filtro Balanceamento na classe efeito
negativo. Na Figura 45 sdo ilustrados os percentuais obtidos. A maior medida-F dos
algoritmos SVM (83,16%) e NB (82,42%) foi obtida utilizando o filtro Balanceamento. A
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maior medida-F dos algoritmos ID3 (74,17%) e J48 (77,39%) foi obtida utilizando o filtro
Remocdo de Ruido. Nota-se que a medida-F do algoritmo J48 é maior tanto no filtro
Remoc&o de Ruido quanto no filtro Balanceamento em relac&o ao algoritmo 1D3. A diferenca
de percentual entre os algoritmos J48 e ID3 é de 3,22% no primeiro filtro e de 3,6% no
segundo. Assim, apesar do algoritmo ID3 ter uma acurdcia maior do que o J48 no uso Sem
Filtro (56,91%, Figura 44) e com o filtro Balanceamento (79,20%, Figura 44), o 1D3 possui
uma medida-F para a classe efeito negativo menor do que o algoritmo J48.

Portanto, ap0s esta analise inicial nos resultados das medidas acuracia e medida-F com
a amostra de 601 sentencas, sendo treinadas e testadas com o método de particionamento 10-F
CV, conclui-se que a aplicacdo de filtros melhora a distribui¢ao das sentengas e a “pureza”
das sentencas quando o ruido é eliminado. Ademais, os algoritmos J48, SVM e NB foram os
que obtiveram os melhores resultados de medida-F para a classe efeito negativo que € a classe

de objeto de estudo deste trabalho.

Amostrab01
100,00%
90,00%
g
g 00w 83,16% 82,42%
%‘D 70,00% -—74]17% — 76,57%7
2 6000% |—— _— —_— _— —
& 5000% SRR SR SRR —
Q
o M000% 1 o ooy 77,39% 78,23% —79,68%  —
S 3000% — SR SRR —
3
S 2000% _— —_— _— —
10,00% —— SRR SR SRR —
0,00% : : |
1D3 J48 SVM NB
Remogdode Ruido Balanceamento

Figura 45 — Medida-F da classe efeito negativo na Amostra601 em relacdo aos filtros Remocao de Ruido e
Balanceamento.

Em seguida, os trés melhores algoritmos serdo utilizados na fase de uso do modelo
com a combinacdo do uso dos filtros Remocdo de Ruido e Balanceamento. O intuito é
identificar a combinacdo de algoritmo e filtro que melhor classifica as novas sentencas na

classe efeito negativo.

7.1.2 Experimento 2: Fase de Uso do Modelo de Classificacédo
Este experimento tem o objetivo de avaliar qual a maior acuracia obtida dentre os
algoritmos J48, SVM e NB na classificacdo das novas 300 sentencas e qual o percentual de

medida-F do algoritmo de maior acurdcia em relacdo aos filtros Remocdo de Ruido e
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Balanceamento. Estas novas sentencas sdo as sentencas da Amostra300 que serdo
classificadas a partir do modelo de classificacdo criado no experimento anterior com a
Amostra601.

A distribuicdo das sentencas da Amostra300 por cada uma das classes pode ser vista
na Figura 46. Na Figura 47 é ilustrada a acuracia obtida pelos trés algoritmos de aprendizado
de méaquina em relacdo aos filtros Remoc¢do de Ruido e Balanceamento. O algoritmo SVM
obteve para ambos os filtros o maior percentual de acurécia (63,33%) em compara¢cdo aos
algoritmos NB e J48.

Amostra300

O Efeito Positivo @ Efeito Negativo [ Outros

Figura 46 — Distribuicdo da Amostra300 por cada classe.

Amostra300
100,00%
90,00%
80,00%
70,00%
g 6000% 62,33%
€ sooo% - 37,33% 2L -
=
< s000% ] - -
30,00% +——— 60,33% T 62,33%
48,67%
20,00% ] ] -
10,00% S T ——
0,00% .
NB 148 SVM
Remocdo de Ruido Balanceamento

Figura 47 — Acurdcia na Amostra300: Remocdo de Ruido versus Balanceamento.

Na Figura 48 ¢ ilustrada a medida-F da classe efeito negativo para os algoritmos NB,
J48 e SVM em relacdo a aplicacdo dos filtros Remocdo de Ruido e Balanceamento. O
algoritmo SVM obteve o maior percentual tanto com o filtro Remoc¢éo de Ruido (71,81%)
quanto com o filtro Balanceamento (71,43%). A diferenca de percentual entre o SVM e 0 NB

é de 5,14% para o filtro Remocéo de Ruido e de 5,61% para o filtro Balanceamento. Ja a
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diferenca entre 0 SVM e 0 J48 é de apenas 1,85% para o primeiro filtro e de 4,47% para o

segundo filtro.

Amostra300

100,00%

90,00%
o
2 80,00%
=)
m
g e 71,81%
Z '’
8 60,00% - 66,67% - 69,98% ] [
‘E 50,00% +—— I ]
) —
3 oo — N .
S 3000% —— 6582% 66,96% :
%
S 2000% I .

10,00% — I - |

0,00% . .
NB 148 SVM
Remogéode Ruido Balanceamento

Figura 48 — Medida-F da classe efeito negativo na Amostra300: Remocéo de Ruido versus Balanceamento.

Na Tabela 24 e Tabela 25 é apresentada a matriz de confusdo do algoritmo SVM,
respectivamente, com os filtros Remocdo de Ruido e Balanceamento. A precisdo e a
revocacdo com o filtro Remocdo de Ruido €, respectivamente, de 72,66% (93 de 128) e
70,99% (93 de 131). Ja com o filtro Balanceamento, a precisao e a revocagéo ¢ de 70,37% (95
de 135) e 72,52% (95 de 131). A precisdo é maior com o filtro Remocéo de Ruido do que com
o filtro Balanceamento (diferenca de 2,29%) e a revocagao, por sua vez, & maior com o filtro
Balanceamento do que com o filtro Remoc¢édo de Ruido (diferenca de 1,53%). Ao calcular os
valores de medida-F para os filtros Remocao de Ruido e Balanceamento, respectivamente, de
71,81% e 71,43%, o uso do filtro Remocdo de Ruido é melhor 0,38% do que o filtro

Balanceamento.

Tabela 24 — Matriz de confusdo para o algoritmo SVM com Remogéo de Ruido.

Classificado em

Efeito Efeito

Negativo | Positivo Outros | Total

Avaliagdo Manual

Efeito Negativo 93 2 36 131
Efeito Positivo 13 8 37 58
Outros 22 3 86 111

Total 128 13 159 300
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Tabela 25 — Matriz de confusdo para o algoritmo SVM com Balanceamento.

Classificado em
Nggzttic\)/o PEZ?#\C/)O S o
Avaliagdo Manual
Efeito Negativo 95 13 23 131
Efeito Positivo 11 21 26 58
Outros 29 11 71 111
Total 135 45 120 300
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Assim sendo, o algoritmo de aprendizado de maquina SVM obteve os melhores
resultados de acuracia e medida-F e, portanto, serd utilizado para classificar as 300 novas
sentencgas juntamente com a aplicacdo do filtro Remoc¢do de Ruido. Este filtro sera Gtil para

construir a matriz atributo-valor utilizada pelo algoritmo SVM.

7.2 ldentificacio de Termos Relevantes

Nas fases de treinamento e de teste do estudo de caso anterior, foi criado 0 modelo de
classificagdo para a Amostra601, utilizando o algoritmo de aprendizado de maquina SVM
com a aplicacdo do filtro Remoc¢éo de Ruido. Também no estudo de caso anterior, 0 modelo
de classificacao criado foi utilizado para classificar as sentencas da Amostra300. O resultado
da classificagdo na Amostra300 em relacdo a classe de objeto de estudo deste trabalho (i.e.,

classe efeito negativo) pode ser vista na Tabela 26.

Tabela 26 — Matriz de confusdo para as sentencas que foram classificadas como sendo da classe efeito negativo.

Classificado em
i | oty | Ouros | 7o
Avaliagdo Manual
Efeito Negativo 93 2 36 131
Efeito Positivo 13
Outros 22
Total 128 300

O objetivo deste estudo de caso €é avaliar a identificacdo de termos relevantes nas
sentencas que foram classificadas como sendo de efeito negativo. Das 300 sentencas
apresentadas na Tabela 26, 93 sentencas sdo efeito negativo (i.e., verdadeiro positivo) e 35
sentencas (13 de efeito positivo e 22 de outros) ndo sdo efeitos negativos, mas foram

classificadas como sendo efeito negativo (i.e., falso positivo) e 38 sentencas (2 de efeito
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positivo e 36 de outros) séo efeitos negativos, mas ndo foram classificadas como sendo efeito
negativo (i.e., falso negativo).

Este estudo de caso tem o objetivo de avaliar a identificagdo dos termos relevantes nas
sentengas e avaliar a influéncia do classificador na identificacdo desses termos. Nesse sentido,
dois experimentos foram realizados, a saber: o primeiro experimento extrai informacéo das
sentencas que sdo realmente efeito negativo (i.e., 131 sentencas, Tabela 26), avaliando a
qualidade da extracdo sem influéncia da classificagdo automatica; o segundo experimento
extrai informacdo das sentencas que foram classificadas como sendo de efeito negativo (i.e.,
128 sentengas, Tabela 26), avaliando assim a influéncia da classificacdo automatica. No total
existem 229 termos verdadeiros positivos nas 131 sentencas e 170 termos verdadeiros
positivos nas 128 sentencas.

Para auxiliar na identificacdo desses termos, € utilizado o dicionario terminolégico
tanto no primeiro quanto no segundo experimento. Este diciondrio contém os termos
validados (i.e., curados) previamente pelo especialista do dominio. O dicionario € composto
por 38 efeitos negativos da doenca (i.e., complicacdes) e 19 efeitos negativos do tratamento
(i.e., efeitos colaterais). A quantidade de variacfes dos termos sobre complicacdo e efeito
colateral €, respectivamente, de 81 e 11. Os termos e as varia¢fes dos termos utilizados pela
abordagem baseada em dicionario podem ser encontrados no APENDICE C — EFEITOS
NEGATIVOS CURADOS.

E considerada a seguinte nomenclatura em relacio a identificacdo de termos nos dois
experimentos realizados a seguir. Os termos extraidos podem ser: termo completo, termo
parcial, termo adicional, falso positivo e falso negativo. O termo extraido é considerado termo
completo quando o termo identificado é exatamente o termo extraido (e.g., termo real
respiratory failure, termo extraido respiratory failure); o termo extraido é considerado termo
parcial quando o termo identificado ndo corresponde exatamente ao termo real (e.g., termo
real acute hepatic sequestration, termo extraido hepatic sequestration); termo extraido é
considerado termo adicional quando extrai mais palavras do que o termo real (e.g., termo real
chronic lung disease, termo extraido resultant chronic lung disease); falso positivo € um
termo que foi extraido, mas que ndo deveria ser extraido (e.g., hydroxyurea therapy); e falso
negativo é um termo que deveria ser extraido, mas que ndo foi extraido (e.g.,
thrombocytopenia). Para avaliar os resultados da identificacdo de termos relevantes, foram
utilizadas as medidas de precisdo, revocacdo e medida-F. Os termos extraidos como sendo

termo completo, termo parcial ou termo adicional sdo considerados verdadeiros positivos.
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A seguir o primeiro experimento (i.e., avaliagdo da classificagdo manual versus
extracdo) e em seguida o segundo experimento (i.e., avaliacdo da classificacdo automatica
versus extracdo) sdo explicados detalhadamente. O etiquetador POS utilizado nestes
experimentos foi o modelo bidirecional desenvolvido pela universidade de Stanford, cujo
percentual de acuracia foi o0 maior dentre os modelos. Os percentuais obtidos no treinamento e
no uso do modelo de classificagdo foram, respectivamente, de 97,28% e de 90,46% conforme
apresentados na Tabela 22 da Segéo 6.5.2.

7.2.1 Experimento 1: Classificacdo Manual versus Extragdo

Este experimento tem o objetivo de avaliar a extragdo dos termos relevantes das 131
sentengas que contém efeitos negativos. Ao todo existem 229 termos relevantes nessas
sentencas. O resultado da extracdo ndo tem nenhuma influéncia do classificador e por isso, a
extracdo realizada neste experimento é chamada de Extracao Ficticia.

Na Figura 49 é apresentado o resultado da extracdo ficticia nas 131 sentengas,
utilizando as abordagens de extracdo de informacao baseada em regra, em dicionario, e em
regra e diciondrio juntos. A precisdo do dicionario foi de 100%, pois todas as 131 sentencas
continham termos verdadeiros positivos. Entretanto, a identificacdo dos termos pelo
dicionario é limitada pela presenca dos termos armazenados no dicionario e por isso, a
revocacao foi bem menor do que a precisdo (68,12%). A precisao da regra, por sua vez, foi de
76,38% e a revocacao de apenas 42,36%. A medida-F da regra e do dicionario foi,
respectivamente, 54,59% e 81,04%. Ao utilizar as duas abordagens em conjunto, a precisdo
em relacdo a abordagem de dicionario teve uma reducdo de 13,51%. Esta reducdo é
justificada pela identificacdo de falsos positivos pela abordagem de regra. Por outro lado, a
revocacdo e a medida-F em relacdo a abordagem de dicionario teve um aumento,
respectivamente, de 15,72% e 4,10%. Este aumento ¢ devido a identificacdo de novos termos

que a abordagem de regra identificou e que ndo foi identificado pela abordagem de dicionario.
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Extracao Ficticia nas 131 Sentengas
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Figura 49 — Extragdo com regra e dicionario nas 131 sentengas classificadas manualmente pelo especialista.

Na Tabela 27 € possivel observar a quantidade de termos verdadeiros positivos
identificados pela regra, pelo dicionario e pelos dois em conjunto. O percentual total da
abordagem baseada em regra e em dicionario de termo completo, de termo parcial e de termo
adicional foi, respectivamente, 86,98%, 5,21% e 7,81%. No total, a abordagem baseada em
regra, em dicionario e as duas usadas conjuntamente identificaram, respectivamente, 97, 156 e
192 termos verdadeiros positivos.

Na Tabela 28 ¢é apresentada a quantidade de verdadeiro positivo, de falso positivo e de
falso negativo para cada uma das abordagens. Com a utilizacdo da abordagem de regra e
dicionéario conjuntamente, a quantidade de verdadeiro positivo aumentou para 192 termos e a
quantidade de falso negativo diminuiu, consideravelmente, para 37 termos. A quantidade de
falso positivo permaneceu a mesma quantidade da abordagem de regra (i.e., 30 termos). E
importante ressaltar que a precisdo do dicionario foi 100%, pois ndo foi identificado nenhum
falso positivo. No total, foram identificados pela regra, pelo dicionario, e pela regra
juntamente com diciondrio, respectivamente, 259, 229 e 259 termos. Relembrando que a

quantidade total de verdadeiro positivo nas 131 sentencas sao 229 termos.

Tabela 27 — Verdadeiro positivo identificado pela regra e dicionério na extracdo ficticia.

Termos Regra | Dicionério | Regra e Dicionario | Percentual
Termo Completo 80 141 167 86,98%
Termo Parcial 2 15 10 5,21%
Termo Adicional 15 0 15 7.81%
Total Verdadeiro Positivo 97 156 192 100,00%
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Tabela 28 — Verdadeiro positivo, falso positivo e falso negativo em relagdo a regra e ao dicionario na extragao
ficticia.

Termos Regra | Dicionério | Regra e Dicionario
Verdadeiro Positivo (VP) 97 156 192
Falso Positivo (FP) 30 0 30
Falso Negativo (FN) 132 73 37
Total (VP + FP + FN) 259 229 259

Na Tabela 29 é apresentado um exemplo de duas sentencas que a abordagem baseada
em regra identificou termos verdadeiros positivos e que a abordagem baseada em dicionéario
ndo identificou. Na sentenca 1, o termo “laryngospasm” foi identificado pela indicacdo do
verbo “to occur” e também pela indicacdo do verbo “to develop”. O termo “pneumothorax”
foi identificado pelo verbo “to develop” e o termo “acute respiratory distress syndrome” foi
identificado pelo verbo “to have” definido pela Estratégia 1 (Secdo 6.3.2) e por um padréo
Part-Of-Speech (POS) definido pela Estratégia 2 (Secdo 6.3.2). Na sentenca 2, 0s termos
“pulmonary disease” e “resultant chronic lung disease” foram identificados por padrées POS
definidos pela Estratégia 2. O termo “resultant chronic lung disease” foi contabilizado como

um termo adicional, pois o0 adjetivo “resultant” ndo faz parte do termo.

Tabela 29 — Sentencas que foram identificadas termos por meio de regra.

Laryngospasm occurred in 10 patients, and pneumothorax developed in 2 patients,

Sentenca 1 both of whom had had the acute respiratory distress syndrome before the bronchoscopy

The longer patients with sickle cell disease live, the higher the frequency of recurrent

Sentenca 2 . . .
¢ pulmonary disease and resultant chronic lung disease

O Gold Standard foi obtido a partir das 131 sentencas, na qual foram identificados
manualmente 229 termos. Para calcular o Baseline, foram extraidos das 131 sentencas todos
0s termos com os trés padrées POS a seguir: adjetivo seguido de substantivo (padrdo JJ_NN),
substantivo seguido de substantivo (padrdo NN_NN) e substantivos (padrdo NN).

Na Tabela 30 sdo mostrados os verdadeiros positivos identificados pelo Baseline.
Dentre os verdadeiros positivos, 48,86% dos termos foram substantivos. Os termos adjetivos
seguido de substantivo identificados foram 43,38% e os substantivos seguido de substantivo
foram apenas 7,76%. E importante ressaltar que os 45 termos parciais identificados pelo
padrdo JJ_ NN sdo termos que precisam de padrBes mais especificos para ser identificados
completamente. Por exemplo, o termo “transient hematologic toxicity” poderia ser extraido
completamente pelo padrao POS JJ_JJ NN e o termo “central nervous system abnormalities”

poderia ser extraido pelo padrdo JJ JJ NN_NN. Percebe-se que com os padrdes POS
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apresentados na Tabela 30 ndo foram identificados nenhum termo verdadeiro positivo do tipo

termo adicional. No total, foram identificados 219 verdadeiros positivos.

Tabela 30 — Verdadeiros positivos do Baseline nas 131 sentengas.

Padré&o POS Utilizado | Termo Completo | Termo Parcial | Total | Percentual
JJ_NN 50 45 95 43,38%
NN_NN 17 0 17 7,76%
NN 107 0 107 48,86%
Total 174 45 219 100,00%

Na Tabela 31 sdo mostrados os valores para os falsos positivos identificados pelo
Baseline. A grande maioria, 69,86% das palavras é substantivo. O restante do percentual é de
adjetivo seguido de substantivo (18,47%) e de substantivo seguido de substantivo (11,67%).
Ainda na Tabela 31, nota-se que os valores totais dos falsos positivos representados na quarta
coluna séo subtraidos dos verdadeiros positivos da terceira coluna. Isto é necessario, pois 0s
valores dos falsos positivos (i.e., segunda coluna) correspondem a todas as palavras da
amostra, incluindo os verdadeiros positivos. Os valores dos verdadeiros positivos (i.e.,
terceira coluna) sdo correspondentes aos valores da quarta coluna da Tabela 30. No total,
foram identificados 720 falsos positivos.

Também foram identificados falsos negativos. Os falsos negativos foram termos que
ndo foram etiquetados como substantivos nem como adjetivos (e.g., o verbo “to die”) e termos
que sdo substantivos, mas foram classificados erroneamente pelo etiquetador POS como
adjetivos (e.g., “carcinogenic”) ou verbo (e.g., “to wheeze”). Também houve termos
classificados como palavras estrangeiras pelo classificador (e.g., “cor pulmonale ). Ao todo

foram identificados 10 falsos negativos.

Tabela 31 - Falsos positivos do Baseline nas 131 sentencas.

Padrdo POS Utilizado | Falso Positivo | Verdadeiro Positivo | Total | Percentual
JJ_NN 228 95 133 18,47%
NN_NN 101 17 84 11,67%
NN 610 107 503 69,86%
Total 939 219 720 100,00%

Na Figura 50 é apresentado o melhor resultado de medida-F da extracéo ficticia (i.e.,

regra e dicionario) em comparacdo com o Baseline e 0 Gold Standard nas 131 sentencas. A
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diferenca da medida-F da extracdo ficticia para o Gold Standard é 14,86% e para o Baseline é
47,64%.

Extracao nas 131 Sentencas
100,00% 100,00% 100,00%
100,00% p >4 =
95,63%
90,00% | o
80,00% - 86,49% 83,84% 85,14%
70,00% -
60,00% |
50,00% -
40,00% - 37,50%
30,00% -
20,00% - 23,32%
10,00% -
0,00% T T
Precisdo Revocacdo Medida-F
—j=Baseline —e—ExtracdoFicticia ==GoldStandard

Figura 50 — Extracdo nas 131 sentencas classificadas manualmente pelo especialista comparado com o Baseline
e 0 Gold Standard.

7.2.2 Experimento 2: Classificacdo Automatica versus Extracao

Este experimento tem o objetivo de avaliar a extracdo dos termos relevantes das 128
sentencas da Amostra300 que foram classificadas na classe efeito negativo (Tabela 26 no
inicio da Secdo 7.2). Ao todo existem 170 termos relevantes nessas sentencas. O resultado da
extracdo pode ser influenciado pela classificacdo dessas sentengas. A extracdo realizada neste
experimento € chamada de Extracdo Real, pois a classificacdo de sentencas é realizada
automaticamente, diferentemente do primeiro experimento que considerou todas as sentencas
classificadas corretamente pelo especialista.

Na Figura 51 é ilustrado o resultado da extracdo real nas 128 sentencas da
Amostra300, utilizando as abordagens de extracdo de informacgdo baseada em regra, em
dicionério, e em regra e dicionario juntos. A precisao do dicionario foi de 87,31%, pois dentre
as 128 sentencas existiam sentencas que eram falsos positivos e a revocacgdo foi de 68,82%. A
precisdo da regra, por sua vez, foi de 62,96% e a revocacdo de apenas 50%. A medida-F da
regra e do dicionario foi, respectivamente, 55,74% e 76,97%. Ao utilizar as duas abordagens
em conjunto, a precisao em relacdo a abordagem de dicionario teve uma reducédo de 12,56%.
Esta reducdo ¢é justificada pela identificacdo de falsos positivos pela abordagem de regra. Por
outro lado, a revocacdo e a medida-F em relacdo a abordagem de dicionario teve um aumento,
respectivamente, de 18,24% e 3,46%. Este aumento é devido a identificacdo de novos termos

que a abordagem de regra identificou e que nao foi identificado pela abordagem de dicionario.
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Extragao Real nas 128 Sentencas
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Figura 51 — Extracdo com regra e dicionario nas 300 sentencas classificadas automaticamente pelo algoritmo de
classificacdo de sentencas.

Na Tabela 32 pode-se observar a quantidade de termos verdadeiros positivos
identificados pela regra, pelo dicionario e pelos dois em conjunto. O percentual total das
abordagens baseada em regra e em dicionario em relacdo ao termo completo, termo parcial e
termo adicional foi, respectivamente, 86,49%, 4,73% e 8,78%. Nota-se que o dicionario nunca
identifica termo adicional, exceto se o especialista validar erroneamente um “termo adicional”
no dicionario. No total, a abordagem baseada em regra, em dicionario e as duas juntamente,

identificaram, respectivamente, 85, 117 e 148 termos verdadeiros positivos.

Tabela 32 — Verdadeiro positivo identificado pela regra e dicionério na extracdo real.

Termos Regra | Dicionario | Regra e Dicionario | Percentual
Termo Completo 71 107 128 86,49%
Termo Parcial 1 10 7 4,73%
Termo Adicional 13 0 13 8,78%
Total Verdadeiro Positivo 85 117 148 100,00%

Na Tabela 33 ¢é apresentada a quantidade de verdadeiro positivo, de falso positivo e de
falso negativo para cada uma das abordagens. Com a utilizacdo das abordagens de regra e de
dicionario em conjunto, a quantidade de verdadeiro positivo aumentou para 148 termos e a
quantidade de falso negativo diminuiu, expressivamente, para 22 termos. A quantidade de
falso positivo permaneceu a mesma quantidade da abordagem de regra (i.e., 50 termos).
Certamente os 17 termos falsos positivos identificados pelo dicionério ja estdo incluidos entre
0s 50 termos falsos positivos identificados pela regra e por isso, a quantidade de falsos

positivos ndo aumentou com o uso das duas abordagens. No total, foram identificados pela
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regra, pelo dicionario e pela regra juntamente com dicionario, respectivamente, 220, 187 e
220 termos. Relembrando que a quantidade total de verdadeiro positivo nas 128 sentencas séo
170 termos.

Tabela 33 — Verdadeiro positivo, falso positivo e falso negativo identificados pela regra e dicionario na extragao
real.

Termos Regra | Dicionério | Regra e Dicionario
Verdadeiro Positivo (VP) 85 117 148
Falso Positivo (FP) 50 17 50
Falso Negativo (FN) 85 53 22
Total (VP + FP + FN) 220 187 220

Na Tabela 34 é apresentado um exemplo de duas sentencas que foram classificadas
como sendo da classe efeito negativo. A primeira sentenca € uma sentenca da classe efeito
positivo. Contudo, a presenca de termos sobre efeito negativo como “stroke” e “iron
overload” induz o classificador a classificar como sendo da classe efeito negativo. Na
segunda sentencga, as palavras “leukemia” e “diseases” sao palavras que aparecem na classe
efeito negativo. Analisando o sentido das duas sentencas, nota-se que a sentenca 1 é realmente
um efeito positivo. J& a sentenca 2 pode ter sido classificada erroneamente pelo especialista,
pois a sentenca expressa uma tendéncia de doencas mieloproliferativas que evoluem para

leucemia aguda.

Tabela 34 — Sentencas classificadas como efeito negativo e que sdo falsos positivos. Os termos em negrito
foram identificados pelo dicionério.

The use of HU instead of transfusion for stroke prevention will avoid the risk of iron

Sentenca 1 overload and the need of iron chelation

However, the relevance of these reports to sickle cell anemia is unclear because of the

Sentenga 2 inherent tendency of myeloproliferative diseases to evolve into acute leukemia

Na Tabela 35 é apresentado um exemplo de sentencas que foram classificadas pelo
especialista como sendo sentencas da classe outros ou da classe efeito positivo e que foram
classificadas pelo algoritmo de aprendizado de maquina como sendo da classe efeito negativo,
ou seja, estas quatro sentencas sdo consideradas falsos positivos. As duas primeiras sdo da
classe outros. Todavia ao analisar estas duas sentengas, 0s termos destacados em negrito
(“obstructive airway abnormalities” e “leukemia”) S&0 de fato efeitos negativos. Este tipo de
erro pode ter acontecido durante a classificacdo das sentencas realizada pelo especialista e que
é aceitavel, pois todo o ser humano esta suscetivel a falhas. O crédito da classificacdo é do

algoritmo de aprendizado de maquina que “acertou” a classe. Contudo, ao analisar a terceira
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sentenga, 0 termo em negrito (“physician-diagnosed asthma”) é um efeito negativo, mas a
sentenca foi considerada pelo especialista como sendo um efeito positivo devido a redugdo da
mortalidade associada a sindrome torécica aguda (i.e., ACS). A quarta sentenca € de fato uma
sentenca sobre efeito negativo e que mais uma vez o algoritmo de aprendizado “acertou”.

Estas sentengas apresentadas na Tabela 35 s@o quatro exemplos de sentengas que
foram classificadas pelo algoritmo de aprendizado como sendo da classe efeito negativo e que
foram classificadas pelo especialista como sendo da classe efeito positivo ou da classe outros.
Destas sentengas classificadas “erroneamente” como sendo da classe efeito negativo, 24
termos foram identificados pelas regras. Estes 24 termos, juntamente com outros 26 termos
falsos positivos que foram identificados nas sentengas nas quais as classes foram corretamente
classificadas como sendo de efeito negativo, foram os responsaveis pelos baixos percentuais
de preciséo (62,96%) e revocacdo (50%) obtidos com a abordagem de regra. O total de falsos
positivos identificados pela abordagem baseada em regra (24 + 26 = 50 termos) pode ser visto
na Tabela 33 e 0s baixos percentuais de precisdo e de revocagdo podem ser observados na
Figura 51.

Tabela 35 — Sentencas classificadas como efeito negativo e que sdo falsos positivos. Os termos em negrito
foram identificados pela regra.

In adolescents, one third of asthmatics, that is those with asthma-like symptoms and one
Sentenga 1 | or more obstructive airway abnormalities may not have been diagnosed as asthmatic by
a physician

However, the relevance of these reports to sickle cell anemia is unclear because of the

Sentenga 2 inherent tendency of myeloproliferative diseases to evolve into acute leukemia

We speculate that aggressive treatment with moderate to high doses of ICS and a
leukotriene modifier (5-liopoxygenase inhibitor or LTRA) in SCD patients with

Sentenga 3 physician-diagnosed asthma and SCD may reduce the mortality and morbidity
associated with ACS
Sentenca 4 Patients with physician-diagnosed asthma were 4.0 times (95% Cl, 1.7, 9.5) more likely

to develop ACS during the admission than patients without asthma

O Gold Standard foi obtido a partir das 128 sentencas, na qual foram identificados
manualmente 170 termos. Para calcular o Baseline, foram extraidos das 128 sentencas todos
0s termos com os trés padrées POS: adjetivo seguido de substantivo, substantivo seguido de
substantivo e substantivos. Na Tabela 36 sdo apresentados o0s verdadeiros positivos
identificados pelo Baseline. Dentre os verdadeiros positivos, 46,95% dos termos foram
adjetivos seguido de substantivo (padrdo JJ_NN). Os termos substantivos (padrdo NN)
identificados foram 46,34% e os substantivos seguido de substantivo (padrdo NN_NN) foram

apenas 6,71%. Para os padroes NN_NN e NN ndo foram identificados nenhum termo parcial.
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Percebe-se que com estes padrdes POS ndo foram identificados nenhum termo verdadeiro

positivo do tipo termo adicional. No total, foram identificados 164 verdadeiros positivos.

Tabela 36 — Verdadeiros positivos do Baseline nas 128 sentengas.

Padré&o POS Utilizado | Termo Completo | Termo Parcial | Total | Percentual
JJ_NN 39 38 77 46,95%
NN_NN 11 0 11 6,71%
NN 76 0 76 46,34%
Total 126 38 164 100,00%

Na Tabela 37 sdo mostrados os valores para os falsos positivos identificados pelo
Baseline. A grande maioria das palavras € substantivo (65,81%). O restante do percentual é de
adjetivo seguido de substantivo (20,30%) e de substantivo seguido de substantivo (13,89%).
Ainda na Tabela 37, nota-se que os valores totais dos falsos positivos representados na quarta
coluna sdo subtraidos dos verdadeiros positivos da terceira coluna. Isto é necessario, pois 0s
valores dos falsos positivos (i.e., segunda coluna) correspondem a todas as palavras da
amostra, incluindo os verdadeiros positivos. Os valores dos verdadeiros positivos (i.e.,
terceira coluna) sdo correspondentes aos valores da quarta coluna da Tabela 36. No total,
foram identificados 857 falsos positivos.

Também foram identificados falsos negativos. Os falsos negativos foram termos que
ndo foram etiquetados como substantivos nem como adjetivos (e.g., o verbo “to die”) e termos
classificados como palavras estrangeiras pelo classificador (e.g., “cor pulmonale ). Ao todo

foram identificados 7 falsos negativos.

Tabela 37 — Falsos positivos do Baseline nas 128 sentencas.

Padrédo POS Utilizado | Falso Positivo | Verdadeiro Positivo | Total | Percentual
JJ_NN 251 77 174 20,30%
NN_NN 130 11 119 13,89%
NN 640 76 564 65,81%
Total 1021 164 857 100,00%

Na Figura 52 é apresentado o melhor resultado de medida-F da extracdo real (i.e.,
regra e dicionario) em comparacdo com o Baseline e o Gold Standard nas 128 sentencas da
Amostra300. A diferenca da medida-F da extracdo real para o Gold Standard € 19,57% e para
0 Baseline é 52,91%.
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Figura 52 — Extracdo nas 128 sentencas classificadas automaticamente pelo algoritmo de classificacdo de
sentencas comparado com o Baseline e 0 Gold Standard.

7.3 Considerac0es Finais

Neste capitulo foi descrita a avaliacdo realizada na metodologia proposta neste
trabalho. A avaliacdo foi realizada em artigos cientificos relacionados a doenca Anemia
Falciforme. As informacdes relacionadas a doenca foram sobre efeito negativo e efeito
positivo. Os efeitos foram identificados, com o aval do especialista, em trés se¢bes dos
artigos: abstract, results e discussion. Esta restricdo da selecdo das sentencas nestas trés
secdes restringiu a possibilidade de extrair muitos falsos positivos.

Duas etapas da metodologia foram avaliadas: a Classificacdo de Sentencas (Etapa 2) e
a ldentificacdo de Termos Relevantes (Etapa 3). Na Etapa 2 dois experimentos foram
realizados: o primeiro experimento foi nas fases de treinamento e de teste da classificacao de
sentencas, cujo objetivo foi criar um modelo de classificacdo que melhor representasse as
sentencas treinadas. Experimentos foram realizados com uma amostra de 601 sentencas (2/3
de 901 sentencas) com seis algoritmos classicos de aprendizado de maquina (i.e., SVM, NB,
ID, J48, Prism e OneR) em combinacdo com trés diferentes testes (i.e., Sem Filtro, Remocao
de Ruido e Balanceamento) para construir o modelo de classificacdo. Os melhores percentuais
de medida-F na classe efeito negativo sdo apresentados na Figura 53; o segundo experimento
foi realizado com uma amostra de 300 sentencas (1/3 de 901 sentencas) na fase de uso do
modelo, cujo objetivo foi classificar as novas sentengas com o modelo de classificacdo criado
no primeiro experimento. O melhor algoritmo foi o SVM em combina¢do com o filtro
Remocdo de Ruido, que obteve uma medida-F de 71,81% na classe efeito negativo (Figura
54).
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Figura 53 — Medida-F dos algoritmos J48, SVM e NB na classe efeito negativo na Amostra601: Remocéo de
Ruido versus Balanceamento.
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Figura 54 — Medida-F dos algoritmos NB, J48 e SVM na classe efeito negativo na Amostra300: Remogcéo de
Ruido versus Balanceamento.

Em seguida na Etapa 3, também foram realizados dois experimentos: o primeiro
experimento teve o intuito de avaliar a identificacdo dos termos relevantes nas sentengas sem
a influéncia do classificador. Para isso, foram selecionadas as 131 sentencas da amostra de
300 sentencas que continham efeito negativo; o segundo experimento teve o intuito de extrair
somente informacdo das sentencas que foram classificadas como sendo de efeito negativo
(i.e., 128 sentencas da Amostra300) e, assim, avaliar a influéncia da classificacdo automatica.
No total existiam 229 termos verdadeiros positivos nas 131 sentencas e 170 termos
verdadeiros positivos nas 128 sentencas. Na Figura 55 sdo apresentados os resultados dos dois
experimentos da extracdo: extracdo ficticia e extracdo real. A extracdo é ficticia, pois é
realizada nas 131 sentencas que foram classificadas manualmente pelo especialista (i.e.,
classificacdo manual). A extracdo é real, pois é realizada nas 128 sentencas que foram

classificadas automaticamente pelo classificador (i.e., classificacdo automatica). A preciséo da
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extragdo ficticia é 11,74% maior do que a extracdo real. Ja a revocacdo da extracdo real €
3,22% maior do que a extracao ficticia. A diferenca da medida-F da extracdo ficticia para a

extragdo real é 4,71%.
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Figura 55 — Classificagdo Manual versus Classificagdo Automatica.

A partir da analise dos dados da Etapa 2, percebe-se que a classificacdo de sentencas é
uma etapa importante na metodologia, pois ela tem o objetivo de distinguir as sentencas
relevantes das irrelevantes. Um classificador ideal com acerto de 100% obteria uma medida-F
na extracdo de informacdo de 85,14%. O percentual obtido pela extracdo real foi proximo
deste valor (80,43%), o que justifica 0 uso do classificador de sentencas na metodologia

proposta.



8 CONCLUSAO

Neste trabalho foi proposta uma metodologia de pré-processamento textual para
extrair informacdo de efeitos de doencas em artigos cientificos do dominio biomédico. A
metodologia é composta por quatro etapas: Entrada de Dados (Etapa 1), Classificacdo de
Sentencas (Etapa 2), Identificacdo de Termos Relevantes (Etapa 3) e Gerenciamento de
Termos (Etapa 4). A partir dos documentos textuais fornecidos na Etapa 1, as sentencas séo
classificadas em suas respectivas classes (Etapa 2). A Etapa 2 objetiva distinguir as
informacOes de interesse das informacGes irrelevantes. Em seguida, na Etapa 3, os termos
relevantes séo identificados e extraidos das sentencas de interesse. Por fim, na Etapa 4, os
termos sdo armazenados em um banco de dados, ap6s a validacdo dos termos pelo
especialista. Os termos validados podem ser utilizados em um novo ciclo de extracdo de
informacao, a fim de identificar termos em novas sentencas. Este recurso é importante, pois a
regra pode identificar um termo em somente uma sentenca X, mas ap0s a validacdo deste
termo pelo especialista, o dicionario pode identificar este mesmo termo em outras N
sentencas.

A Etapa 2 e a Etapa 3 foram validadas por meio de estudos de caso sobre informacgdes
relacionadas a doenca Anemia Falciforme. Em cada uma das duas etapas foram realizados
dois experimentos. Na Etapa 2, o primeiro experimento teve como objetivo criar e testar o
modelo de classificacdo. Para isso, foi utilizada uma amostra de 601 sentencas classificadas
manualmente pelo especialista em trés classes: efeito positivo, efeito negativo e outros (i.e.,
ndo é efeito positivo ou efeito negativo). Este modelo foi avaliado com a medida acurécia a
fim de avaliar a classificacdo em relacao a todas as trés classes e com a medida-F para avaliar
a classificacdo da classe efeito negativo. Os percentuais de acuracia e de medida-F obtidos
foram, respectivamente, acima de 85% e de 80%. Estes percentuais foram obtidos por meio
do método de particionamento 10-Fold Cross-Validation. Em seguida, foi realizado o
segundo experimento que teve o objetivo de avaliar como o modelo de classificacao criado no
primeiro experimento se comportava na classificacdo de novas sentencas. Para isso, foi

utilizada uma amostra de 300 sentencas que também foi classificada manualmente pelo
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especialista nas trés classes citadas anteriormente. O percentual de acurécia obtido foi acima
de 60% e o percentual de medida-F para a classe efeito negativo foi acima de 70%. As
sentengas da Amostra601 e da Amostra300 foram selecionadas aleatoriamente a partir de um
conjunto de 901 sentengas. A primeira e a segunda amostra correspondem, respectivamente,
2/3 e 1/3 das 901 sentencas.

A partir dos experimentos realizados na Etapa 2, foi realizada a avaliagdo dos dois
experimentos realizados na Etapa 3. O primeiro experimento teve o objetivo de avaliar a
extragdo de informagdo com a influéncia da classificagdo manual. Para isso, as 131 sentencas
da Amostra300 que continham efeito negativo foram utilizadas, a fim de serem identificados
os termos relevantes. Utilizando as abordagens de regra e de diciondrio em conjunto, 0s
percentuais de preciséo e de medida-F para a classe efeito negativo foram acima de 85% e o
percentual de revocacdo foi acima de 80%. O percentual de revocacdo foi proximo aos
percentuais obtidos pelo Gold Standard (100%) e pelo Baseline (aproximadamente 96%). Os
percentuais de precisdo e de medida-F também foram proximos do percentual do Gold
Standard (100%), entretanto os percentuais foram extremamente melhores do que o Baseline
que foi aproximadamente de apenas 23% de precisdo e somente 37% de medida-F. O segundo
experimento teve como objetivo avaliar a extracdo de informacdo com influéncia da
classificagdo automatica. Assim, ao inves de utilizar as 131 sentencas que continham somente
efeito negativo, neste experimento foram utilizadas as 128 sentencas classificadas pelo
classificador, a partir da Amostra300, como sendo de efeito negativo. Os percentuais do
classificador para a Amostra300 foram de 72,66% de precisdo, 70,99% de revocacdo e
71,81% de medida-F. Estes percentuais foram obtidos no segundo experimento realizado na
Etapa 2. Os percentuais de precisdo, de revocacao e de medida-F para a classe efeito negativo
utilizando as abordagens de regra e de dicionario em conjunto foram, respectivamente, acima
de 70%, acima de 85% e acima de 80%. O percentual de revocacdo foi proximo aos
percentuais obtidos pelo Gold Standard (100%) e pelo Baseline (aproximadamente 96%). Os
percentuais de precisdo e de medida-F também foram proximos do percentual do Gold
Standard (100%), entretanto os percentuais foram excepcionalmente melhores do que o
Baseline que obteve aproximadamente apenas 16% de precisao e de somente 27% de medida-
F. Comparando a extracdo com a classificacdo manual versus a classificacdo automatica, ha
uma pequena diferenca de 4,71% de medida-F. Em suma, a extracdo com a classificacdo
manual é o ideal, contudo o especialista ndo dispGe de tempo para realizar constantemente a
classificacdo manual das sentencas. Assim, a extragdo com a classificagdo automatica é uma

alternativa possivel e vidvel, pois proporciona somente uma pequena diminui¢do da medida-F.
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A seguir sdo destacadas as contribuices deste trabalho (Secdo 8.1), o quéo adaptavel
é a metodologia proposta (Secéo 8.2), os possiveis trabalhos futuros (Se¢éo 8.3) e, por fim, as
producdes cientificas e técnicas desenvolvidas durante o mestrado (Se¢éo 8.4).

8.1 Contribuigdes

A principal contribuicdo deste trabalho é a proposta de uma metodologia de pré-
processamento textual para extrair informacéo sobre efeitos de doencas em artigos completos
do dominio biomédico. A metodologia proposta possui a grande vantagem de possibilitar a
extracdo de informacdo em artigos cientificos completos, o que é realizado por poucos
trabalhos identificados na literatura. Na metodologia proposta neste trabalho, somente é
possivel extrair informacéo nos artigos completos sem extrair muitos falsos positivos, devido
a utilizacdo de um algoritmo de aprendizado de maquina na Etapa 2 (i.e., Classificacdo de
Sentencas), cujo objetivo é distinguir as sentencas que sdo de interesse (i.e., sentencas que
tém algum termo relevante) das sentencas irrelevantes. Apesar da medida-F obtida com a
classificagdo de sentencas para a classe efeito negativo ndo ser 100%, o percentual de medida-
F de 71,81% obtida com a Amostra300 é um percentual que contribui na identificacdo de
termos relevantes, possibilitando extrair menos falsos positivos.

Além desta contribuigéo teorica, sdo destacadas as contribuicdes de cunho pratico:

1. Criacdo e disponibilizacdo de recursos como colecdo de documentos do dominio,
de termos do dicionario terminologico e de bases de regras desenvolvidas para
extrair automaticamente os termos relevantes sobre a doenca Anemia Falciforme;

2. Criacdo e disponibilizacdo de ferramentas para a classificacdo de sentencas, a
extracdo de informacdo e o gerenciamento de termos. A ferramenta de
classificacdo faz o uso da APl do Weka amplamente utilizada no contexto de
aprendizado de maquina e de mineracdo de dados. As trés ferramentas foram

implementadas em Java.

8.2 Adaptabilidade da Metodologia Proposta

A metodologia proposta possui quatro etapas conforme apresentada neste trabalho. A
maioria das etapas da metodologia (i.e., Etapa 1, Etapa 2 e Etapa 4) é independente do
dominio e pode ser aplicada a qualquer dominio sem modificacdes. Ja a Etapa 3 é dependente
do dominio.

A Etapa 1 tem a restricdo dos artigos cientificos estarem nos formatos XML ou TXT.
A Etapa 2 é totalmente independente do dominio e do idioma. Isto significa que nesta etapa

pode-se classificar sentencas de qualquer problema que envolva a distingdo de classes, por
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exemplo, sentencas de artigos cientificos que contém informacéo sobre paciente, tratamento e
fator de risco.

A Etapa 3 possui a dependéncia nas duas abordagens para extracdo de informacao:
dicionério e regra. Como a extracdo de informacéo realizada pelo dicionario € o casamento
exato dos termos armazenados no dicionario e, por conseguinte, identificados nas sentencas, o
custo de adaptacdo depende somente da existéncia de um novo dicionario do dominio. J& a
extracdo de informacdo realizada pela regra necessita de uma adapta¢do maior, pois as regras
sdo criadas a partir de uma andlise no conjunto de sentencas do dominio, no qual sdo
identificados termos relevantes que contém um conjunto de padrdes Part-Of-Speech que séo
rigorosamente dependentes dos termos a serem extraidos. Contudo, as duas estratégias
apresentadas neste trabalho para identificar os termos relevantes em uma sentenca utilizando a
abordagem de regra podem ser utilizadas e adaptadas para a extragdo de informacéo de termos
que ndo sejam efeitos de doencas.

A Etapa 4 tambem é totalmente independente do dominio de atuacdo. Isto significa
que os termos podem ser gerenciados pelo especialista sem existir nenhuma restricdo as

informacGes armazenadas no banco de dados.

8.3 Trabalhos Futuros

A seguir sdo enumeradas as sugestdes de trabalhos futuros:

— Hierarquizacdo automaticamente dos termos extraidos. Por exemplo, suponha que
os termos ‘“parvovirus infection” e “infection” tenham sido extraidos
automaticamente e armazenados na entidade “Termo” da Figura 56. Quando esses
dois termos fossem utilizados para extrair informagdo na sentenga “Aplastic crisis
associated with a parvovirus infection was documented in one patient”, ambos 0S
termos seriam identificados, o que causaria erro de duplicidade de informacéo.
Assim, € necessario armazenar o termo mais genérico na entidade “Termo” (i.e.,
infection) e os termos mais especificos na entidade “Variagdo” (i.e., parvovirus

infection);

| 1 N .
Termo Variagdo

Figura 56 — Exemplo de esquema conceitual com as entidades termo e variacao.
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Classificacdo automaticamente dos efeitos negativos extraidos em efeitos
negativos da doenca (complicacdo) e efeitos negativos do tratamento (efeito
colateral);

Criagdo de uma colecdo de documentos anotada com informagdes relacionadas ao
dominio da doenca Anemia Falciforme, contando com a participagdo do
especialista do dominio na validacdo das informagdes anotadas. Esta colecdo
poderd ser Gtil para auxiliar o processo de extracdo de informacdo automatico,
contribuindo com uma validacdo de forma répida, pratica e justa. Nesse sentido,
um documento XML poderia ser criado para identificar os termos de interesse em
cada sentenca, assim como a classe a qual a sentenca faz parte. Um exemplo deste
documento XML pode ser visto na Figura 57. Pelo que se conhece, ndo existe uma

colecdo de documentos com informagdes anotadas sobre essa doenca;

<?xml wersion="1.0" encoding="IS50-B859-1"72>
<document>
<journalrjournal name<,journal>
<titlerpaper title</tcitcle>
<Yyear>paper year<,/vear:»
<guthorranthor name</author>
<=ection name = "section name">
<page number = "1"»
<paragraph>
<sentence-infol
<sentence>sentence X< /sSentence>
<manual-classroclass name Y<,/manual-class>
<manual-term>term 1; term 2; term n</manual-term>
<gutomatic-classroclass name Y<,/automatic-classs»>
<gutomatic-term>term 1; term 2; term n</automatic-term>
</zentence-info>

</paragraph>
</page>

</=zection>

Figura 57 — Exemplo de documento XML anotado.

Investigacdo da possibilidade da aplicacdo da metodologia na identificacdo de
efeitos positivos, além de outros termos como tratamento e fator de risco da
doenca Anemia Falciforme;

Instanciacdo da metodologia proposta para identificar efeitos de outras doencas
importantes, como cancer, mal de Alzheimer, mal de Parkinson e glaucoma;
Investigacdo da aplicacdo da metodologia em outros dominios além do dominio
biomédico, por exemplo, erup¢do de vulcdo e poluicdo ambiental nos quais seria
interessante identificar termos de efeitos ocasionados pela fuligem na erupcdo de

vulcdo e os efeitos originados da poluicdo ambiental;
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— Utilizacdo de recursos de Processamento de Lingua Natural como a analise
semantica, a fim de identificar se a sentenga expressa um efeito positivo, um efeito
negativo ou nenhum efeito. A andlise semantica é Util em situacGes em que 0s
termos ndo estdo explicitamente escritos nas sentencas. Por exemplo, a seguinte
sentenga ndo contém um termo explicito, “The recent availability of an oral iron
chelator may render prolonged transfusion more acceptable.”;

— Investigacdo se a utilizacdo de uma ontologia contribui com a identificacdo dos
termos relevantes;

— Utilizacdo de algoritmos de mineragdo de dados para fornecer associacfes e
hipoteses de ocorréncias ndo explicitas no banco de dados. Para isso, este banco de
dados deve ser povoado com termos de interesse como efeitos, tratamento e
quantidade de pacientes;

— Desenvolvimento de um sistema de Perguntas e Respostas, a fim de fornecer ao
usuario uma informagdo especifica, por exemplo, “Qual a faixa etaria de criancas
que tém mais efeitos negativos?”;

— Desenvolvimento de uma ferramenta de visualizacdo dos termos extraidos e as

correlacdes entre eles.

8.4 Producéo Cientifica e Técnica

A primeira discussdo sobre a proposta deste trabalho foi realizada no Workshop de
Teses e Dissertacdes em Banco de Dados. Como consequéncia do desenvolvimento do
trabalho, foi publicada a visdo geral do ambiente de analise de dados para o dominio
biomédico com resultados sobre a classificacdo de sentencas em um evento internacional. As

duas producdes cientificas sao listadas a seguir:

MATOS, P. F.; LOMBARDI, L. O.; PARDO, T. A. S; CIFERRI, C. D. A. ; VIEIRA, M. T.
P.; CIFERRI, R. R. An environment for data analysis in biomedical domain: information
extraction for decision support systems. In: GARCIA-PEDRAJAS, N. et al. (Ed.).
International Conference on Industrial, Engineering & Other Applications of Applied
Intelligent Systems (IEA-AIE). 23th. Heidelberg: Springer, 2010. p. 306-316. (Lecture
Notes in Computer Science; v. 6096).

MATOQOS, P. F.; CIFERRI, R. R.; PARDO, T. A. S. Metodologia de pré-processamento textual
para extracdo de informacdo em artigos cientificos do dominio biomédico. In. WORKSHOP
DE TESES E DISSERTACOES EM BANCOS DE DADOS, VIII, 2009, Fortaleza, Ceara.
Anais... Simpésio Brasileiro de Banco de Dados, 2009. p. 7-12.
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Como resultado de desenvolvimento deste trabalho, também foram publicadas quatro

producdes técnicas: um poster e trés relatorios técnicos, a saber:

MATOS, P. F.; CIFERRI, R. R.; PARDO, T. A. S. Methodology of textual preprocessing for
information extraction in scientific papers of the biomedical domain. In: WORKSHOP DE
POS-GRADUAGAO SEMANA DE COMPUTAGAO, 3°, 2010, S&o Carlos. Anais...
UFSCar, 2010. Poster. Disponivel em:
<http://gbd.dc.ufscar.br/~pablofmatos/files/poster. WPG.PPG-CC.pdf>. Acesso em: 30 ago.
2010.

MATOQOS, P. F.; LOMBARDI, L. O.; CIFERRI, R. R.; PARDO, T. A. S.; CIFERRI, C. D. A,
VIEIRA, M. T. P. Relatério Técnico "Conceitos sobre Aprendizado de Maquina'. S&o
Carlos: Departamento de Computacdo, Universidade Federal de Séo Carlos, 2009. p. 23.
Disponivel —em:  <http://gbd.dc.ufscar.br/~pablofmatos/files/ReportAM-MatosEtAl pdf>.
Acesso em: 30 ago. 2010.

MATOQOS, P. F.; LOMBARDI, L. O.; CIFERRI, R. R.; PARDO, T. A. S.; CIFERRI, C. D. A,
VIEIRA, M. T. P. Relatdrio Técnico "*Métricas de Avaliacdo™. Sdo Carlos: Departamento
de Computagdo, Universidade Federal de Sdo Carlos, 2009. p. 15. Disponivel em:
<http://gbd.dc.ufscar.br/~pablofmatos/files/ReportMetrica-MatosEtAl.pdf>. Acesso em: 30
ago. 2010.

PINTO, A. C. S.; MATOS, P. F.; PERLIN, C. B.; ANDRADE, C. G.; CAROSIA, A. E. O,
LOMBARDI, L. O.; CIFERRI, R. R.; PARDO, T. A. S.; CIFERRI, C. D. A;; VIEIRA, M. T.
P. Technical Report *'Sickle Cell Anemia™. Sdo Carlos: Department of Computer Science,
Federal ~ University of Sdo  Carlos, 2009. p. 16. Disponivel  em:
<http://gbd.dc.ufscar.br/~pablofmatos/files/ReportSCA-PintoEtAl.pdf>. Acesso em: 30 ago.
2010.

Ademais, para dar suporte as etapas da metodologia proposta neste trabalho foram

desenvolvidas trés ferramentas utilizando a linguagem de programacéo Java, a saber:

MATOQOS, P. F.; CIFERRI, R. R.; PARDO, T. A. S. SCA-TermManager: a tool from the
biomedical domain to assist the expert in term management. 2010. Software. Disponivel em:
<http://gbd.dc.ufscar.br/~pablofmatos/filessSCA-TermManager.rar>. Acesso em: 30 ago.
2010.

MATOS, P. F.; CIFERRI, R. R.; PARDO, T. A. S. SCA-Extractor: a tool for information
extraction in scientific papers of the biomedical domain. 2010. Software. Disponivel em:
<http://gbd.dc.ufscar.br/~pablofmatos/files/SCA-Extractor.rar>. Acesso em: 30 ago. 2010.

MATOS, P. F.; CIFERRI, R. R.; PARDO, T. A. S. SCA-Classifier: a tool for sentence
classification in scientific papers of the biomedical domain. 2010. Software. Disponivel em:
<http://gbd.dc.ufscar.br/~pablofmatos/files/SCA-Classifier.rar>. Acesso em: 30 ago. 2010.
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GLOSSARIO

Application Programming Interface (API): E uma interface de programacdo de aplicativos
que oferece um conjunto de rotinas e padrdes estabelecidos.

Apositivo: Frase que altera e completa a palavra ou frase.

Baseline: E um ponto de partida que serve como limite inferior de referéncia.

Biomédico: O termo biomédico refere-se ao estudo da ligacdo entre a quimica e o
funcionamento do corpo humano. A ciéncia da biomedicina conduz estudos nas areas da
medicina e biologia que s@o direcionadas a pesquisa das doengas humanas, com intuito de

encontrar causa, prevencao, diagnostico e tratamento.

Farmacogenética: E o estudo das variacdes hereditarias em resposta a drogas e/ ou alteracdes
metabolicas.

Farmacogenémica: Pode ser caracterizada como um estudo generalista de todos os genes
que podem afetar o comportamento das drogas.

Gazetteers: Dicionario de termos.
Gold Standard: Limite maximo de referéncia.

Medical Subject Headings (MeSH): Amplo vocabulédrio controlado para publicacdes de
artigos e livros na ciéncia.

National Center for Biotechnology Information (NCBI): Instituto Nacional de Saude criado
em 1988 para desenvolver sistemas de informacéo para biologia molecular. Fornece sistemas
de recuperacdo para pesquisar nas bases do PubMed e PubMed Central (PMC)
(http://www.pubmedcentral.nih.gov/).

Ruido e Siléncio: E a informaco desnecesséria selecionada para treinamento que aumenta o
erro do classificador, diferentemente de Siléncio que é a caracteristica importante que néo foi
selecionada para treinamento.

Sentenca e Frase: Sentenca € uma palavra ou conjunto de palavras que constituem um
enunciado de sentido completo. O ponto final delimita uma sentenca. Frase € uma unidade
bem menor do que a sentenca. Pode ser sintagma (nominal, verbal, adverbial, etc.).

Termo Curado: E um termo ndo curado que foi definido (i.e., validado) pelo especialista
como um termo curado. Isto significa que o termo curado passou pelo crivo do especialista e,
portanto, é realmente um termo importante. Todo termo extraido automaticamente (i.e., pela
abordagem de regra) € inserido no banco de dados como termo ndo curado. O dicionario
utiliza para extrair informacdo somente o termo que foi curado.


http://www.pubmedcentral.nih.gov/
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APENDICE A - ESQUEMA CONCEITUAL EER

Na Figura 58 é mostrado o esquema conceitual do banco de dados (sem os atributos)
desenvolvido e utilizado neste trabalho de mestrado. Na Figura 59 e na Figura 60 s&o
mostrados, respectivamente, o tipo-relacionamento binério entre os efeitos negativos e o

artigo, e o tipo-relacionamento binario entre o efeito positivo e o artigo.
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Figura 58 — Esquema conceitual sem atributos.
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APENDICE B - ESQUEMA LOGICO RELACIONAL

A seguir encontra-se 0 modelo relacional referente ao esquema conceitual da Figura
58 do APENDICE A — ESQUEMA CONCEITUAL EER.

PAPER (Paper_ID, Title?, Journal®, Year?, Authors, PDF, HTML, XML, Total_Patients,
SC_Patients, UC_Patients, Paper_Curated, Paper_Curator, Paper_CuratedDate, Paper_Automatic)
SC_Patients = Satisfactory Concluded Patients, UC_Patients = Unsatisfactory Concluded Patients

COMPLICATION (Complication_ID*, Complication_Name*, Complication_Acronym,
Complication_Desc, Complication_Curated, Complication _Curator, Complication _CuratedDate,
Complication_Automatic)

PAPER_COMPLICATION (Paper_ID, Complication_ID, Section, Page, Paragraph, Sentence,
WholeSentence, Concluded_Patients, NonConcluded Patients, Patients_Numberg)

COMPLICATION_VARIATION (Complication_ID, Complication_Variation)

SIDE_EFFECT (SE_ID", SE_Name”, SE_Acronym, SE_Desc, SE_Curated, SE_Curator,
SE_CuratedDate, SE_Automatic)

PAPER_SIDE_EFFECT (Paper_ID, SE_ID, Section, Page, Paragraph, Sentence, WholeSentence,
Concluded_Patients, NonConcluded_Patients, Patients_Number3)

SIDE_EFFECT _VARIATION (SE_ID, SE_Variation)

BENEFIT (Benefit ID*, Benefit_Name4, Benefit_Acronym, Benefit_Desc, Benefit_Curated,
Benefit_Curator, Benefit_CuratedDate, Benefit_Automatic)

PAPER_BENEFIT (Paper_ID, Benefit_ID, Section, Page, Paragraph, Sentence, WholeSentence,
Concluded_Patients, NonConcluded_Patients, Patients_Number3)

BENEFIT VARIATION (Benefit_ID, Benefit_Variation)

RISK_FACTOR (Risk ID?, Risk_Name4, Risk_Acronym, Risk_Desc, Risk_Curated, Risk_Curator,
Risk_CuratedDate, Risk_Automatic)
RISK_FACTOR_VARIATION (Risk_ID, Risk_Variation)

! Atributo auto_increment.

2 Verificar insercdo Unica de artigos (Title, Journal, Year).
¥ Atributo derivado.

* Atributo unique.
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APENDICE C - EFEITOS NEGATIVOS CURADOS

Na Tabela 38 e na Tabela 39 mostram, respectivamente, os efeitos negativos da
doenca (complicagdo) e os efeitos negativos do tratamento (efeito colateral) que foram
previamente cadastrados no dicionario pelo especialista.

Tabela 38 — Termos sobre complicagéo e suas varia¢fes curados pelo especialista.

Numero # | Termos sobre Complicacéo Variagoes

chest pain

respiratory failure
pulmonary failure
pulmonary insufficiency
1 acute chest syndrome respiratory anomalies
shortness of breath
tachypnea

wheezing

dyspnea

acute anemia

2 severe anemia chronic anemia
worsening of anemia
stroke

cerebrovascular
cerebrovascular event
seizure

cognitive problem

3 cerebral vascular accident neurologic event
neurologic complication
neurologic problem
neurological event
neurological complication
neurological problem
nocturnal enuresis
hematuria

hipostenuria
proteinuria

chronic renal failure
renal insufficiency

infection for bacteria
infection for legionella
infection for mycoplasma
infection for virus
bacterial infection
legionella infection
mycoplasma infection
virus infection

sepsis

parvovirus

4 dysuria

5 renal failure

6 infection




painful episode

7 pain pain crises
pain crisis
vasoocclusive pain episode
vasoocclusive crises

. vasoocclusive crisis

8 vasoocclusive .
vascular occlusion
vaso-occlusive
voe
exhaustion

9 weakness fatigue
reluctance

10 hemorrhage f:entral nervous system hemorrhage
intracranial hemorrhage
infarction

11 infarct myocardial infarction
pulmonary infarction

12 hypertension pulmonary hypertension
acute splenic sequestration

. . hypersplenism

13 splenic sequestration YPETspienis
loss of spleen
splenomegaly
stenosis

14 stenoses arterial stenosis
arterial stenoses

15 cholelithiases ChOIES.t at_lc s_yndrome
cholelithiasis

16 aplastic crisis aplastic crises
sickle cell retinopathy
retinopathy

17 eye problem icterus
jaundice
retinal detachment
cardiac abnormalities

18 cardiac ischemia card!ac gnlarge_ment
cardiac insufficiency
cor pulmonale

19 ischemic bone necrosis osteonecrosis

20 dactylitis swelling
acute hepatic sequestration

21 hepatic sequestration hepatic insufficiency
anoxic brain injury

22 hypoxia | e 1

23 nocturnalapnea |  semeeeeeee- 1

24 cough | e 1

25 delayed puberty in children |  —-memeeeee- 1
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26 fever | 1
27 headache | e 1
28 infiltrate inlung | e 1
29 inflammation | e 1
30 lack of calcificationinbone | = —ememeee- 1
31 legulcer [ e 1
32 neuromuscular abnormalities | = —--mmmm- 1
33 pallor | e 1
34 phospholipase a2 elevation | = —eeemmeen 1
35 priapism | e 1
36 pneumonia | e 1
37 fatembolism | o 1
38 vertigp | e 1
1 Significa que ndo tem nenhuma variagdo associada ao termo.

Tabela 39 — Termos sobre efeito colateral e suas variagdes curados pelo especialista.

Ndamero # | Termos sobre Efeito Colateral VariagOes
1 alloimmunization red cell alloimmunization
2 death died

hepatitis b
3 hepatitis hepatitis ¢
hepatitides
acute promyelocytic leukemia
4 cancer leukemia
lymphoma
R hepatic iy
6 hemochromatosis iron overload
7 bacteremia | e 1
8 blood hypotension | e 1
9 depression | e 1
10 highwBc | e 1
1 human immunodeficiency virus | - 1
12 hyperviscosity | e 1
13 hypoventilation |  -—mee 1
14 iatrogenic overhydration | = -——e 1
15 immunosuppression | = 1
16 infertitity | e 1
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17 neutropenia | e
18 thrombocytopenia | e
19 transfusion-transmitted infection| -

1 Significa que ndo tem nenhuma variagéo associada ao termo.
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APENDICE D - EXPRESSOES REGULARES DA ESTRATEGIA 1

A seguir sdo apresentadas as expressdes regulares desenvolvidas para a Estratégia 1
(Verbo e Expressdo com POS). Na Tabela 40 as expressdes regulares em alto nivel e em Java
sdo destacadas para cada verbo e expressdo composta representativos. Na Tabela 41 s&o
apresentados os padrdes POS.

As expressdes regulares dos padrdes apresentados a seguir podem ser testadas por
meio de um testador de expresses regulares on-line de facil uso. O testador pode ser

acessado nesta URL: http://www.piazinho.com.br/exemplos.html#1. Para que as expressoes

regulares funcionem corretamente neste testador, é necessario adaptar a sintaxe da expressao
regular para a sintaxe aceita pelo testador. Nas expressdes regulares das tabelas a seguir,
somente € necessario trocar todas as duas barras invertidas (“\\”) por somente uma barra
invertida (”\””). Na Figura 61 é apresentado um exemplo de uma sentenca etiquetada, sendo

casada com o verbo “to document” da Tabela 40.

Exemplos interativos do livro Expressdes Requlares

((2:[\w=/.1* [A-Z$]1{2,4}\s|, ,\s)*?) (?:was|were) VI

Texto original Resultada
Aplastic JJ crisis NN asscciated VBN with IN a DI parvevirus NN Zplastic JJ crisis NN asscciated VBN with IN a DT parvovirus NN
infection NN was_VBD documented VEN in_ IN one CD patient NN ._. infection NN was VBD documented VBN in IN cne_CD patient NN ._.

Grupos:

1. Aplastic_JJ crisis_NN associated_VBN with_IN a_DT parvovirus_MNM infection_NN

Figura 61 — Exemplo de expressdo regular do verbo “to document” da Tabela 40.

Na Tabela 40 séo apresentadas as expressdes regulares dos verbos representativos e
expressoes representativas com a sintaxe da linguagem de programacgao Java. O atalho “\\w”
na expressao regular de cada padrdo significa que a expressdo regular ird casar com letras,
digitos ou underline (i.e., “ ). A letra “X” nas expressdes regulares corresponde a “Parte
Especifica” da sentenga delimitada pelo verbo ou expressdo. Os padroes POS da Tabela 41

sdo aplicados nesta parte especifica, a fim de identificar um termo candidato.

Tabela 40 — ExpressOes regulares dos verbos e expressdes compostas da Estratégia 1.

Verbo ou Expresséo Expressdo Regular em

Composta Alto Nivel Expressdo Regular em Java

((?:\w-1.1*_[A-
Z31{2,4}\\s|,_,\\s)*?)(?:was|were)_VBD\\s(?:
Mw-/1*_[A-
Z]{2,31\\s)*?(?:documented_VBN|diagnosed
_VBN|observed [A-

X (was|were) _VBD (.*)
(documented_VBN
|diagnosed_VBN
|observed_[A-Z]{2,3})

to observe, to diagnose,
to document na voz
passiva (termo antes)



http://www.piazinho.com.br/exemplos.html#1
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(of_IN X)?

Z1{2,31)(2:\\sof_INWs((?:[\w-T*_[A-
Z1{2,33\s)*))?

to develop na voz ativa
(termo depois)

developed_[A-Z]{2,3}
(~IN|.) X (had_VBD
|soon_RB |during_IN |.|,]:];)

developed_[A-Z]{2,3}\s(?1[\\w-
M*_INWS\\ ) ((?:[\w-/1*_[A-
Z1{2,3}\\s)*?)(?:had_VBD\\s|soon_RB\\s|dur
ing_INWs\.|,|:];)

to develop na voz ativa
(termo antes)

X developed_[A-Z]{2,3}
(IN[ ] (> with_IN X
CLER))?

((?:\w-1*_[A-
Z1{2,3}\\s|,_,\\s)*)developed_[A-
Z1{2,33\s?(?:\\s[\\w-

M*_INPL ELNS?2(2:(2: Nw-/T*_[A-
Z1{2,33\s)*?(?:with_INW\s)((?:[\w-/]*_[A-
Z1{2,33\s)*?)(?:\\.|,]:,))?

to occur na voz ativa
(termo antes)

X
(occurred_VBD|did_VBD
occur_VB)

((2:[\w-11*_[A-
ZI{2,3\\s],_\\s)*)(?:occurred_VBD\\s|did_
VBD occur_VB\\s)

prevalence of, diagnosis
of e was associated with
(termo depois)

prevalence_NN of _IN X
(VBI[DPZ])

diagnosis_NN of _IN X
with_IN evidence_NN
of_IN

was_VBD associated_VBN
with_IN X (CC X|.|:})

prevalence of ([\\WW\\s-/]*?)(?:has\\s|is\\s)
diagnosis of ([\\w\\s-/]*?)with evidence of

was associated with (M\w\\s-
M*\s?(?:and([\WWA\s-/T*)\\.|,|:;)

at risk of (termo depois)

at risk of X (and |on |.|,]:];)

at IN risk NN of IN ((2:[\w-/T*_[A-
Z1{2,33\s)*?)(?:[\\w-/]*_CC\s|[\\w-
M*_INWS\\|,|: ;)

to stop, to interrupt e to
initiate na voz passiva,
to undergo na voz ativa
e because of (termo
depois)

if primeira then segunda

primeira; ((was|were) VBD
(stopped_VB[DN]
linterrupted_VB[DN]
linitiated VB[DN]
)lunderwent_VBD)
segunda: (because _IN

of IN [for_IN) X
(and_CClJ.|,|:})

if primeira then segunda

primeira:  (?=(?:was|were)_VBDWs((?:[\\w-
n*_[A-
ZJ{2,3\\s)*?)(?:stopped_VB[DN]|interrupte
d_VBI[DN]|initiated_VB[DN])|underwent_V
BD)

segunda:(?:because_IN

of IN[for_IN)W\s((?:[\w-/]*_[A-
Z1{2,3}\s)*?)(?:and_CC|\\.|, :|;|-LRB-|-RRB-
)

caused by (termo antes
e depois)

X caused_[A-Z]{2,3}
by IN X (VB[DPZ] |.],I:;)

((?:\w-1*_[A-
Z1{2,3}\\s|,_,\\s)*)caused_[A-Z]{2,3} by_IN
((?:\w-1*_[A-Z]{2,3F\\s)*?) (?:[\\w-
1*_VB[DPZ]\s|\.|,|:|;)

died of e died from
(termo depois)

died_[A-Z]{2,3} (.*)?
from_IN X (.,|:,)
died_[A-Z]{2,3} of IN X
CLIE)

died_[A-Z]{2,3} of_IN
Z1{2,30\s)*))(?:\\ )11
died_[A-Z]{2,3}
ZJ{2,3\\s)*?)?from_IN
Z1{2,30\s)*))(?:\\ )11

(?:\w-11*_[A-

:(2:\W-T*_[A-
(2:[\w-1*_[A-

to have na voz ativa
(termo depois)

(had_VBD|had_VBD
had_VBN) (~VBN) X (
LERIC)

(?:had_VBD|had_VBD had_VBN)\\s(?![\\w-
*_VBN)((?:[\w-/T*_[A-
Z1{2,33\s)*?)(?:\\.|,:|;|-LRB)
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Na Tabela 41 sdo apresentadas as expressdes regulares dos padrées POS da Estratégia
1 com a sintaxe da linguagem de programagdo Java. O atalho “\\W” na expressao regular de
cada padrdo significa que a expressao regular ira casar com letras, digitos ou underline (i.e.,

[

). Estes padroes sdao aplicados na “Parte Especifica” delimitada pelo verbo e expressao

composta, a fim de identificar um termo candidato.

Tabela 41 — Expressoes regulares dos padrdes POS da Estratégia 1.

NuUmero Padréo Expressdo Regular em Java

(Mw-11*_JI[RSIANS[\Ww-/]*_JI[RS]?\s[\\w-

LOP ] (QI_JJ_NN_NN_(NN)?) 1% NN[PS]\s[\W-/* NN[PS]?(\s[\w-T* NN[PS]?)?)

W= (221 2A\SPAIL2NS) ) (-
110 | (<33) (QI_NN_NN_(NN)?) | /% JJ[RS]2\s[\w-/]* NN[PS]2\s[\\w-
17*_NN[PS]2\s(?:\w-/1*_NN[PS]?)?)

(Mw-11*_JI[RSIA\S[WW-/]*_JI[RS]?\s[\w-

128 (U NN)_(=NI) 1% NN[PSINSC._|_|:_ i |2 [MW=]*_NN.2))

:IW-T*_(2:[M]. A\sP[AI].20)), W \s | \s]-LRB-\\g-
13 | (~33)_(JI_NN)_(~NN) RRB-\sP)(Mw-/]*_JI[RS]2\s[\\w-
1% NN[PSIOWNs(2:\._|,_|-_|_|(?'[\w-/]* _NN.?))

2:W-T*_(2:MINT2NS|INTAINT. 20N) | \s| s \s|-LRB-
((~NN)&(~J2)) (NN_NN)_( | \s]-RRB-\\s|M)([\Ww-/1* _NN[PS]?\s[\w-
(~NN)&(~JJ)) /1*_NN[PS]2)\s(?:-LRB--RRB-\._|,_|:_[;_[[\w-
I1*_(2:["IN]. \s|[IN][FIN]. 2\s))

14

2:W-T*_(2:[PINT. 2Ns|[INT[AINT. 20s) | \s|: s | \s]-L R B-
15 | (*NN)&(=JJ))_(NN)_(~NN) | \s]-RRB-\s|")([\Ww-/1* NN[PS]2)Ns(2:\._|,_|:_|:_ [[\w-
11*_(2:[*N]..2\s|[N][AN].2\\s))

1 Padréo também utilizado na Estratégia 2.
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APENDICE E - EXPRESSOES REGULARES DA ESTRATEGIA 2

A seguir sdo apresentadas as expressdes regulares desenvolvidas para a Estratégia 2
(POS). Na Tabela 42 séo apresentados os padrdes POS.

As expressdes regulares dos padrdes apresentados a seguir podem ser testadas por
meio de um testador de expressdes regulares on-line de facil uso. O testador pode ser

acessado nesta URL.: http://www.piazinho.com.br/exemplos.html#1. Para que as expressoes

regulares funcionem corretamente neste testador, € necessario adaptar a sintaxe da expressao
regular para a sintaxe aceita pelo testador. Nas expressdes regulares dos padrdes apresentadas
na Tabela 42, somente é necessario trocar todas as duas barras invertidas (“\\”’) por somente
uma barra invertida (”\”). Na Figura 62 é apresentado um exemplo de uma sentenca
etiquetada, sendo casada com o padrédo 1.2 da Tabela 42.

Exemplos interativos do livro Expressdes Requlares
(I\w=/\\1* JJ[RS]12\s[\w-/1* JJ[RS]?\s[\w-/]* NN[S]

Texto ariginal

Despite_IN a DT sustained J7 increase NN in IN HbE NNFP level NN -

and_CC an DT increase_ NN in_ IN hydroxyurea NN doses _NNS to_TO 30_CD

mg'/kg_NN per IN day NN , , & DT girl NN aged VBN 13_CD months_WNNS

at_IN inclusion NN with_IN previous_dJJ history NN of_IN splenic JJ E

sequestration NN , , was_VBD hospitalized VBN 20_CD times_NN3 LY

during_IN these DT 2_CD years_NNS of IN HU _NNF therapy NN and_CC during IN t | 3_NN5 of IN HU KNP therapy NN and CC

continued VBD to_T0O present VB multiple JJ vasc-occlusive JJ continued VED to_IO nt_VE multiple JJ vasc-cccluaive JJ

crises NNS and CC dactylitis_NNS during IN the DT first JJ year NN - crises NNS |and CC dactylitis_NNS during IN the DT first JJ year NN
of _IN HU_NNF ._.

Resultado
ase NN in IN HbF NNP level NN and CC
NN doses NNS to_TO 30_CD mg\/kg NN

onths_NNS at_IN
IN splenic JJ
ospitalize BN 20 _CD times_NNS

Grupos:

1. multiple_JJ vaso-occlusive_JJ crises_NNS

Figura 62 — Exemplo do padrdo 1.2 da Tabela 42.

Na Tabela 42 séo apresentadas as expressdes regulares dos padrdes POS da Estratégia
2 com a sintaxe da linguagem de programagao Java. O atalho “\\W” na expressdo regular de
cada padrdo significa que a expressao regular ira casar com letras, digitos ou underline (i.e.,

“ ). Estes padrdes sdo utilizados para identificar um termo candidato na sentenca.
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Tabela 42 — Expressoes regulares dos padrdes POS da Estratégia 2.

NUmero Padréo Expressdo Regular em Java
(MNw=/1*_JI[RSIAN\s[\w-/1*_JI[RST\\s[\\wv-
1.0t (JJ_JI_NN_NN_(NN)?) /1*_NN[S]?\\s[\\w-/1*_NN[S]?(\s[\\w-

1*_NN[S]?)?)

W% (221 2A\SPAIL2NS) ) (-
110 | (~33) (33 NN_NN_(NN)?) I7*_JIRSTAS[Ww-/T*_NN[S]2\s[\\w-
IT*_NN[S]\s(2:\W-/]*_NN[S]?)?)

(Nw-/1*_JI[RS]?\s[\\w-/1*_JI[RS]\\s[\\w-

1.2t (U NN)_(=NI) 1% NN[SI2MNS(\_ || I MW= NN.?))

Observacao: Descartar prefixo JJ_NN_IN.
(2:\\Ww-1*_(2:[N1.2. 20\ I [NI]-2\S) ) (W=

2.0 (=33)_(JI_NN_IN_JI_NN)_(=NN)  /]*_JI[RS]\\s[\Ww-/]* _NN[S]2\\s[\\w-/]* _IN\s[\\w-
*_JI[RSI\\s[\w-/1*_NN[S]?) (?:\\s[\\w-
*_(2:["N].2IN[AN]. 2D NS\ _|\Ws,_\s:_\\s;_|$)

2:(2:W-1T*_(2:[731.2. 2 J[AI]. 2\8) ) [\w-
I7* NNISIS[W-/T*_IN)(\s[w-
17*_JI[RS]NS[W-/1*_NN[S]?)(2:\s[\w-
T*_(2:[*NT..2IN[*NL.2)Ns\_Ns,_\s:_\\s;_[$)

2.1 | ((=33) NN_IN)_(JJ_NN) (~NN)

:W-T*_(2:[M].2.2[23].2)Ns) (-
I7*_JIRSTAS[Ww-T*_NN[S]?)(2:\s[\\w-

1T INWS[WW-/7* NN[STWs[W-/T*_NN[S]2\s[\Ww-
/T*_NN[S]?)

3.0 | (~33) (3J3_NN)_(IN_NN_NN_NN)

W% _(2:[M]. 20 N (Dw-
I7* JIRSTAS[W-/T*_NN[S]2\s[Ww-/]* INWs[\Ww-
IT*_NN[S]\s[Ww-/1*_NN[S]?)(2:\s[\Ww-
IT*_(:["N].2IN[*NL2)Ns\._|\s, Ns:_N\s;_[$)

31 | (~33) (J3_NN_IN_NN_NN) (~NN)

2:(2:(2: W= (221 219[]. 2)\Ns) [w-
1% JI[RSIAS)\w-11* NN[S]\s[\w-
7% IN)(O\s[Ww-/1*_NN[S]?)(?:\s[\w-
I1*_(:["N].2IN[*NL2)NsW._\s, Ns:_\s:_[$)

3.2 | ((<39)_33_NN_IN)_(NN) (~-NN)

1 Padréo também utilizado na Estratégia 1.
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lasses da ferramenta SCA-Extractor.
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APENDICE F — DIAGRAMA DE CLASSES

Na Figura 63 sdo mostradas as pr

pkg

DBConnection

+ DpenOneTransiatonML(paperD : int) : vaid

- + openOneExtractor<MLtpaperlD :int)  void

“ + convertFormatTranslator2Extractord) © void

1 + getinformationF rormiML(filenarme : String) : ArrayList=String=
H + deleteExported<MLipaperlD | int) : hoolean

1 - verif@dhLDirectory()  void

- instance : DECannection
- connected : boolean

- connection - Connection
- statement : Staternent

- 5 ResultSet

- ps : PreparedStatement

- usingMadel : UsingModel
- unlabeledList: ArrayList=String=

ControllerClassification

+ start) : void

i ProcessingFile

- dbConnection : DBConnection
1 - processing#ML  ProcessingxmlL

+ DBConnection) : vaid
+ disconnect(  boolean

+ disconnectcommit: boalean) : oalean

+ commity) : boolean
+ rollback( : boolean
+ executedguery: String) : hoolean

+ executeQuery(guery | String) | ResultSet

- clagsifyinstances(model : Classifier) :void

- crestel naperList: ArrayList=Paper=)  void

+ ControllerClassification(unLDir: String, aSFileDir : String, mFDir : String, 1Dir : String) : void

- getPaperEfectlist(paperList: ArrayList=Paper) : ArayList=Paper=
- createLogipaperList: ArrayList=Papers, bNewPaper : boolean) :void

ControllerExtraction

- paperList: ArrayList<Papers

- peSentence : ArrayList<PaperEffect

i ArrayList<PaperEffect:
nce : ArrayList=Pap:
- otherSentence : ArrayList<PaperEfiect>

- pelist: ArrayList<Effect>

- nagideEfact: ArayList<Efact>

- neComplication : ArrayList<Effect>

+C ArrayLi per, epl : ArrayLl er=) void
+ start() :vid

- BXtracte ist: ArrayList<Senten Pap:
- setEffects( : void

+ setPr String) . L
| + getHimIPeTdsmid) : ArrayList<Paper= + getoIng «int ~ A
1 - petPaperListifiies : ArrayList<String=) : ArrayList<Paper= Controller

1
1 ™ - directory : Diractory
' ] -log : Log
! I
! I + Contrallarg : void
| + Classify(paperList : ArrayList=Paper=]  void
H ! 0.* [ 0= + Ist: ArrayL| L epl: Arrayl] " voie
' : —
1 PaperDAO PaperEffectDAO EffectDAO -
1| - dbConnection : DEConnection _ dhConnection - int - dbConnection : DEConnection
- ps : PreparedStaternent Spsif - rs:Resultset — =

+ inserttpaper : Papen :void

+ selectllPaper( | AmayList=Paper=

+ selectSomePapeniPapers | AayListsinteger=) : ArrayList=Paper=
- exporb(MLipaperiD : int) : hoolean

- exporTTipaperiD : inf) : boolean

+ getiaxvalue) - int

- peList: ArayList<Effect>

+insenEffectilist : ArrayList=PaperEffect=, takl

le : String, 1D inty : woid

- neSideEfect : ArraylList<Effect>

CArrayList=Paper

-necC ArrayList=Effect=

1 - papetlD : int
- title : String
- gectionList: ArrayLigt=Section=

+ Paper(paper|D :int, title : String, sectionList : ArrayList=Section=)

1
1.7

Section

- gection : String
- sentencelist : ArrayList=Sentence>

+ Seclion(gection : Section, sentencelist: ArayList=Sentence=) :void

1
1.7

Sentence

- page int

- paragraph ; int

- numberSentence - int
- wholeSentence : String
- className : String

+ int, int,

) int, wholeSentence : String, className : String)

- variationDAD : VariationDAG

+ 5electPEQ : ArrayList=Effect=
+ geleriNESideEffect]) : ArrayList=Effect=
+ gelectNEComplication) . ArrayList=Effect=

- dbConnection : DEConnection

- s ResultSet

+ seletiNESideE

D - inf) : ArravList<Ef

D inf) : Arrayl ist<Ef

+ selecthECD

D int) : ArrayList=Effec

- effectiD :int
- name : String
- acronym : Siring

EffectVariation

- effectiD :int

- warigtion ; Siring

+ Effectyariation(effectiD : int, variation : String) : void

Util

- defaultSection : ArrayList<String=

+ getFiles() : ArrayList<String>
+valigateSentence(sentence : String) : void
+ openOneExtractorTa( : Paper

+ petDefaultSection(  ArrayList«String=

- effectType : effect J 1.
- i ist: ArrayLi
+ EffectiefiectiD : int, name : String, acronyr © String, effectType : effect, ist: ArrayList=Effectyariati

1

I

PaperEffect

- paperiD : int
- effactList: ArrayList<Effect
- section : String
- page :int
- paragraph :int
- numberSentence ; int
- whaleSentence : String
+ PaperEfiect(paperlD : int, efiectlist : AmayList<Effect, section : String, page int, int, Siring)

1

Figura 63 — Diagrama de classes da ferramenta SCA-Extractor.
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APENDICE G - ENTRADA DE DADOS

Na Tabela 43 sdo listados os 10 artigos por titulo e ano de publicagdo que foram
utilizados nos estudos de caso apresentados e discutidos no Capitulo 7. Estes 10 artigos
contém 901 sentencas identificadas nas se¢Ges abstract, results e discussion, e correspondem
a entrada de dados da metodologia. Os artigos foram enumerados por um numero cardinal
qualquer. Estes artigos estdo disponiveis nos formatos PDF, HTML e TXT e podem ser

baixados na seguinte URL.: http://ghd.dc.ufscar.br/~pablofmatos/files/sca-10-papers.rar.

Tabela 43 — Entrada de dados de 10 artigos cientificos contendo ao todo 901 sentencas das se¢des abstract,
results e discussion.

NuUmero
Artigo Titulo do Artigo Ano

#
Hydroxyurea for sickle cell disease in children and for prevention of

1 ) ) ; 2005
cerebrovascular events: the Belgian experience

2 Effect of hydroxyurea on the frequency of painful crises in sickle cell anemia 1995

3 Long-term hydroxyurea therapy for infants with sickle cell anemia: the HUSOFT 2005
extension study

5 Effects of hydroxyurea on the membrane of erythrocytes and platelets in sickle cell 2004
anemia

6 Stroke Prevention Trial in Sickle Cell Anemia (STOP): extended follow-up and final 2006
results

8 Long-term hydroxyurea treatment in children with sickle cell disease: tolerance and 2006
clinical outcomes

11 Causes and outcomes of the acute chest syndrome in sickle cell disease 2000

26 Asthma and acute chest in sickle-cell disease 2004

27 Temporal relationship of asthma to acute chest syndrome in sickle cell disease 2007

29 Physician-Diagnosed asthma and acute chest syndrome: associations with NOS 2007
polymorphisms



http://gbd.dc.ufscar.br/~pablofmatos/files/sca-10-papers.rar

	1 INTRODUÇÃO
	1.1 Motivação
	1.2 Hipóteses e Objetivos
	1.3 Organização do Trabalho

	2 MINERAÇÃO DE TEXTOS
	2.1 Áreas de Conhecimento relacionadas à Mineração de Textos
	2.1.1 Processamento de Língua Natural
	2.1.2 Aprendizado de Máquina
	2.1.3 Extração de Informação
	2.1.4 Recuperação de Informação
	2.1.5 Mineração de Dados

	2.2 Descoberta de Conhecimento em Textos
	2.2.1 Perguntas e Respostas
	2.2.2 Sumarização
	2.2.3 Categorização
	2.2.4 Agrupamento

	2.3 Etapas do Processo de Mineração de Textos
	2.3.1 Coleta de Documentos
	2.3.2 Pré-processamento
	2.3.3 Extração de Padrões
	2.3.4 Análise e Avaliação dos Resultados

	2.4 Considerações Finais

	3 EXTRAÇÃO AUTOMÁTICA
	3.1 Reconhecimento Automático de Termo
	3.2 Abordagens para Extração de Informação
	3.2.1 Abordagem Baseada em Dicionário
	3.2.2 Abordagem Baseada em Regra
	3.2.3 Abordagem Baseada em Aprendizado de Máquina

	3.3 Considerações Finais

	4 TRABALHOS CORRELATOS
	4.1 ABGene
	4.2 BioRAT
	4.3 Bremer et al. (2004)
	4.4 Pharmspresso
	4.5 Considerações Finais

	5 METODOLOGIA PROPOSTA PARA EXTRAÇÃO DE INFORMAÇÃO NO DOMÍNIO BIOMÉDICO
	5.1 Etapa 1 - Entrada de Dados
	5.2 Etapa 2 - Classificação de Sentenças
	5.3 Etapa 3 - Identificação de Termos Relevantes
	5.3.1 Abordagem de Extração de Informação baseada em Dicionário
	5.3.2 Abordagem de Extração de Informação baseada em Regra

	5.4 Etapa 4 - Gerenciamento de Termos
	5.5 Considerações Finais

	6 INSTANCIAÇÃO DA METODOLOGIA PROPOSTA
	6.1 Entrada de Dados
	6.2 Classificação de Sentenças
	6.3 Identificação de Termos Relevantes
	6.3.1 Abordagem de Extração de Informação baseada em Dicionário
	6.3.2 Abordagem de Extração de Informação baseada em Regra

	6.4 Gerenciamento de Termos
	6.5 Ferramentas Desenvolvidas
	6.5.1 SCA-Classifier
	6.5.2 SCA-Extractor
	6.5.3 SCA-TermManager

	6.6 Considerações Finais

	7 ESTUDOS DE CASO
	7.1 Classificação de Sentenças
	7.1.1 Experimento 1: Fases de Treinamento e de Teste
	7.1.2 Experimento 2: Fase de Uso do Modelo de Classificação

	7.2 Identificação de Termos Relevantes
	7.2.1 Experimento 1: Classificação Manual versus Extração
	7.2.2 Experimento 2: Classificação Automática versus Extração

	7.3 Considerações Finais

	8 CONCLUSÃO
	8.1 Contribuições
	8.2 Adaptabilidade da Metodologia Proposta
	8.3 Trabalhos Futuros
	8.4 Produção Científica e Técnica

	REFERÊNCIAS
	GLOSSÁRIO
	APÊNDICE A – ESQUEMA CONCEITUAL EER
	APÊNDICE B – ESQUEMA LÓGICO RELACIONAL
	APÊNDICE C – EFEITOS NEGATIVOS CURADOS
	APÊNDICE D – EXPRESSÕES REGULARES DA ESTRATÉGIA 1
	APÊNDICE E – EXPRESSÕES REGULARES DA ESTRATÉGIA 2
	APÊNDICE F – DIAGRAMA DE CLASSES
	APÊNDICE G – ENTRADA DE DADOS

